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RESUMO

SIQUEIRA, Rafael Fernandes. Reducao de dimensionalidade em bases de dados de
classificagdo hierarquica multirrétulo usando Autoencoders. 2019. 118 f. Dissertagdo
(Mestrado em Ciéncia da Computacéo) - Universidade Tecnologica Federal do Parana, Ponta
Grossa, 2019.

A predicdo de proteinas em dados de bioinformatica € um exemplo de problema de
Classificacdo Hierarquica Multirrétulo no qual cada instancia pode estar associada a multiplas
classes, e estas por sua vez, estdo organizadas em uma hierarquia. A alta dimensionalidade dos
atributos e das classes influencia no desempenho dos classificadores, tanto no custo
computacional quanto na capacidade preditiva, pois prejudica a busca por padrdes e descoberta
de conhecimento util. A extracdo de atributos € uma das técnicas utilizadas para alcancar a
reducdo de dimensionalidade em base de dados, e assim eliminar atributos irrelevantes e/ou
redundantes que tendem a confundir um algoritmo de aprendizagem. Nessa técnica, por meio
de combinac6es e/ou transformacgfes dos atributos originais, geram-se novos atributos, mais
significativos e que melhor representam a base de dados, em um espaco de menor dimensao.
Desse modo, neste trabalho propde-se um novo método de extracdo de atributos, FEAE-HMC,
para classificacdo hierarquica multirrétulo, baseado em conceitos e técnicas de Deep Learning,
por meio de adaptacfes em uma rede Autoencoder cléssica. O método FEAE-HMC é dividido
em duas etapas principais: a extracdo de atributos e a avaliacdo do conjunto de dados reduzido
por meio de um classificador hierarquico multirrétulo (Clus-HMC e MHC-CNN) e sua medida
de desempenho (AUPRC). Para a realizacdo dos experimentos séo utilizados dados bioldgicos
de 10 bases de dados da Ontologia Génica, sendo que as classes das mesmas estao estruturadas
em uma hierarquia no formato de um Grafo Aciclico Dirigido (DAG). Conforme os resultados
experimentais, 0 método FEAE-HMC se mostrou capaz de extrair representacdes de menor
dimensdo, que podem agregar correlacdes entre os atributos e rotulos. Essas representacoes,
quando submetidas a um Classificador Hierarquico Multirr6tulo, geram modelos nos quais se
obtém o desempenho preditivo equivalente e até mesmo superior ao desempenho da base
original. A diferenga obtida entre a medida AUPRC da base completa e uma base reduzida,
com uma reducdo de até 90% da dimensionalidade original, € inferior a 0,047 em ambos
classificadores. Testes estatisticos demonstram que as bases reduzidas extraidas pelo FEAE-
HMC, sdo no minimo estatisticamente equivalentes as bases originais.

Palavras-chaves: Classificacdo hierarquica multirrétulo. Reducdo de dimensionalidade.
Extracdo de atributos. Autoencoders.



ABSTRACT

SIQUEIRA, Rafael Fernandes. Dimensionality reduction in hierarchical multi-label
databases using autoencoders. 2019. 118 p. Thesis (Master’s Degree in Computer Science) -
Federal University of Technology - Parana. Ponta Grossa, 2019.

Protein prediction in bioinformatics data is an example of a Hierarchical Multilabel
Classification problem in which each instance can be associated with multiple classes, which
in turn are organized in a hierarchy. The high dimensionality of attributes and classes influences
the performance of the classifiers, both in computational cost and in predictive capacity, as it
impairs the search for patterns and the discovery of useful knowledge. Feature Extraction is one
of the techniques used to achieve dimensionality reduction in databases, and thus eliminate
irrelevant and/or redundant attributes that tend to confuse a learning algorithm. In this
technique, by means of combinations and/or transformations of the original attributes, new
attributes, which are more significant and represent the database, are generated in a smaller
space. Thus, this work proposes a new method of feature extraction, FEAE-HMC, for the
hierarchical multi-label classification, based on concepts and techniques of Deep Learning,
through adaptations in a classic Autoencoder network. The FEAE-HMC method is divided into
two main steps: the feature extraction and the evaluation of the reduced data set using a
hierarchical multi-label classifier (Clus-HMC and MHC-CNN) and its performance measure
(AUPRC). To perform the experiments, biological data from 10 Genetic Ontology databases
are used, and their classes are structured in a hierarchy in the form of a Directed Acyclic Graph
(DAG). According to the experimental results, the FEAE-HMC method was able to extract
representations of smaller dimension that can add correlations between the attributes and labels.
These representations, when submitted to a Hierarchical Multi-label Classifier, generate models
with predictive performance equivalent or even superior to the performance of the original base.
The difference between the full-base AUPRC measurement and a reduced base with a reduction
of up to 90% of the original dimensionality is less than 0.047 in both classifiers. Statistical tests
show that the reduced bases extracted by the FEAE-HMC are at least statistically equivalent to
the original bases.

Key-Words: Hierarchical multi-label classification. Dimensionality reduction. Feature
extraction. Autoencoders.
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1 INTRODUCAO

A Aprendizagem de Maquina € um campo de pesquisa da Inteligéncia Artificial que
estuda o desenvolvimento de métodos computacionais capazes de aprender (CARVALHO et
al., 2011). O aprendizado acontece por meio do treinamento utilizando grandes quantidades de
dados que possibilitam ao algoritmo o ajuste e, consequentemente, melhora de desempenho.
Diversos algoritmos de aprendizagem de maquina, por exemplo, sdo utilizados para gerar
classificadores para conjunto de dados.

Em problemas de classificagdo, cada amostra possui um conjunto de atributos
chamados preditores e um atributo supervisor (classe). Um classificador deve ser capaz de
prever a classe de quaisquer novos dados do dominio em que ele foi treinado. O modelo
construido para a classificacdo baseia-se na analise prévia de um conjunto de dados de
amostragem ou treinamento, em que cada amostra esta corretamente classificada (CAMARGO,
2012).

No que se refere a predicdo da quantidade de classes pode-se citar dois tipos de
classificacdo: monorrétulo ou multirrétulo (CARVALHO et al.,, 2011). Na classificacdo
monorrotulo, os classificadores associam uma Unica classe ou rétulo a cada exemplo. Ja na
chamada classificacdo multirrétulo, cada exemplo pode pertencer simultaneamente a mais de
uma classe, assim o objetivo de um classificador multirrotulo € classificar instancias
automaticamente a um conjunto de classes de um dominio especifico.

As solucdes propostas na classificagdo monorrétulo e multirrotulo sdo voltadas para
problemas de classificacdo plana (tradicional), na qual as classes disponiveis estdo todas em um
mesmo nivel, ou seja, ndo existe dependéncia entre as classes envolvidas. Porém, ha muitos
problemas mais complexos, denominados problemas de classifica¢do hierarquica, nos quais as
classes a serem preditas estdo dispostas em uma estrutura hierarquica, em que uma ou mais
classes podem ser divididas em subclasses e superclasses.

Observa-se ainda a existéncia problemas de classificacao hierarquica em que duas ou
mais classes disponiveis podem ser atribuidas simultaneamente a mesma instancia,
denominados como problemas de classificagdo hierarquica multirrétulo.

Na Classificagdo Hierarquica Multirrétulo, (Hierarchical Multi-label Classification -
HMC), os exemplos séo associados a multiplas classes, mas nesse caso, as classes do dominio
descrevem uma estrutura hierarquica com diversos niveis de especificidade e regras bem
definidas que governam as relacGes entre as diferentes classes presentes na hierarquia (METZ,
2011).
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Uma caracteristica da classificagdo hierarquica multirrétulo é que ao associar uma
classe da hierarquia para uma instancia, automaticamente associard todas as suas classes
ancestrais. Entre alguns exemplos de utilizacao da classificacdo hierarquica multirrétulo pode-
se citar a predicdo de: proteinas em dados de bioinformatica, de textos, de géneros musicais
entre outros (BORGES, 2012).

Os classificadores hierarquicos podem fazer uso de duas abordagens principais:
Classificador Local que avalia cada n6 do conjunto de dados hierarquico independentemente e
o0 Classificador Global que leva em consideracdo toda a hierarquia de classes do conjunto ao
predizer uma instancia (BORGES, 2012). A classificagdo hierarquica para estruturas do tipo
Grafo Aciclico Dirigido, do inglés Directed Acyclic Graph (DAG), é complexa, pois toda a
estrutura hierarquica € respeitada.

Em problemas de classificacdo hierarquica multirrétulo a quantidade de exemplos,
atributos e classes influéncia no desempenho dos métodos de classificacdo, pois os dados,
geralmente, possuem poucas amostras para treinamento, alta dimensionalidade de atributos e
uma variacdo no nimero de classes a qual cada amostra pertence, fazendo com que os dados
ndo sejam igualmente multirrétulo (o nimero de classes que cada instancia pode estar associada
ndo é uniforme).

Um dos grandes desafios do aprendizado de méaquina é o desenvolvimento de
algoritmos que consigam identificar mudangas na evolugdo de dados, quando estes sdo
representados em espacos de alta dimensdo. De acordo com Kira e Rendell (1992), a quantidade
excessiva de atributos prejudica a busca por padrdes e extracdo de conhecimento Util, pois afeta
0 desempenho dos algoritmos de aprendizagem tanto no custo computacional quanto na
performance do classificador.

Nessa perspectiva, torna-se necessario utilizar métodos de reducdo de
dimensionalidade, por meio da representacdo dos dados originais em um espaco de menor
dimensdo, para identificar quais sdo os atributos mais relevantes em uma base de dados, sendo
que este processo tem consideravel importancia no cenario computacional (ROMDHANE;
FADHEL; AYEB, 2010). Entretanto, os métodos e técnicas que buscam a representacdo
reduzida da dimensionalidade intrinseca de um determinado conjunto de dados, sdo de grande
variedade, sendo assim a escolha do método apropriado ndo é trivial.

Como alternativa, a aprendizagem profunda (Deep Learning), € uma subcategoria do
aprendizado de maquina, que surgiu inspirada em estudos bioldgicos do funcionamento do
cérebro humano, com o objetivo de tratar a dificuldade que as Redes Neurais Artificiais (RNA)

possuem com dados de alta dimensionalidade (HAYKIN, 2009).
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Um Autoencoder é uma rede neural que pode ser utilizada dentro do contexto da
aprendizagem profunda (Deep Learing) para reduzir a dimensdo dos dados. Tem como objetivo
aprender uma funcgéo para aproximar os dados de entrada em si, de modo que f(x) = x. A
estrutura de um Autoencoder é composta necessariamente por uma estrutura codificadora e uma
decodificadora. Enquanto a codificadora pretende comprimir os dados de entrada originais em
uma representagéo de baixa dimenséo, a decodificadora tenta reconstruir os dados de entrada
originais com base na representacdo de baixa dimensdo gerada pela estrutura codificadora
(BENGIO, 2009).

Dessa maneira, verifica-se nesse trabalho a possibilidade de aplicar a reducdo de
dimensionalidade em dados de classificacdo hierarquica multirrotulo, que possuem a hierarquia
de classes estruturadas no formato de uma DAG, utilizando Autoencoders. Para tanto,
apresenta-se um método de extracdo de atributos utilizando adaptages em uma rede
Autoencoder classica, para que a nova estrutura possa ser capaz de capturar correlacdes entre
os atributos e os rétulos de cada amostra.

Nos experimentos foram utilizados dados bioldgicos de 10 bases de dados da
Ontologia Génica, que tem a hierarquia das classes estruturada como um DAG. As
representacdes de menor dimensao fornecidas para o espaco original dos atributos, agregam
correlacdes entre os atributos e rétulos, e quando submetidas a um Classificador Hierarquico
Multirrétulo, geram um modelo, onde-se obtém o desempenho preditivo para a tarefa de HMC
equivalente e até mesmo superior ao desempenho da base original.

1.1 DEFINICAO DO PROBLEMA E MOTIVAGCAO

Um dos problemas enfrentados pelas tarefas de classificacdo € quando os dados
apresentam grande volume de atributos, sendo que muitos destes sdo redundantes e prejudicam
a performance do algoritmo de aprendizagem tanto na velocidade de execucdo, quanto na taxa
de acerto (WITTEN et al., 2016).

A reducdo de dimensionalidade em dados para tarefa de classificagdo, normalmente,
busca minimizar a taxa de erro do classificador, eliminando atributos irrelevantes por meio da
selecdo e/ou composicao de atributos mais adequados, além de simplificar o modelo gerado e
facilitar a interpretacdo e a visualizagdo dos dados.

Dentre as técnicas que tem o intuito de reduzir a dimensionalidade das bases de dados,

pode-se citar a extracdo de atributos, que consiste em extrair, a partir dos dados brutos,
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caracteristicas de alto nivel com grande riqueza de informacdo relevante sobre os dados
originais, ou seja, criam-se novas caracteristicas que sejam mais expressivas e que melhor
representem a variabilidade dos dados (CAMPQOS, 2001).

Em um Autoencoder, as saidas sdo treinadas para igualar as entradas, sendo que as
camadas de entrada e saida tem o mesmo tamanho n, que equivale ao nimero de
atributos/dimensdo de entrada. Entre essas camadas existem k camadas ocultas, sendo que a
camada oculta central (ou gargalo) fornece os dados em forma comprimida com dimenséao de
saida igual ao nimero m dos neur6nios dessa camada, em que m < n (BENGIO, 2009).

Para Medeiros e Costa (2008), é justamente a possibilidade de extrair os sinais de saida
da camada gargalo que permite a utilizacdo da rede Autoencoder como um método de reducgéo
de dimensionalidade baseado em extracdo de caracteristicas para um conjunto de dados com
alta dimenséo.

Técnicas de aprendizagem profunda relataram resultados encorajadores em uma
variedade de aplicagOes, incluindo reconhecimento de fala (YU et al., 2013; HINTON et al.,
2012), reconhecimento facial (LI; GUO, 2014 ; PANG; WANG; YUAN, 2014);
reconhecimento de objetos (KRIZHEVSKY; SUTSKEVER; HINTON, 2012; ZEILER,;
FERGUS, 2014) processamento de linguagem natural (GIRSHICK et al., 2014; MIKOLOV;
YIH; ZWEIG, 2013), entre outros (WAN et al., 2014).

Inspirado nos sucessos da aplicacdo e nas possibilidades de utilizacdo da aprendizagem
profunda no meio computacional e que, especificamente, os Autoencoders tém potencial para
alcancar a reducdo de dimensionalidade de dados, busca-se aplica-los na reducdo da
dimensionalidade em dados hierarquicos multirrétulos, por meio da extracdo de um conjunto
reduzido de caracteristicas da base de dados, que seja representativo e significativo a ponto de
ser utilizado posteriormente em um Classificador Hierarquico Multirrétulo Global.

No que se refere a reducdo de dimensionalidade em problemas de classificagcdo
hierarquica multirrtulo, com base na revisdo de literatura apresentada no Capitulo 5, métodos
de extracao de atributos séo utilizados apenas no pré-processamento de alguns classificadores,
principalmente na &rea de processamento de imagens. A apresentagdo de novos métodos de
reducdo de dimensionalidade para a &rea de HMC, proposta deste trabalho, ocorre apenas em 3
trabalhos da revisao sistematica apresentada, e esses utilizam o método de selegéo de atributos.

Outro desafio observado, é levar em consideragéo a estrutura hierarquica do tipo DAG,
sendo que ndo foram observadas técnicas de extracdo de atributos que levem em consideracao

esse tipo de estrutura hierarquica na HMC, sendo esse o requisito fundamental para o tipo de
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base de dados da Ontologia Génica (Gene Ontology - GO), as quais tem a dimensionalidade
dos atributos reduzidas nesse trabalho e posteriormente séo avaliadas na HMC.

Dessa maneira, motivado pela possibilidade de aplicar a extracdo de atributos,
utilizando Autoencoders, apresenta-se um método de extracdo que se mostra capaz de extrair
representacdes de menor dimensdo, que agregam correlagfes entre os atributos e roétulos, nas
quais se obtem desempenho preditivo na tarefa de HMC equivalente e até mesmo superior ao

desempenho preditivo da base original.

1.2 OBIJETIVOS

Esta Se¢do apresenta o objetivo geral e os especificos deste trabalho.

1.2.1 Objetivo Geral

Desenvolver um método de reducdo de dimensionalidade, utilizando a extracdo de

atributos e Autoencoders para a classificacdo hierarquica multirrétulo.

1.2.2 Obijetivos Especificos

Como objetivos especificos deste trabalho definiu-se:

e Realizar uma revisao sistematica da literatura para identificar técnicas de reducdo de
dimensionalidade para classificacdo hierarquica multirrétulo;

e Utilizar a técnica de extracdo de atributos por meio de Autoencoders para classificacdo
hierarquica multirrétulo;

e Analisar o desempenho dos conjuntos de dados com todos os atributos e dos conjuntos
com dimensionalidade reduzida gerados pelo método proposto em um classificador
hierarquico multirrotulo;

e Avaliar os resultados obtidos por meio de métricas e testes estatisticos.

1.3 ESTRUTURA DO TRABALHO

Este trabalho esta organizado em oito Capitulos, do seguinte modo:
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Capitulo 1: O Capitulo introdutério contextualiza o trabalho, apresentando o problema
estudado, 0s objetivos e a motivacao para sua realizacéo.

Capitulo 2: Este Capitulo aborda os principais conceitos e técnicas referentes a
classificacdo de dados, que proporcionam o embasamento tedrico, bem como a
contextualizagdo em que este trabalho se insere.

Capitulo 3: O Capitulo apresenta os conceitos, abordagens e principais técnicas de
reducédo de dimensionalidade em bases de dados.

Capitulo 4: Neste Capitulo séo apresentados os conceitos fundamentais sobre redes
neurais, aprendizagem profunda bem como a contextualizagdo dos Autoencoders que
serdo utilizadas nesse trabalho.

Capitulo 5: O Capitulo aborda os trabalhos correlatos, bem como suas aplicacoes, que
fundamentam o tema proposto.

Capitulo 6: O Capitulo apresenta 0 método proposto, FEAE-HMC, para o problema de
extracdo de atributos em HMC, por meio do seu detalhamento em uma base ficticia para
melhor entendimento da estratégia e do seu funcionamento.

Capitulo 7: Este Capitulo contempla a descricdo das bases de dados utilizadas, a
metodologia aplicada no desenvolvimento dos experimentos, assim como a anélise dos
resultados obtidos.

Capitulo 8: Esse Capitulo relata as conclusGes obtidas com o0s experimentos e
resultados do método proposto FEAE-HMC. Além disso, destacam-se as limitagdes do

método e os trabalhos futuros.
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2 CLASSIFICACAO DE DADOS

Este Capitulo apresenta conceitos basicos sobre a classificagdo de dados. A Secédo 2.1
descreve o0s principais conceitos de classificacdo. A Secdo 2.2 aborda os conceitos relacionados
a classificacdo multirrotulo. A Sec¢do 2.3 descreve conceitos fundamentais e as abordagens de
problemas de classificagdo hierarquica. Por fim, a Secdo 2.4 apresenta as consideracoes finais

do Capitulo.

2.1 CONCEITOS DE CLASSIFICACAO: UMA VISAO GERAL

Tarefas de aprendizado de maquina podem ser divididas em preditivas e descritivas.
Nas tarefas preditivas, o objetivo é obter uma funcdo ou modelo por meio de dados de
treinamento, sendo que esta funcdo ou modelo devera ser capaz de prever ou caracterizar um
novo exemplo com base nos valores de seus atributos. Algoritmos utilizados nessa tarefa
utilizam o paradigma de aprendizado supervisionado, no qual se conhece o rétulo desejado para
cada exemplo (CARVALHO et al., 2011).

Algoritmos de aprendizado supervisionado tém seus modelos treinados usando um
conjunto de valores dos atributos de diversos exemplos rotulados. Métodos como a
classificacdo, regressdo e previsdo usam padrbes para prever os valores do rotulo em dados
adicionais ndo rotulados com base nos conjuntos de valores dos atributos de entrada.

Nas tarefas descritivas, a meta é explorar ou descrever um conjunto de dados, ja que
ndo existe ou se utiliza o atributo de saida (rétulo). Algoritmos de tarefas descritivas utilizam o
paradigma do aprendizado ndo supervisionado, em que ndo se sabe a “resposta certa”, busca-se
apenas explorar os dados e encontrar alguma estrutura relevante, ou seja, encontrar grupos de
objetos semelhantes em um conjunto de dados (CARVALHO et al., 2011). A Figura 1 exibe a
hierarquia de aprendizado, processo pelo qual s&o realizadas generalizagfes dos dados.

Tarefas supervisionadas se diferenciam pelo tipo do rétulo, na classificacéo trata-se de
um atributo discreto e na regressdo um atributo continuo. A tarefa ndo supervisionada de
agrupamento consiste em agrupar os dados de acordo com a similaridade; a sumarizagao busca
encontrar uma descrigdo simples do conjunto de dados e a associacdo tem como objetivo
encontrar padrdes frequentes de associa¢Oes entre atributos de um conjunto de dados
(CARVALHO et al., 2011).
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Figura 1 - Hierarquia de Aprendizado
Supervisionada
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Fonte: Adaptado de Carvalho et al. (2011)
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Na classificacdo cada registro pertence a uma classe pré-definida e possui um conjunto
de atributos preditores e um atributo classe. Na classificagdo o modelo analisa o conjunto de
registros fornecidos e a indicacdo a qual classe pertence, a fim de ‘aprender’ como classificar
um novo registro (BORGES; NIEVOLA, 2006). O objetivo dessa tarefa é descobrir um
relacionamento entre os atributos previsores e o de classe, criar um modelo ou funcdo para que
posteriormente sejam aplicados aos atributos previsores para prever a classe ainda desconhecida
de um registro.

Os exemplos disponiveis para geracdo de um modelo em um classificador séo
divididos em dois conjuntos mutuamente exclusivos: um de treinamento e um de teste. O
conjunto de treinamento fica disponivel para o classificador analisar as relacdes entre os
atributos previsores e a classe. Os relacionamentos descobertos, a partir desses exemplos, séo
utilizados para prever a classe dos registros presentes no conjunto de teste (BORGES;
NIEVOLA, 2006).

Para o classificador, o atributo meta do conjunto de teste fica indisponivel. Apds prever
a classe dos exemplos do conjunto de teste, as classes previstas sdo comparadas com as classes
reais dos exemplos. Se a classe prevista for igual a real, a previséo foi correta, caso contrario,
incorreta. Um dos principais objetivos na tarefa de classificagdo € maximizar a taxa de
classificacOes corretas nos dados de teste, que corresponde a razdo entre o nimero de exemplos
corretamente classificados e 0 niumero total de exemplos disponiveis no conjunto de testes.

Quando um exemplo pode pertencer simultaneamente a mais de uma classe, existe um

problema de Classificacdo Multirrotulo, assunto abordado na préxima subsecao.
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22 CLASSIFICACAO MULTIRROTULO

Os classificadores convencionais utilizados na Aprendizagem de Maquina associam
uma Unica classe ou rétulo a cada exemplo. Ja na chamada classificacdo multirrétulo cada
exemplo pode pertencer a mais de uma classe (CARVALHO et al., 2011).

Problemas de classificacdo multirrotulo sdo encontrados por exemplo na classificacéo
de documentos (associar um documento a mais de uma categoria), classificacdo semantica de
imagens (uma mesma imagem pode possuir varios contextos semanticos), categorizacdo
musical (uma musica pode pertencer a mais de um género musical), classificagdo da funcdo de
proteinas (uma proteina pode ter uma ou mais fungdes simultaneamente associadas a ela), entre
outros (CARVALHO et al., 2011).

Em um problema de classificacdo convencional, cada exemplo pertence somente a
uma das classes possiveis. J& em um problema de classificacdo multirrétulo, alguns dos
exemplos pertencem simultaneamente a mais de uma classe (CARVALHO et al., 2011). A

Figura 2 demonstra os diferentes problemas de classificacao.

Figura 2 - Problemas de Classificacéo
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Fonte: Carvalho et al. (2011)

A Figura 2(a) mostra, por exemplo, um problema de Classificacdo de documentos, no
qual cada documento pode ser classificado somente com uma das classes disponiveis (ex:
Esporte ou Politica). Ja na Figura 2(b), relata um cenario em que alguns documentos podem ser
classificados com ambas as classes simultaneamente (Esporte e Politica).

Na literatura sdo encontrados trés métodos para resolver problemas de Classificacdo
Multirrotulo. O primeiro baseia-se na combinacdo de classificadores convencionais, no
segundo, os classificadores convencionais sao modificados e adaptados para serem utilizados
em problemas multirrotulo, e o Gltimo, no qual algoritmos séo desenvolvidos especificamente
para este fim (CERRI, 2010).
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Os métodos para classificacdo multirrotulo podem ser divididos em duas abordagens
principais: a dependente e a independente do algoritmo. A abordagem independente de
algoritmo transforma um problema multirrétulo em um problema simples-rétulo
(convencional). Essa transformacdo pode ser baseada nos rotulos das classes ou nos exemplos
(instancias) disponiveis (CARVALHO et al., 2011).

A abordagem dependente de algoritmo se baseia na criagdo de novos algoritmos
especificos para o problema multirrétulo a ser investigado, sendo que assim, este podera obter
resultados melhores que a abordagem independente de algoritmo. A Figura 3 ilustra uma visao
geral das diferentes técnicas propostas na literatura para tratar problemas de classificacdo

multirrétulo.

Figura 3 - Técnicas para Classificacdo Multirrdtulo
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Fonte: Freitas e Carvalho (2007)
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Outra caracteristica de problemas multirrétulo é que a quantidade de exemplos e
classes influéncia no desempenho dos métodos de classificacdo. Cada exemplo pode estar
vinculado a diferentes quantidades de classes simultaneamente, e a quantidade de vezes que
essa condicdo vai se repetir em outros exemplos, pode ser insuficiente para garantir o correto
aprendizado do classificador. Assim, s&o utilizados os conceitos de cardinalidade e densidade
e algumas medidas de desempenho para a avaliacdo de classificadores multirrétulo
(CARVALHO et al., 2011).

A avaliagdo de classificadores multirrotulo requer medidas diferentes das utilizadas
em problemas de classificagdo monorrdtulo, no qual um exemplo é classificado de maneira
errada ou correta. Na classificacdo multirrotulo, um exemplo pode ser classificado de maneira

parcialmente errada ou parcialmente correta. Assim, um classificador pode atribuir
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corretamente a um exemplo pelo menos uma das classes a que ele pertence, deixando de atribuir
uma ou mais classes que ele pertence. Ao mesmo passo que o classificador também pode
atribuir a um exemplo uma ou mais classes as quais ele ndo pertence (CERRI, 2010).

Quando as classes a serem preditas (monorrétulo ou multirrétulo), podem ser divididas
em subclasses ou agrupadas em superclasses, ndo se observando total independéncia entre as
classes, e estas estdo dispostas em uma estrutura hierdrquica, existe um problema de

Classificacdo Hierarquica.
2.3 CLASSIFICACAO HIERARQUICA

Na classificacdo tradicional, nenhuma ordem é imposta para as classes, e cada exemplo
é associado a uma Unica classe pertencente a um conjunto finito de classes. Porém, os esforcos
de investigacdo sdo voltados para a tarefa de Classificacdo Hierarquica, em que os exemplos
devem ser associados a classes organizadas em uma hierarquia de classes pré-definidas, como

pode ser observado na Figura 4.

Figura 4 - Classificacdo Plana x Classificacdo Hierarquica
Classe
VoG
Classe

(a) Classificagdo Plana (b) Classificagdo Hierarquica

Fonte: Freitas e Carvalho (2007)

A classificacdo hierarquica caracteriza-se pela existéncia de uma relacdo de taxonomia
e dependéncias entre as classes. Observa-se que na classificacdo plana, as classes estdo
organizadas horizontalmente, indicando que ndo ha dependéncias entre elas. J& na Classificagcdo
Hierarquica, as classes 1.1 e 1.2 estdo diretamente ligadas a classe 1, indicando uma relagéo de
dependéncia. Assim, ao se considerar a existéncia dessa hierarquia, é possivel realizar a inducao
de classificadores com maior acuracia preditiva (CARVALHO et al., 2011).

Na classificagdo hierarquica, quanto mais profundo é o nivel, mais dificil € a predicéo.
Isso ocorre devido ao fato que a quantidade de exemplos em niveis mais profundos tende a ser
menor, o que leva a modelos mais especificos, que por sua vez, sao modelos com confiabilidade
menor. Por outro lado, quanto mais profunda a classe predita na hierarquia, mais especifico e
util serd o conhecimento descoberto (FREITAS; CARVALHO, 2007).
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Problemas de classificacdo hierdrquica podem ser diferenciados observando a
organizacédo entre as classes representadas na hierarquia e como ocorrem os relacionamentos
entre elas, podendo ser uma hierarquia do tipo de arvore ou de um Directed Acyclic Graph

(DAG), conforme observado na Figura 5.

Figura 5 - Tipos de Hierarquia de Classe
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(a) Classificagdo Hierarquica estruturada como uma arvore.
Classe

(b) Classificacado Hierarquica estruturada como um DAG.

Fonte: Adaptado de Freitas e Carvalho (2007)

Os nds representam as classes envolvidas no problema. A Classificacdo Hierarquica
tem por objetivo a classificacdo de cada novo padrdo de entrada em qualquer né ou em um dos
nos folha. A principal diferenca entre a estrutura em arvore e a estrutura DAG é que na estrutura
em arvore (Figura 5-a) cada né tem somente um no pai, enquanto na DAG (Figura 5-b) cada né
pode ter um ou mais nos pai (FREITAS; CARVALHO, 2007).

2.4 CLASSIFICACAO HIERARQUICA MULTIRROTULO

Problemas de classificagdo que possuem caracteristicas tanto dos problemas de
classificacdo multirrotulo, quanto de problemas de classificacdo hierarquica, sdo problemas de
Classificagcdo Hierarquica Multirrétulo, na qual uma instancia pode pertencer a maultiplas
classes a0 mesmo tempo e essas classes estdo organizadas de maneira hierarquica (CERRI,
2010).

Como exemplo, pode-se citar que na bioinformatica as fungdes exercidas por uma

proteina podem ser categorizadas hierarquicamente, na qual uma ou mais classes podem ser
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divididas em subclasses ou agrupadas em superclasses. Nesse caso, as classes estédo dispostas
em uma estrutura hierarquica, tal como uma arvore ou um como um DAG.

Assim, esse tipo de problema é comum, principalmente em categorizacdo de textos,
predicao de proteinas em dados de bioinformatica, classificagdo de géneros musicais e imagens,
entre outros. Entdo, a classificacdo hierarquica multirrétulo aborda problemas que sdo mais
complexos em relagéo aos demais encontrados na tarefa de classificagdo, uma vez que as classes
envolvidas no problema, estdo estruturadas em uma hierarquia e 0os exemplos podem pertencer
a mais de uma classe ao mesmo tempo (CERRI, 2010).

A andlise de um classificador, em uma hierarquia estruturada do tipo DAG, € um pouco
mais complexa, tendo em vista que um no-filho pode ter mais de um no pai, e classes em niveis
profundos podem ter mais exemplos do que classes de niveis anteriores. Essa situacdo faz com
gue a taxa de acerto tenda a diminuir com o aumento da profundidade. Assim, se o classificador
ndo apresentar uma confiabilidade desejada na classificagdo em uma das classes do nivel mais
profundo, pode ser mais eficiente e vantajoso realizar a classificagdo em niveis mais elevados
(FREITAS; CARVALHO, 2007).

Nessa perspectiva, em alguns problemas, todos os exemplos devem ter um né-folha
que o representem, sdo os chamados “problemas de predigao obrigatoria em nos folha”. Em
contraste, problemas onde ndo se aplica esta obrigatoriedade sao chamados de “problemas de
predi¢do opcional em nos folha”, nos quais um exemplo pode ser representado por um né
interno da hierarquia (COSTA, 2008).

Estas condicBes influenciam diretamente no nivel hierarquico em que ocorrera a
predicdo de classes, 0 que é uma caracteristica Gtil a ser analisada conforme o grau de
confiabilidade desejado para o modelo criado.

2.4.1 Abordagens de Classificacdo Hierarquica

Para Freitas e Carvalho (2007), as solugOes propostas para a indugdo de modelos de
classificacéo para problemas hierarquicos multirrétulo podem ser agrupadas em quatro tipos de
abordagens: transformacédo do problema hierarquico em um problema de classificacédo plana,
predicdo hierarquica utilizando algoritmos de classificacdo plana, classificacdo local e
classificacdo global. A seguir os principais conceitos relacionados a estas abordagens serdo

apresentados.
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e Transformagdo em um problema de Classificagdo Plana

Esta abordagem opta por transformar o problema de Classificacdo Hierarquica em
Classificacdo Plana, considerando este como um caso especifico de Classificacdo Hierarquica
em que nao sdo consideradas as subclasses e superclasses. Dessa maneira, o problema pode ser
tratado com as abordagens tradicionais de classificacdo plana.

Uma possivel transformagao é considerar apenas o primeiro nivel da hierarquia para
realizar a predicdo em Classificagcdo Plana, mas existe uma desvantagem de nédo se explorar 0s
niveis mais profundos, em que as classes representam informacdes mais especificas. Assim,
uma alternativa consiste em realizar a predi¢do em um nivel mais especifico, o que naturalmente
refletird nos niveis superiores. Por exemplo, se um novo dado de entrada € classificado como
pertencente a classe 1.1 de um modelo, ele também é automaticamente predito como
pertencente a classe 1 (COSTA, 2008).

Entretanto, ao considerar todas as classes de um nivel mais especifico, sem explorar

as informacdes contidas nos niveis mais gerais, a classificacdo tende a ser mais dificil.

e Predicdo Hierarquica utilizando Algoritmos de Classificacdo Plana

Esta abordagem divide o problema de Classificacdo Hierarquica em um conjunto de
problemas de Classificacdo Plana. Uma possivel divisdo é considerar cada nivel da hierarquia
como um problema de classificagdo plana independente dos outros. Dessa maneira em cada
nivel um classificador é induzido por meio de um algoritmo de Classificacdo Plana (COSTA,
2008).

Uma desvantagem esta na possibilidade de ocorrerem inconsisténcias entre 0s

classificadores, ou seja, a saida de dois classificadores ou mais nao sao coerentes entre si.

e Classificagdo Hierarquica Local

Essa abordagem consiste em treinar um ou mais classificadores para cada n6 da
hierarquia, obtendo uma arvore de classificadores, nos quais os exemplos de teste sdo
classificados de maneira iterativa e Top-Down (do menos especifico para o mais especifico) ao
longo dos niveis da hierarquia (METZ, 2011).

Quando um exemplo é classificado como pertencente a uma classe, ele é aplicado a

um classificador para predizer a qual das subclasses da classe predita no nivel anterior ele
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pertence. Esse procedimento € repetido até se encontrar uma classe representada por um né-
folha, em caso de predicdo obrigatoria em nds-folha, ou até que se associe o0 exemplo a um no-
interno da hierarquia, em caso de predi¢do opcional em nos-folha (COSTA, 2008).

Um classificador s6 é gerado para 0s n6s em que haja a necessidade de um processo
de decisdo, ou seja, para classes representadas por nds internos que possuem apenas uma
subclasse e por nos-folha onde ndo existe a necessidade de criacdo de classificadores. No
entanto, possui a desvantagem que erros cometidos nos niveis superiores sejam propagados

para 0s mais especificos.

o Classificacdo Hierarquica Global

Esta abordagem apresenta uma maior complexidade, pois 0 modelo de classificagéo
é criado considerando a hierarquia de classes como um todo. Desse modo, apés a fase de
treinamento do modelo de classificacdo, a predicdo da classe de um exemplo € feita em um
Unico passo utilizando informacGes de toda a hierarquia.

Ao contrario das demais abordagens, na abordagem Global (Big-Bang), técnicas de
classificacdo plana ndo podem ser aplicadas sem que modificacdes sejam efetuadas no modo
como a inducdo do classificador é realizada, para que o modelo gerado considere toda a
hierarquia. Dessa forma, a construcdo de um algoritmo global é mais complexa quando
comparada a um algoritmo local, que realiza a classificagdo por meio de um processo de
modularizacdo (COSTA, 2008). Se a predicao for obrigatoria para nés folha, a predicéo é feita

para um desses nés e as predicdes nos niveis superiores sao derivadas dessa predicdo.

2.4.2 Algoritmos de Classificacdo Hierarquica Multirrotulo

Na literatura, ha varios trabalhos propondo métodos para tarefas de classificacdo
hierarquica multirrétulo em diferentes dominios como bioinformatica (MELO; PAULHEIM,
2019), classificacdo de texto (GARGIULO et al., 2019), processamento de imagem
(DIMITROVSKI et al., 2011), processamento de video e audio (WANG et al., 2017), entre
outros. Contudo, ndo ha um consenso sobre que abordagem utilizar para o tratamento de
problemas hierarquicos multirrétulo.

Nesse trabalho, optou-se Clus-HMC e MHC-CNN, para tanto uma breve descrigdo é

apresentada sobre esses classificadores.
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2421 Clus-HMC

Proposto em Blockeel et al. (2002) e posteriormente explorado em Vens et al. (2008),
0 Clus-HMC é um método baseado em Predictive Cluster Trees (PCT) capaz de gerar uma
tnica Arvore de Decisdo (Decision Tree) considerando toda a hierarquia de classes de um
problema.

No Clus-HMC as arvores de decisdo sdo vistas como uma hierarquia de grupos, que
predizem um conjunto de classes. O nd raiz contém todas as instancias de treinamento, que séo
recursivamente divididas em grupos menores conforme a hierarquia é percorrida em direcao as
folhas. A classificacdo de uma instancia ocorre segundo uma métrica baseada em distancia, que
calcula o qudo similar a instancia ¢ a alguma arvore. Ao final, os grupos formados sao
combinados a fim de que seja induzida uma unica arvore de decisdo. A saida do Clus-HMC é
um vetor binario correspondente as possiveis classes de uma instancia (BLOCKEEL et al.,
2002).

Assim o algoritmo Clus-HMC, pode ser definido como um algoritmo que constroi
classificadores baseados em arvores de decisdo, pode ser aplicado tanto para classificacdo
guanto para agrupamento, e vem sendo investigado e melhorado ao longo dos anos. A verséo
mais utilizada, gera classificadores globais para classificacdo hierarquica multirrétulo, e possui
a capacidade de lidar com estruturas hierarquicas na forma de arvores e DAGs. Deste modo, cada

no folha prevé uma ou mais classes (VENS et al.,2008).

2422 MHC-CNN

Proposto por Borges (2012), o MHC-CNN (Multi-label Hierarchical Classification
using a Competitive Neural Network) é um classificador hierarquico multirrétulo que utiliza a
abordagem de classificacdo global baseada em uma Rede Neural Artificial Competitiva.

A rede competitiva € composta por uma camada de entrada e uma de saida. A topologia
da camada de saida tem a estrutura de um grafo aciclico dirigido, em que cada neurbnio esta
conectado com seus neurdnios ancestrais (pais) e descendentes (filhos) e a todos 0s neurénios
da camada de entrada (BORGES, 2012).

O treinamento é realizado via célculo das distancias entre os nds da hierarquia e as
instancias de treino. Os neurdnios da camada de saida competem entre si para serem ativados.
Dessa forma, os neurbnios que apresentam as menores distancias sao considerados vencedores,

e terdo seus pesos atualizados influenciando suas vizinhangas (BORGES, 2012).
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2.4.3 Medidas de Avaliacdo

Os trabalhos apresentados na literatura de classificacdo hierarquica multirrotulo
demonstram o desempenho da classificacdo, por meio de algumas medidas de avaliacédo
definidas para essa area. Porém, ndo ha um consenso de qual medida deve ser adotada como
regra para essa avaliacdo (CERRI, 2010).

Entre as medidas utilizadas na literatura especificamente para a avaliacdo de
classificadores hierarquicos multirrétulo, pode-se se citar as medidas: baseadas nas relacdes de
ancestralidade e descendéncia; baseadas em distancia; baseadas em similaridade; baseadas em
semantica; baseada em matriz de custos; baseadas na curva de preciséo e revocagdo (CERRI,
2010; BORGES, 2012).

Nesse trabalho, optou-se pela medida baseada na curva de precisdo e revocacao
(AUPRC), disponiveis nos algoritmos Clus-HMC e MHC-CNN. Para tanto, apresenta-se uma
breve descri¢do sobre essa medida.

e Medida baseada na curva de preciséo e revocacao

Vens et. al. (2008) propés uma medida baseada na andlise de curvas de precisdo e
revocacao (curvas PR). Nessa medida é escolhido um conjunto de limiares entre 0 e 1, sendo
que cada limiar corresponde a um ponto no espaco da curva PR e variando esses limiares obtém-
se a curva PR. Esses limiares podem ser interpretados como a probabilidade de associacéo de
dada classe a uma instancia.

Por meio desses vetores é possivel aplicar diversos limiares que resultardo em
diferentes valores de precisdo e revocacdo (um para cada limiar), em outras palavras, pontos
dentro do espaco precisdo-revocagdo (PR). Com a unido desses pontos se obtém a curva PR, o
que possibilita o célculo da area sob a curva (AUC) (DAVIS; GOADRICH, 2006)

Para um célculo mais aproximado da area da curva, € necessario a utilizacao de algum
método de interpolagdo, como por exemplo, 0 método de interpolacdo ndo-linear (DAVIS; GO-
ADRICH, 2006). Para um determinado limiar, um ponto de preciséo e revocagdo no espago da

curva PR por meio das Equacg6es (1) e da Equacdo (2), respectivamente.

xiVP;
VP + Y FP;

(1)

Prec =



30

XiVP;

Rev =
XiVP + Y FN;

)

Nessas equag0es, i varia de 1 até o nimero de classes do problema, enquanto o nimero
de Verdadeiros Positivos, Falsos Positivos e Falsos Negativos sao representados por VP, FP e
FN, respectivamente. Os valores de AUPRC variam entre [0, 1] e quanto mais proximo de 1,
melhor (VENS et al., 2008).

Essas medidas funcionam apenas para classificadores que apresentam um valor
continuo em sua saida e este é comparado com um determinado limiar. Assim, se uma saida é
maior que o limiar entdo se atribui a instancia a classe, caso contrario, a instancia nao é atribuida
a classe. Quanto menor for o valor do limiar mais exemplos séo atribuidos a uma classe
aumentando a medida de revocacdo (BORGES, 2012).

2.5 CONSIDERACOES FINAIS DO CAPITULO

Neste Capitulo apresentou-se uma breve introducdo dos conceitos fundamentais de
classificacdo de dados: plana, multirrétulo, hierarquica e hierarquica multirrétulo.

Na aprendizagem de méquina supervisionada, a classificagdo é uma tarefa preditiva,
gue tem como entrada um conjunto de exemplos rotulados e gera um modelo, que pode ser
usado em novos dados ainda ndo rotulados.

Diferente da classificacdo plana, em que uma Unica classe ou rétulo esta associada a
um exemplo, este trabalho aborda a classificacdo hierarquica multirrétulo na qual cada exemplo
pode pertencer simultaneamente a mais de uma classe, ou seja, duas ou mais classes, e estas
podem ser agrupadas em subclasses ou superclasses e estdo dispostas em uma estrutura
hierarquica.

Foram apresentadas as técnicas utilizadas para a resolugdo desse tipo de problema de
classificacdo, sendo a abordagem global capaz de realizar a predigdo considerando toda a
informacdo da hierarquia. Em problemas de classificagdo hierarquica multirrétulo global, o
namero de exemplos, atributos e classes influenciam no desempenho dos métodos de
classificacéo, pois os dados ndo sdo igualmente homogéneos, possuindo muitas vezes uma alta
dimensionalidade de atributos, poucas amostras para treinamento e uma varia¢do no nimero de
classes a qual cada amostra pertence. Para enfrentar esse desafio, pode-se utilizar métodos de

reducdo de dimensionalidade, detalhada no proximo Capitulo.
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3 REDUCAO DE DIMENSIONALIDADE

Neste Capitulo serdo apresentados conceitos basicos referentes a redugdo de
dimensionalidade em base de dados. A Secdo 3.1 apresenta 0s conceitos fundamentais sobre
reducdo. Na Secédo 3.2 sdo descritas as principais técnicas reducdo de dimensionalidade. Por

fim, a Secdo 3.3 relata as consideragdes finais do Capitulo.

3.1 CONCEITOS DE REDUCAO DE DIMENSIONALIDADE

Analisar dados de alta dimensdo, com grande gquantidade de variaveis, implicam em
problemas importantes de capacidade computacional. A aquisicdo de informacbes facil e
barata, faz com que dados sejam coletados em diversas formas, por exemplo texto, audio,
imagens e video, e estes por suas vez possuem uma alta dimensionalidade de atributos. Muitas
vezes, para analisar esses dados de maneira adequada, a dimensionalidade precisa ser reduzida
(ZHU; JIN; JI, 2017).

Dados de alta dimensdo podem ser interpretados considerando dois aspectos: a
quantidade de instancias e nimero de atributos. Para superar este problema, em que existe uma
grande quantidade de atributos, a reducdo da dimensionalidade dos dados é utilizada para
minimizar o volume de dados a serem tratados em relacdo ao nimero de atributos e aumentar
a capacidade de generalizacdo dos métodos de aprendizagem com a eliminacdo de dados
irrelevantes e/ou redundantes (BORGES; NIEVOLA, 2006).

A reducdo da dimensionalidade consiste em encontrar para dados de alta dimenséo,
uma representacao significativa de dimensionalidade reduzida. Idealmente, a representacao
reduzida deve corresponder a dimensionalidade intrinseca dos dados de alta dimensdo. A
dimensionalidade intrinseca dos dados € 0 niUmero minimo de pardmetros necessarios para
explicar as propriedades observadas dos dados. A reducdo da dimensdo € importante em muitos
dominios, pois facilita, entre outros, a classificagdo, a visualizacdo e a compressdo dos dados
(VAN DER MAATEN; POSTMA; VAN DEN HERIK, 2009).

A aplicacdo de técnicas de reducdo de dimensionalidade em bases de dados traz
beneficios para a conducdo de estudos em diferentes areas, pois pode remover o ruido e a
redundancia existente (ndo perceptivel de outra maneira) entre os atributos, aumentando o

potencial para a aprendizagem (categorizar, filtrar e procurar informacdes relevantes).
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3.2 TECNICAS DE REDUCAO DE DIMENSIONALIDADE

Técnicas de reducdo de dimensionalidade em bases de dados surgiram como uma
forma de melhorar o desempenho de algoritmos de Mineracdo de Dados e Inteligéncia
Computacional, pois estes por muitas vezes, precisam processar um grande volume de dados
com alta dimensionalidade. Quanto maior for & complexidade do processamento, maior serd o
custo temporal e computacional envolvido. Se a dimensionalidade for suficientemente grande,
pode vir a tornar o processo de analise dos dados impraticavel (FAYYAD et al., 1996).

A reducdo da dimensionalidade, segundo Ghodsi (2006), também pode ser vista como
0 processo de derivar um conjunto de graus de liberdade, o qual pode ser usado para reproduzir
a maior parte da variabilidade de um conjunto de dados.

De acordo com Borges e Nievola (2006), a reducdo de dimensionalidade pode ser
realizada por meio da Selecéo de Atributos que escolhe um subconjunto 6timo de atributos a
partir dos originais ou pela Extracdo de Atributos (Extracdo de Caracteristicas) que cria novos
atributos por meio de transformacdes, lineares ou ndo, dos atributos originais.

Portanto, a escolha entre selecdo e a extracdo de atributos, torna-se dependente do

dominio da aplicacéo e dos dados de treinamento disponiveis.

3.2.1 Selecéo de Atributos

A tarefa de selecionar o subconjunto de atributos "subdtimos" é conhecida como
selecdo de atributos, que é uma das técnicas utilizadas para analise de padrbes, mineracdo de
dados e aprendizado de maquina. De maneira geral, a selecdo de atributos é o processo no qual
se escolhe um subconjunto ideal de m atributos em um conjunto original de alta dimensé&o de n
atributos (m < n), reduzindo a quantidade de atributos dado um determinado critério (LIN;
GUNOPULOS, 2003).

O procedimento geral para selecdo de recursos tem quatro etapas principais,
apresentadas na Figura 6. A geracdo do subconjunto pode ser dita como uma busca heuristica
para se produzir subconjuntos de atributos para posterior avaliagdo no espaco de busca.
Primeiramente, decide-se por um subconjunto de partida, atraves da organizacao e selecdo de
atributos com uma estratégia especifica. O subconjunto gerado € avaliado por um determinado
critério de avaliacdo, envolvendo ou ndo algoritmos pré-determinados, buscando garantir a

qualidade dos atributos selecionados. Quando os critérios de parada séo satisfeitos, a selecao



33

de atributos termina no procedimento de validagdo, caso contrério, o processo de geracéo e
avaliacdo do subconjunto é repetido novamente (DASH; LIU, 1997).

Figura 6 - Passos basicos para a selecdo de atributos

Conjunto de
Dados Original| Geragdo do | Subconjunto | Avaliagio do
—_— . .
Subconjunto Subconjunto

Qualidade do
Subconjunto

Sim_ | Validagdo do
Resultado

A selecdo de atributos procura estudar o relacionamento existente entre os atributos de

Fonte: Adaptado de Dash e Liu (1997)

um conjunto de dados e escolher os mais significativos para formar um subconjunto de dados
ideal simplificado, que produz o mesmo resultado analitico (ou 0 mais préximo possivel) aos
obtidos quando analisado o conjunto completo dos dados para uma determinada tarefa alvo.

O subconjunto de recursos ideal € um subconjunto de todos os recursos relevantes. Na
literatura, as caracteristicas sdo classificadas por sua relevancia com trés qualificadores:
irrelevantes, fracamente e altamente relevantes. O processo de selecdo de atributos busca
encontrar os atributos que possuem relacionamentos relevantes, para formar um novo
subconjunto, e nesse processo € desejavel que atributos irrelevantes sejam desconsiderados.
(KUMAR; MINZ, 2014, P. 213).

Algoritmos de sele¢do de atributos foram desenvolvidos com diferentes critérios de
avaliacdo, sendo as principais a abordagem filtro, wrapper e embutido.

e Abordagem Filtro

A abordagem filtro tenta escolher um subconjunto de atributos independente do
algoritmo de aprendizagem, estimando a qualidade dos atributos apenas em relacdo aos dados.
Essa abordagem € computacionalmente eficiente, porém os métodos de filtragem podem perder
recursos que ndo sdo Uteis por si mesmos, mas podem ser Uteis quando combinados com outros
(KUMAR; MINZ, 2014).

O processo de selecdo de um subconjunto de atributos que ocorre antes da aplicacéo
do algoritmo de inducdo tem como objetivo filtrar atributos irrelevantes, usando caracteristicas

gerais do conjunto de treinamento para selecionar alguns recursos e excluir outros. Assim,
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métodos de filtragem sdo independentes do algoritmo de inducdo que usaré sua saida e podem
ser combinados com qualquer método (JOHN et al., 1994).

Abordagem Wrapper

A abordagem wrapper necessita pré-determinar um algoritmo de mineracéo utilizando
seu desempenho como critério de avaliagdo. Para Kumar e Minz (2014), a ideia geral da
abordagem wrapper € a avaliagdo do conjunto de atributos usando um algoritmo que funciona
COmMO uma caixa preta para encontrar os melhores subconjuntos de atributos.

O prop0sito é encontrar o conjunto de atributos que melhor se adeque ao algoritmo de
aprendizado, por isso essa abordagem é dependente do algoritmo de aprendizado. Tem
desempenho superior, mas tende a ser mais custosa computacionalmente por estimar a precisao
de cada subconjunto de caracteristica (JOHN et al., 1994).

Em contraste a abordagem filtro, a abordagem wrapper (Figura 7) gera um
subconjunto de atributos para avaliacdo, executa o algoritmo de indugdo com apenas esses
atributos no conjunto de treinamento e utiliza a precisdo do classificador para avaliar o
subconjunto de atributos em questao. O processo €é repetido para todos 0s subconjuntos gerados

para a avaliacdo ou até que o critério de parada seja satisfeito.

Figura 7 - Abordagem wrapper para selecdo de atributos

Busca pelo
Subconjunto
Conjunto de Avaliacdo dos Algoritmo de

Atributos Atributos Inducdo

Algortimo de
Indugao

Fonte: John et al. (1994)

Abordagem Embedding

A abordagem Embutida (do inglés Embedding) considera que o processo de selegdo

de variaveis esta implicito no processo de sintese do modelo classificador ou regressor. Alguns
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indutores sdo capazes de realizar sua propria selecdo de atributos de forma dindmica enquanto
procuram por uma solucdo, por exemplo, as arvores de decisdo que utilizam uma funcéo de
avaliacdo para selecionar o atributo que tem a melhor capacidade de discriminar entre as
classes. O conjunto de treinamento é particionado baseado nesse atributo e 0 processo € repetido
para cada subconjunto, estendendo a arvore até que nenhuma discriminacdo adicional seja
possivel.

Dessa maneira, em ambas abordagens, durante a busca heuristica para se produzir os
subconjuntos de atributos ideal, dados redundantes e/ou irrelevantes, por ndao terem informacéo

atil, sdo descartados

3.2.2 Extragdo de Atributos

Na abordagem denominada extracao de atributos (ou extracdo de caracteristicas), ao
invés de se escolher um subconjunto de atributos, todos os atributos originais sdo utilizados
para projetar um espago de menor dimensdo, no qual o méximo de informagdes dos dados
originais é preservada.

Para Jain et al. (2000), dado um espaco de caracteristicas de dimensdo n, os métodos
de extracdo de caracteristicas determinam um subespaco apropriado de dimensionalidade m tal
que m < n.

Isso faz com que essa abordagem seja utilizada principalmente em aplicagdes em que
a dimensionalidade dos dados é um fator limitante, como por exemplo, no reconhecimento de
padrdes em imagens, sendo capaz de extrair as caracteristicas mais significativas dos dados
(THEODORIDIS et al., 2010).

De acordo com Campos (2001), a extracdo de atributos € o processo que cria novas
caracteristicas a partir de transformacgdes ou combinag6es do conjunto de caracteristicas inicial,
0u seja, criam-se novas caracteristicas que sejam mais expressivas e que melhor representam a
variabilidade dos dados.

Os atributos dos dados originais sdo representados na Figura 8 por x,, em que n
representa 0 numero de atributos (dimensionalidade). Os dados reduzidos sdo representados
Zm, €M que m representa a dimensionalidade dos dados reduzidos. O funcionamento basico da
extracdo de atributos baseia-se na escolha de transformacdes (lineares ou ndo) nos dados
(x4, x5, ..., x,) de maneira que ocorra uma alta condensacdo de informacdes em poucas

caracteristicas (z4, z,, ..., Z;,) Que representam mais significativamente o conjunto original em
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um espaco de menor dimensdo, proporcionando que a redundancia e o ruido dos dados sejam

removidos.

Figura 8 - Esquema da extracgdo de atributos

Dados Originais

(Dimens&o n) Dados Reduzidos

n>m (Dimens&o M)

@

@ Transformagodes

Lineares ou Ndo Lineares

Fonte: Autoria prépria

Formalmente, a extracdo de atributos pode ser definida da como um conjunto X de n
caracteristicas originais, tal que X = {x;, x5, ..., X, }, que ap0s ser submetido a um processo de
extracdo de atributos, gera um novo conjunto de caracteristicas Z, com m caracteristicas, tal
que Z = {z;,2, ..., Zm}, S€Nd0 que m < n. AssSim, uma nova caracteristica extraida z,,, é
obtida por z,, = fn,(X), onde f é uma funcdo de mapeamento que realiza transformacdes,
lineares ou ndo lineares, sobre as caracteristicas conjunto de atributos originais X.

Transformacdes lineares ndo modificam a estrutura espacial dos dados, conservando
assim as relagcdes entre as observacGes. A Analise de Componentes Principais (Principal
Component Analysis - PCA) segundo Jolliffe (2011), é considerada a transformacdo linear
6tima para a reducdo de dimensionalidade, pois gera novos atributos que sdo funcdes lineares
dos atributos originais, que maximizam a proporcao da variancia do conjunto de dados expressa
por sucessivas componentes principais que nao sdo correlacionadas entre si. No entanto, o PCA
tem sua eficacia limitada a linearidade dos dados (GHODSI, 2006).

Em problemas de natureza ndo linear, a extracdo de caracteristicas frequentemente
envolve a aplicacdo de transformacgdes ndo lineares. Estes métodos de transformacdo séo
eficientes na aproximacéo de funcGes e robustos no tratamento de problemas reais ndo lineares
(WANG, 2009).

As transformacdes ndo lineares transformam (aumentam ou diminuem) as relac6es

lineares entre as varidveis e, assim, alteram a correlacdo entre as variaveis. Por exemplo, o
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método de projec¢do aleatoria (Random Projection), segundo Bingham e Mannila (2001), é um
método n&o linear, no qual os dados originais de alta dimensédo sdo projetados em um subespago
de dimenséo inferior usando uma matriz aleatoria.

Existem na literatura diversas técnicas para reducdo de dimensionalidade, para
diversos dominios, que utilizam a abordagem de extracdo. Sdo exemplos de técnicas de extracdo
de atributos ja& consolidadas, além das citadas anteriormente: Multidimensional Scaling - MDS
(KRUSKAL, 1964); Projection Pursuit (FRIEDMAN; TUKEY, 1974); FastMap
(FALOUTSOS; LIN, 1995); Linear Discriminant Analysis - LDA (BALAKRISHNAMA,;
GANAPATHIRAJU, 1998); Self Organizing Map - SOM (KOHONEN, 1990); entre outros.

O objetivo principal da extracao de caracteristicas é encontrar um conjunto minimo de
novos atributos que obedeca a uma medida de desempenho. Vale ressaltar, que para atingir este
objetivo é necessaria uma busca intensiva, geralmente demorada e possivelmente com alto
custo computacional envolvido. A definicdo de uma medida de desempenho que tem como
finalidade avaliar se uma caracteristica construida é boa ou ndo, também é uma atividade
complexa (CAMARGO, 2010).

Assim a aplicacdo de técnicas ndo lineares de extracdo deve considerar que esse
processo consome tempo pela necessidade de pesquisar novas caracteristicas que satisfagcam o
critério de desempenho. O modelo de classificacdo ou regressdo gerado a partir de
caracteristicas extraidas pode ser de dificil compreensdo, dada a reducdo do espaco e a
transformacéo sofrida pelos dados originais. Desta forma, deve ser analisada a relagdo custo x
beneficio entre o tempo gasto e a otimizacdo obtida no processo de reducdo de

dimensionalidade.

3.3 CONSIDERACOES FINAIS DO CAPITULO

Neste Capitulo foram apresentados os conceitos fundamentais da reducdo de
dimensionalidade em base de dados. A redugdo tem como objetivo aumentar a capacidade de
generalizacdo dos métodos de aprendizagem de maquina, quando estes utilizam dados que
possuem uma grande quantidade de atributos.

Para que os algoritmos tratem esses dados de maneira adequada, a dimensionalidade
dos dados precisa ser reduzida. Na literatura a selecdo e a extragao de atributos séo apresentadas

como as duas principais técnicas de reducdo de dimensionalidade. A técnica de selecdo de
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atributos identifica e seleciona um subconjunto de atributos relevantes, por meio da avaliagéo
do conjunto original de atributos, utilizando a abordagem filtro, wrapper ou embutida.

Na extracdo de atributos, novos atributos sdo projetados em um espaco de menor
dimensdo, a partir de transformacBes ou combina¢Ges do conjunto de atributos originais.
Espera-se que caracteristicas e informacfes relevantes do conjunto de dados de alta
dimensionalidade sejam preservadas nesse processo. A abordagem de extracdo de atributos é
utilizada neste trabalho, para reduzir a dimensionalidade dos dados utilizados na classificacao

hierarquica multirrétulo global.
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4 REDES NEURAIS ARTIFICIAIS

Neste Capitulo serdo apresentados conceitos gerais sobre Redes Neurais Acrtificiais,
Aprendizagem Profunda e Autoencoders. A Secdo 4.1 descreve os conceitos fundamentais
sobre redes neurais artificiais. A Secdo 4.2 apresenta a aprendizagem profunda. A Segdo 4.3
apresenta os Autoencoders. Por fim, a Secéo 4.4 relata as considerages finais do Capitulo.

4.1 CONCEITOS FUNDAMENTAIS SOBRE REDES NEURAIS ARTIFICIAIS

As redes neurais também chamadas de Redes Neurais Artificiais (RNA) sdo um tipo
de aprendizado de méaquina baseada no modo como os neurbnios funcionam no cérebro
humano. Sdo métodos computacionais que, na maioria das vezes, usam camadas de nés (ou
"neurdnios™) que funcionam em paralelo para aprender conceitos, identificar padrbes e tomar
decisdes de maneira parecida com a humana (HAYKIN, 2009).

Para Carvalho (2011) uma RNA pode ser caracterizada por dois aspectos béasicos: a
arquitetura, que esta relacionada ao tipo, ao numero e forma de conexdo das unidades de
processamento (neurdnios); e o aprendizado, que séo as regras e as informaces utilizadas para
ajustes dos pesos da rede.

De acordo com Haikyn (2009) as RNA tém a capacidade de "aprender™ por meio de
exemplos e de generalizar este aprendizado de forma a reconhecer elementos similares. O
aprendizado por meio de exemplos possui bom desempenho em tarefas pouco ou mal definidas,
nas quais falta o conhecimento explicito de como resolvé-las.

Assim como o neur6nio biolégico, o neurénio artificial (Figura 9) possui um ou mais
sinais de entrada e apenas um sinal de saida. Cada sinal de entrada recebe um valor (x4, ..., x,,),
e estes sdo ponderados pelos pesos (wy, ..., wy,), combinados por uma funcdo que equivale ao
processamento realizado pela soma (), acrescido do valor do bias, ou viés, (b). A saida de um
neurodnio (y) € a resposta para as entradas.

Figura 9 - O Neurdnio Artificial
b

e
TN
;} l/ﬁv@%@ y

Fonte: Adaptado de Haykin (2009)
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Assim, uma instancia x com n atributos representados na forma de um vetor x =
[x1, x5, ..., X, ] € UM neurdnio j com n terminais de entrada cujos 0s pesos sao representados
por um vetor W = [le: Woj, s an]- A entrada total recebida por um neurdénio j, chamada de
potencial de ativacdo (u), para uma instancia x pode ser definida pela Equacao (3) (HAYKIN,
2009).

n

u= z xX;w;ij + b; @)
i=1

As conexdes de entrada podem ser negativas (w; < 0), positivas (w; > 0) e iguais a
zero. A saida y de um neur6nio é definida por meio da aplicacdo de uma funcao de ativacéo (S)
a entrada total (CARVALHO et al., 2011).

As funcgdes de ativagdo (Figura 10) geralmente utilizadas na literatura sdo: linear,
limiar e sigmoidal. A funcéo linear retorna como saida o valor de u. Na fungéo limiar é definido
o resultado da fungdo como sendo 1 ou 0 de forma alternada e na sigmoidal é uma representacao

aproximada, continua e diferencavel da funcao limiar (CARVALHO et al., 2011).

Figura 10 - Fungdes de ativagdo - Linear, Limiar e Sigmoide

S(w) S(w) Stu)
u U ) ]
Linear Limiar Sigmoide

Fonte: Autoria prépria

A funcdo de ativacio sigmdide, é utilizada para dados continuos. E definida como uma
funcdo crescente, que recebe como entrada o potencial de ativagdo (u) do neurbnio e entdo
apresenta um balanco entre o comportamento linear e ndo-linear, e esta definida pela Equacgao

(4) (CARVALHO etal., 2011).

1
1+et

s(u) = (4)
Pode-se se citar a tangente hiperbdlica Tanh (Figura 11) que funciona de forma
semelhante & funcdo sigmoide, varia de -1 a 1, em vez de 0 a 1 como na sigmoide. Em redes

neurais € comum o uso de fungdes sigmoides (como a logistica e a tangente hiperbdlica).
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Porém na Deep Learning, a fungdo retificadora linear (Rectified Linear Function - ReLU) tem
sido mais utilizada por facilitar o processo de treinamento. 1sso porque as fungdes sigmoides
saturam a partir de um determinado ponto, enquanto a ReLU (Figura 11), é simplesmente a
funcdo identidade para valores positivos (GOODFELLOW; BENGIO; COURVILLE, 2016).

Figura 11 - Fungdes de ativagdo - Tanh e ReLU
() Su)

. u
>

Tanh RelLU

Fonte: Autoria prépria

Uma comparacdo entre essas fungoes, é que funcdes sigmoidais comprimem a saida
para um intervalo curto, enquanto ReLU cancela todos os valores negativos, sendo linear para
0s positivos. A funcdo ReLU possui relagdes com a restricdo de ndo-negatividade presente em
regularizacdo, como em restauracdo de imagens utilizando projecdes em subespagos (NAIR;
HINTON, 2010).

A principal vantagem da funcéo de ativacdo ReL U sobre outras func@es de ativacao, é
que ela ndo ativa todos os neurénios a0 mesmo tempo. E definida como uma func&o ndo linear
que produz zero em metade do seu dominio. E definida pela Equacio (5) (GOODFELLOW;
BENGIO; COURVILLE, 2016).

f(x) = max (0,x) Q)

De acordo com Haykin (2009), um componente importante do neuronio artificial s&o
0s pesos (w), que representam o grau de importancia que determinada entrada possui em
relacdo aquele neurdnio. O valor do peso é alterado em fungdo da intensidade do sinal de
entrada, e dessa forma, o peso muda o seu valor representativo para a rede (processo de
aprendizagem).

Se o valor resultante da soma, entre o produto dos sinais de entrada pelos respectivos
pesos atingiu o limiar, ele é repassado posteriormente na saida. Caso contrério, se o valor ndo
atingiu o limiar, o sinal ndo sera transferido. Esse processo de verificacdo é chamado de funcéo

de transferéncia, que também é conhecido como limiar l6gico (HAYKIN, 2009).
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Nas redes neurais bioldgicas, o conjunto de varios neuronios artificiais interconectados
formam as redes neurais artificiais, que podem ter uma ou varias camadas. As redes que
possuem uma unica camada sdo as que possuem um no entre uma entrada e uma saida e sao
indicadas para a solucéo de problemas linearmente separaveis.

As redes neurais artificiais multicamadas (Figura 12), possuem mais de uma camada
(a quantidade de camadas pode ser indeterminada), que ficam escondidas (ocultas) entre as
camadas de entrada e saida. Redes Perceptron de Multiplas Camadas (MLP do inglés
Multilayer Perceptron) sdo consideradas redes aproximadoras universais, podem realizar
qualquer tipo de mapeamento linear ou ndo-linear entre as entradas e saidas, pois apresentam
uma ou mais camadas intermediarias de neurdnios que intervém entre a camada de entrada e a
de saida da rede de forma util (HAYKIN, 2009).

Figura 12 - Exemplo de Rede Neural com duas camadas ocultas

Sinal de entrada
Sinal de saida

de saida

Camada Primeira Segunda
de entrada camada camada
oculta oculta

Fonte: Adaptado de Haykin (2009)

Em uma rede multicamadas, os padrdes de conectividade, segundo Carvalho et. al.
(2011), podem ser classificados como:
e Completamente conectada: quando os neurdnios da rede estdo conectados a
todos os neurdnios da camada anterior e/ou seguinte.
e Parcialmente conectada: quando os neurdnios da rede estdo conectados a
apenas alguns os neur6nios da camada anterior e/ou seguinte.
e Localmente conectada: sdo redes parcialmente conectadas, em que o0s

neurdnios que se conectam a outro neurdnio sdo de uma regido bem definida.
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A informacdo em uma rede neural geralmente flui da camada de entrada para a camada
de saida (feedforward). Em redes multicamadas o fluxo ocorre em camada por camada, mas
uma RNA pode ou néo apresentar conexdes de retroalimentacdo (feedback).

Conex0es de retroalimentacdo permitem que um neurdnio receba em seus terminais
de entrada, a saida de um neurdnio da mesma camada, de uma camada posterior ou até mesmo
a sua propria saida. Redes que utilizam conexdes de retroalimentacdo sdo chamadas de
recorrentes. Uma rede ndo recorrente, isto €, que ndo utiliza conexdes de retroalimentacéo, é
chamada de feedforward (CARVALHO et al., 2011)..

Dessa maneira, pode-se dizer que a topologia de uma RNA é definida pelo nimero de
camadas, quantidade de neurdnios por camada, a conectividade entre camadas e a presenca ou

ndo de conexdes de retroalimentacdo entre neurénios.

4.2 APRENDIZAGEM PROFUNDA

Na Inteligéncia Artificial, como uma subcategoria da aprendizagem de maquina, a
aprendizagem profunda (Deep Learning), também conhecida como: aprendizagem estruturada
profunda, aprendizagem hierarquica ou aprendizagem profunda de maquina surgiu inspirada
em estudos bioldgicos do funcionamento da regifo do cortex-visual dos mamiferos. E
principalmente utilizada com o objetivo de tratar a dificuldade com que as arquiteturas
tradicionais utilizadas em RNA possuem com dados de alta dimensionalidade
(GOODFELLOW; BENGIO; COURVILLE, 2016).

A Figura 13 apresenta uma linha do tempo e a relacdo entre esses conceitos.

Figura 13 - Evolucdo da Inteligéncia Artificial

Inteligéncia Artificial

" Aprendizagem
Profunda

1950 2020

Fonte: Autoria propria

Essa subcategoria da aprendizagem de maquina pode ser compreendida como uma
intersecdo entre as areas de pesquisa de redes neurais, inteligéncia artificial, modelagem grafica,
otimizacdo, reconhecimento de padrbes e processamento de sinais. Permite identificar

abstracdes dos dados, de niveis mais baixos para os mais altos, obtendo novas representacdes,
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na qual as caracteristicas de alto nivel sdo formadas pela composi¢do das de baixo nivel, sendo
sua principal atribuicdo a extracdo de caracteristicas dos dados (BENGIO, 2012).

Os modelos gerados, para Bengio (2012), podem ser caracterizados pela utilizacéo de
multiplas camadas ou estagios de processamento de informacdo. Essas redes sdo empregadas
para a aprendizagem supervisionada ou ndo supervisionada, buscando a representagdo de
caracteristicas em camadas sucessivamente mais altas e mais abstratas.

Deng e Yu (2014) caracterizam a aprendizagem profunda como RNA que utilizam
varias camadas de informacdo ndo lineares de natureza hierarquica para a extracdo de
caracteristicas tanto de maneira supervisionada quanto ndo-supervisionada e pelo uso de
algoritmos de aprendizado de multiplos niveis de representacdo para identificar relagdes entre
os dados.

De maneira semelhante, Bengio, Courville e Vincent (2013), explicam que a
aprendizagem profunda é parte de uma familia de métodos de aprendizagem de maquina
baseada em representacGes de aprendizagem de dados. Comentam que uma imagem pode ser
representada, por exemplo, simplesmente como valores de intensidade de pixel ou de maneira
mais abstrata, como conjunto de arestas, contornos, formas etc. Concluem que algumas dessas
representacdes, sao melhores do que outras, por exemplo, para a area de reconhecimento facial.
Dessa maneira, pode ser interessante e Gtil explorar quais sdo as melhores representacdes para
objetos de um determinado dominio.

O aprendizado baseado em representacdes tem como objetivo melhorar e criar
modelos para aprender representacbes de maneira eficiente, principalmente para a
aprendizagem de recursos ndo-supervisionados ou semi-supervisionados e extragao de recursos
hierarquicos, dentro de um dominio especifico (BENGIO; COURVILLE; VINCENT, 2013).

Outra consideracado interessante, é que as representacfes geradas pelas interacfes de
caracteristicas presentes nos dados, estdo organizadas nas camadas, que correspondem a niveis
de abstracdo ou composicdo. A variacdo no tamanho e nimero de camadas pode fornecer
diferentes quantidades de abstracdo, em que conceitos de nivel superior mais abstrato séo
aprendidos com os de nivel inferior (BENGIO; COURVILLE; VINCENT, 2013).

Segundo Neto et al. (2017), dependendo de como as arquiteturas e técnicas de
aprendizagem profunda sdo empregadas, por exemplo, na sintese/geracdo ou
reconhecimento/classificacdo, pode-se categorizar (Quadro 1) a maior parte do trabalho nessa

area em trés grupos principais: discriminativos, generativos e hibridos.



45

Quadro 1 - Categorizacdo quanto a estrutura e técnica empregada

Se destinam a fornecer diretamente poder discriminativo para fins de
Aprendizagem supervisionada classificacdo de padrBes. Também chamadas de redes profundas

(Modelos Discriminativos) discriminativas. Os dados do rotulo-alvo estdo sempre disponiveis de
forma direta ou indireta.

Aprendizado Busca capturar a correlagdo de alta ordem dos dados observados ou
ndo-supervisionado visiveis para fins de andlise ou sintese de padrdes quando ndo ha
(Modelos Generativos) informacdes sobre os rétulos das classes disponiveis na base.

Se destacam pela discriminacéo que é assistida, muitas vezes de forma
significativa, com os resultados de redes profundas generativas ou ndo
supervisionadas. Combinam a abordagem n&o-supervisionada e
supervisionada.

Hibridos

Fonte: Adaptado de Neto et. al. (2017)

Dentre os discriminativos, podem ser elencadas: Deep Neural Network - DNN,
Recurrent Neural Network - RNN, Convolutional Neural Network - CNN, dentre outras. Quanto
aos modelos generativos, observam-se as Deep Boltzmann Machines - DBM, Deep
Autoencoders (NETO et al., 2017).

Essas arquiteturas e técnicas, por meio de suas séries de muitas camadas, buscam
dividir um problema complexo em questBes simples e especificas sobre as entradas, em suas
camadas iniciais e, posteriormente, nas camadas mais profundas constroi-se uma hierarquia de
conceitos cada vez mais complexos e abstratos (BENGIO, 2012).

O aspecto chave da Deep Learning sdo as multiplas camadas ou estagios de
processamento de informacdo ndo linear que constituem sua estrutura e que pode ser aplicada
na aprendizagem supervisionada, ndo supervisionada ou na combinacdo de ambas. A
representacdo de caracteristicas ocorre em camadas sucessivamente mais profundas e abstratas
sendo que a aprendizagem profunda ajuda a encontrar essas abstragdes e escolher quais recursos
sdo Uteis para a aprendizagem (NETO et al., 2017).

Dentro dessa perspectiva, Wang, Yao e Zhao (2016) exploram o modelo generativo
fornecido por um Autoencoder, e demostram que esta rede de aprendizagem profunda, tem em
sua estrutura de camadas, uma interessante propriedade: a capacidade de reducdo de
dimensionalidade dos dados de entrada.

Um Autoencoder ao reconstruir na sua camada de saida os dados fornecidos na entrada,
e restringir o numero de neurdnios existentes nas camadas ocultas, entre as camadas de entrada
e saida, pode obter uma representacédo reduzida, em suas camdas ocultas, dos dados fornecidos

na entrada. A proxima secdo, descreve brevemente o funcionamento desse tipo de rede.
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43 AUTOENCODERS

Segundo Haykin (2009), neurbnios ocultos de um perceptron multicamadas
desempenham um papel critico como extratores de caracteristicas e esta propriedade pode ser
explorada como um replicador ou mapa de identidade dos dados.

Autoencoders (Redes Autocodificadoras ou Redes Autoassociativas), ndo sdo
treinados para predizer alguma classe, mas para reproduzir na sua saida a propria entrada.
Porém, essa estrutura fornece uma representacdo de menor dimensdo do conjunto de dados. Os
seguintes requisitos estruturais sdo descritos, para uma Replicator Neural Networks (Redes
Neurais Replicadoras) em Haykin (2009), e estes satisfazem o layout de uma rede
autocodificadora classica de 3 camadas, em que:

e As camadas de entrada e saida ttém a mesma dimensé&o n.
e A dimensdo da camada oculta, tem valor m, e m é menor que n.
e Arrede é simétrica e esta totalmente conectada.
Com esses requisitos estruturais, para Haykin (2009), pode-se afirmar que a rede teré:
e Uma Funcdo Codificadora.
e Uma Funcdo Decodificadora.

A menor estrutura de um Autoencoder é composta por no minimo 3 camadas, sendo:

uma camada de entrada, uma de saida e uma camada oculta entre essas. A Figura 14 demonstra

visualmente o layout da estrutura descrita.

Figura 14 - Estrutura de um Autoencoder de 3 camadas

—>0 Camada oculta

(gargalo)
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de saida

Fonte: Adaptado de Haykin (2009)

Nessa estrutura, a camada de entrada recebe um conjunto de pontos de dados X, no

qual cada ponto x (que representa um exemplo de treinamento) com n dimensdes, tal que x =



47

[x1, x5, ..., X, ], pode ser mapeado para outro conjunto de pontos de dados Z, no qual cada ponto
z representa uma codificacdo do exemplo de treinamento com dimensionalidade m, tal que z =
[z1, Z3, ..., Zm] (HAYKIN, 2009).

Como esta estrutura tenta reconstruir as entradas em sua camada de saida; tem a mesma
quantidade n de neurdnios nas camadas de entrada e saida; e necessariamente a camada oculta
tem uma dimens&o menor que n, pode-se afirmar que:

e O conjunto de pontos de dados Z tém menor dimensionalidade do que o
conjunto de pontos de dados X;
e O conjunto de pontos Z pode reconstruir X.

Vale ressaltar que um Autoencoder pode ter multiplos pares de camadas ocultas, como
descrito em Bengio et al. (2007), porém como representado na Figura 14 e nos requisitos
estruturais descritos por Haykin (2009), deve ter somente uma camada oculta com dimenséo
m. Esta camada pode ser chamada de bottleneck (gargalo).

Outro requisito importante a ser observado em um Autoencoder com mdaltiplos pares
de camadas ocultas (Figura 15), diz repeito a simetria estrutural, que deve garantir que: as
camadas ocultas possuam dimensionalidade inferior a n (camadas de entrada e saida); superior
am (bottleneck) e ainda sejam simétricas entre si e em relacdo a camada bottleneck. As camadas
ocultas contém menos neurénios que a camada de entrada e saida para que a rede seja capaz de
codificar as informacdes das entradas por meio da funcéo codificadora e reconstruir as entradas
nas saidas utilizando a funcdo decodificadora (BENGIO et al., 2007; HAYKIN, 2009).

Figura 15 - Estrutura de um Autoencoder com multiplas camadas ocultas
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Fonte: Autoria prépria
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e Funcao Codificadora

A funcdo codificadora (estrutura codificadora), denotada por f, deve mapear um
exemplo de entrada x € R™ para uma representacdo compacta z € R™ através das ativaces
dos m neur6nios da camada oculta, tal que m < n (BENGIO et al., 2007; HAYKIN, 2009).

A fungédo codificadora f, para um exemplo de entrada x com n atributos x =
[x1, X5, ..., X, ], €M UMa rede que contém somente uma camada oculta, na qual se obtém uma
representacdo reduzida z com m atributos, tal que z = [z,, 2, ..., Z,, |, pode ser escrita conforme
a Equacao (6).

z=f(x) =s(Wx+ B) (6)

na qual:
e IV é uma matriz dos pesos, tal que W € R™*™;
e B € R™ representa um vetor com os valores viés (bias) dos neur6nios.
e s afuncdo de ativacdo;
O conjunto de exemplos de entrada X, também pode ser representado pela notagédo

matricial. O resultado da combinacdo linear computada pelos neurénios é demonstrado pela
Equacéo (7).

Z= s(X.W + B) @)
Sendo X.W + B:
W1 Wiz Wiz e Wiy
xl,l xl.z x1,3 . xlrn WZ 1 WZ 2 WZ 3 WZ m
X X X e X ' ' ' '
21 X2z K23 - 2m W31 Wiz Wiz . Wam|+[b;, b, by .. byl
Xix Xz Xz . Xin
Wni Wn2 Wn3z .. Wnpm
Tal que:

e X é uma matriz em que cada linha é um exemplo i (ou seja, cada linha possui n
valores, referentes aos n atributos).

e W é uma matriz que contém 0s pesos com 0s quais as entradas de cada exemplo
serdo transformadas. Na funcgéo de codificacdo, W possui m colunas (quantidade
de neurdnios) e n linhas (quantidade de atributos de entrada). Cada coluna contém

0s n pesos de um neurdnio.
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e B éum vetor de termos bias, sendo que 0 mesmo contém m colunas que armazena

0 bias de cada neur6nio.

Entdo, deve-se aplicar a funcdo de ativacdo s no resultado da multiplicacéo de linha
da matriz X pelos elementos da coluna da matriz W e soma-los, acrescentando a essa soma o
bias correspondente.

A estrutura da rede € utilizada para realizar o mapeamento de identidade (extracdo de
caracteristicas) por meio das camadas ocultas. Uma versdo codificada do padrao de entrada, em

Z, que pode ser denotada por z;;, é produzida na saida da camada bottleneck.

[21,1 Z12 Z13 e Zl,m'l

|221 222 223 - Z2m|

Z=\231 732 Z33 . Z3m|
Zi1 Zi2  Zi3 .. Zim

Ao final da funcéo codificadora f, Z € uma matriz em que cada linha é uma amostra

com m novos atributos que sdo transformacgdes/combinacgdes dos n atributos originais.
e Funcdo Decodificadora

A camada de saida € composta de n neurdnios e estes recebem como entradas o0s sinais
de saida da camada oculta das m representacdes reduzidas obtidas z = [z,, z, ..., Z,,,]. A funcéo
decodificadora, representada por g, tenta reconstruir um exemplo de entrada x com n atributos,
X = [x4, %3, ..., X, ], @ partir de uma representacdo reduzida z com m atributos, em que z =
[z, 25, ..., Zy ], Obtida pela funcdo codificadora na camada oculta (BENGIO et al., 2007;
HAYKIN, 2009).

Para uma representacdo reduzida z, obtida para uma entrada x, em uma rede que
contém somente uma camada oculta, a funcdo decodificadora g, pela qual se obtém a

reconstrugdo x é mostrada pela Equagéo (8).

9(2) =s(Wz+B) (8)

Com W € R™*™ contendo os pesos para a reconstrugio e B € R™ que é o bias dos
neurdnios da camada de saida. Logo, tem-se que:
e z éuma representacdo reduzida com m atributos de uma entrada x;

e W é uma matriz dos pesos da estrutura decodificadora, tal que W € R™®*™;
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e s ¢ funcdo de ativagdo da camada de saida;

e X éum exemplo reconstruido.

Utilizando a notagdo matricial, o resultado da combinagéo linear computada pelos

neurdnios é descrita por meio da Equacao (9):

X:S(Z.W+§) (9)
Em que:
211 Z12 213 - Z1m W1 Wip Wiz . Wiy
Z31 Z22 Z33 - Zym Wy1 Wpp Wpz .. Wiy
Z31 Z32 233 - Z3m|. I W31 Wiy Wiz .. Wip |+ [bl b, b3 Bn]
lzii 2, zis .. Ziml W1 Wz Wz . Wpnl
Tal que:

e 7 éuma matriz em que cada linha é uma representacdo de um exemplo x (ou
seja, cada linha possui m valores, referentes aos n atributos originais).
e W é uma matriz que contém 0s pesos com os quais os dados reduzidos de cada
exemplo foram reconstruidas. Na funcéo de decodificacio, W possui n colunas
(quantidade de neurénios) e m linhas (quantidade de atributos de entrada).
Cada coluna contém os m pesos de um neur6nio.
e B é um vetor de termos bias, sendo que 0 mesmo contém n colunas que
armazena o bias de cada neurénio da camada de saida.
Deve-se aplicar a funcdo de ativacdo s, no resultado da multiplicacdo de linha da
matriz Z pelos elementos da coluna da matriz W e soma-los, acrescentando a