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Resumo

Shinohara, Vítor Yudi. Classificação Automática de Música Utilizando Aprendizagem de
Padrões de Votação. 2018. 51. f. Monografia (Curso de Bacharelado em Ciência da
Computação), Universidade Tecnológica Federal do Paraná. Campo Mourão, 2018.

Pesquisas na área de Music Information Retrieval (MIR) tem proposto métodos de classificação
automática de gêneros musicais usando aprendizagem de máquina. Neste contexto surgiram
duas abordagens para representação de faixas de áudio: Single Vector Representation (SVR),
compostas por apenas um vetor de características e Multiple Vector Representation (MVR),
que usa múltiplos vetores na descrição. Para a classificação usando MVR, a faixa é dividida
em trechos, denominados texturas, e todos as texturas são rotuladas com o gênero da faixa e
apresentadas ao modelo na fase de treino. Para a classificação, cada textura é classificado
independentemente, logo, deve se aplicar uma técnica de votação para atribuir um rótulo à
faixa completa.
As técnicas utilizadas para inferir um rótulo à faixa quando se tem apenas os votos de cada
textura são limitadas à votação majoritária simples. Para o uso da votação majoritária
ponderada é necessário uma distribuição de probabilidades de cada rótulo para cada textura,
cujo custo computacional para estimar é usualmente elevado, e portanto nem sempre as
probabilidades estão disponíveis.
São propostos dois métodos de combinação de votos alternativos ao voto majoritário simples.
Ambos métodos utilizam aprendizagem de padrões de votação onde apenas os votos de
texturas são conhecidos, ao invés de distribuições de probabilidade.
Os votos foram combinados de duas maneiras: Composição de um histograma de votos
e composição de um vetor de sequência de votos. Os histogramas foram submetidos aos
classificadores K-Vizinhos Mais Próximos (K-NN) e Máquina de Vetores de Suporte (SVM).
Os vetores de sequência de votos foram submetidos aos classificadores Hidden Markov Model
(HMM) e duas arquiteturas de redes neurais recorrentes.
Foram computados a acurácia e o desvio padrão da acurácia da classificação em gêneros
musicais obtidos pelos dois métodos propostos. O desempenho dos métodos propostos foram
comparados com os resultados obtidos pelo voto majoritário simples. O teste estatístico T
de Student foi usado para avaliar quais foram os ganhos estatisticamente significativos. Os
resultados mostram que a aprendizagem de padrões de votação é relevante e pode trazer



ganhos estatisticamente significativos em alguns conjuntos de dados.
Palavras-chaves: Music Information Retrieval. Classificação Automática de Música.
Aprendizagem de Máquina. Técnicas de Votação. Aprendizagem de Padrões de Votação.



Abstract

Shinohara, Vítor Yudi. Automatic Classification of Music Using Voting Pattern Learning.
2018. 51. f. Monograph (Undergradute Program in Computer Science), Federal University of
Technology – Paraná. Campo Mourão, PR, Brazil, 2018.

Research in MIR have proposed many automatic genre classification systems using machine
learning. In this context, two main approaches have been used to describe music tracks: Single
Vector Representation (SVR), which uses a single vector, and Multiple Vector Representation
(MVR), which uses multiple vectors. For training MVR models, the track is divided into
auditory textures, which are all labeled with the ground truth and presented independently
during training. When testing, each texture is classified independently, and then some voting
scheme must be used to assign a final label to the entire track.
When only the votes are available for each texture, the only option available to assign a final
label to the track is majority voting. Other techniques which rely on class probabilities for
each texture requires those probabilities to be computed by the classifier during prediction.
These probabilities are costly to compute, thus are not always available.
We present two novel voting schemes as alternatives to majority voting. Both methods use
voting pattern learning where only the predicted class of each texture is known, not class
probability distributions.
The votes were combined in two different ways: a voting histogram and a vote sequence
vector. The histograms were used as feature vectors for both K-Vizinhos Mais Próximos
(K-NN) and Máquina de Vetores de Suporte (SVM) classifiers. The vote sequence vectors
were used as inputs to sequence modelling with Hidden Markov Model (HMM) and two
recurrent neural network architectures.
The accuracy and accuracy standard deviation of the classification were computed for both
proposed methods. The performance of both were compared to the results of the majority
voting technique. Student’s T-Test was used to evaluate which gains were statistically
significant. The results show that voting pattern learning is relevant and can provide
statistically significant performance gains in some data sets.
Keywords: Music Information Retrieval. Automatic Music Classification. Machine Learning.
Voting Schemes. Voting Pattern Learning.
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Capítulo

1
Introdução

Uma área de pesquisa responsável pela extração de informações de faixas de áudio denominada
Music Information Retrieval (MIR), tem aplicabilidade nos ramos de psicologia, musicologia
e informática em geral. No ramo de tecnologia, o campo vem ganhando maior destaque entre
os pesquisadores, acadêmicos e até indústria devido a sua utilidade. Existem diversos usos,
tais quais, sistemas de recomendação, categorização em gêneros musicais, geração de música,
transcrição automática de áudio, detecção, reconhecimento de instrumentos presentes, entre
outros (CASEY et al., 2008).

O problema de classificação de gêneros musicais consiste em determinar o gênero
musical de determinada faixa de áudio (e.g. pop, rock, blues, valsa) por meio do sinal de
áudio analisado. Este problema vem ganhando importância devido à grande quantidade de
conteúdo multimídia e no crescimento das coleções musicais presentes na Web (TZANETAKIS;
COOK, 2002). As técnicas desenvolvidas facilitam o gerenciamento, organização e rotulação
deste conteúdo.

Embora pode se contar com certos padrões, gêneros musicais não são bem definidos.
É comum que especialistas em música cheguem em diferentes conclusões na rotulação de
uma faixa em um gênero. Uma justificativa é que gêneros distintos compartilham mesmas
características, como ritmo ou instrumento musical utilizado. Além disto, não existe um
modelo exato de como criar músicas de cada gênero. Como não há um modelo formal, não
há como criar algoritmos exatos pra realizar essa classificação.

Uma faixa musical pode ser representada por diferentes conjuntos de características.
Espera-se que os conjuntos de características sejam capazes de descrever os aspectos musicais
que podem ser usados para agrupar exemplos do mesmo rótulo, ao mesmo tempo que sirvam
para separar exemplos de rótulos diferentes. No caso da música, as características musicais
como timbre, ritmo, tempo e harmonia são difíceis de modelar matematicamente. A “distância”
entre estes conceitos e os modelos matemáticos que tentam retratá-los é conhecida como

10
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abismo semântico, ou gap semântico. Além disto, a relação entre os modelos matemáticos
para descrever estas características e os rótulos musicais, neste caso gênero musical, também
são desconhecidas ou de difícil modelagem. Desta forma, o uso de aprendizagem de máquina
é adequado para realização do mapeamento entre as características e os rótulos musicais que
se deseja classificar.

Existem duas formas de representação de faixas em um sistema de classificação
de gênero baseado em aprendizagem de máquina. A primeira, denominada Single Vector
Representation (SVR), consiste em obter o vetor de características através da média das
características de todo o trecho. Para esta abordagem, é utilizado um vetor para treino, e
somente um é usado no teste. Outra maneira é representar a música em diversos vetores
de características, sendo titulada Multiple Vector Representation (MVR). Neste caso, um
conjunto dos vetores da faixa é utilizada durante o treino e um conjunto dos vetores é utilizado
no teste. No entanto, como no teste são usados vários vetores, é necessário combinar as
predições de todos de uma faixa para obter uma predição final. Vários esquemas de voto são
usados atualmente para fazer essa combinação. Trabalhos recentes discutem a importância e
as vantagens de representações MVR, que são capazes de atingir resultados estado-da-arte
usando características simples (FOLEISS, 2018).

Entretanto, as opções de votação quando se tem apenas uma predição por vetor, e
não uma distribuição de probabilidade para as possíveis classes de cada vetor, são limitadas,
sendo o voto majoritário empregado nestes cenários (HENAFF et al., 2011). Neste trabalho,
são propostas alternativas ao voto majoritário, amplamente utilizado quando apenas os votos
de trechos são conhecidos.

Esta monografia está estruturada da seguinte maneira: No Capítulo 2 são abordados
conceitos fundamentais para o entendimento da pesquisa e diferentes metodologias para se
realizar a classificação automática de gênero. No Capítulo 3 são apresentados trabalhos na
área de MIR abordando a classificação automática de gênero utilizando abordagens distintas.
No Capítulo 4 são apresentados procedimentos realizados para execução da pesquisa, por fim,
no Capítulo 5 são apresentados os resultados dos experimentos realizados.



Capítulo

2
Fundamentação Teórica

Neste capítulo são apresentados conceitos e técnicas utilizadas nesta pesquisa encontradas na
literatura de aprendizagem de máquina e processamento de sinais.

2.1. Técnicas de Votação
Utilizadas para os mais diversos fins, as técnicas de votação são empregadas com a finalidade
de eleger um opção entre várias com base em uma regra ou mais. Em um cenário real,
empregada na eleição de presidente por exemplo, os eleitores escolhem uma dentre, ao menos,
duas opções. O candidato com mais votos é eleito. Estas técnicas são empregadas também
na computação, como no campo de sistemas distribuídos (PARIS; LONG, 1988), banco de
dados (JAJODIA; MUTCHLER, 1990), aprendizagem de máquina, entre outros.

2.1.1. Votação Majoritária Simples

A política de votação majoritária simples ou voto da maioria, consiste em eleger um elemento
que obteve a maior quantidade de votos em um cenário, de forma que todos os elementos
tenham o mesmo peso. Neste contexto, existem 3 casos que podem ocorrer na votação
majoritária, ilustrados na Figura 2.1. O resultado neste cenário para as situações é �.

Figura 2.1. Votação majoritária para diversos cenários
Fonte: Kuncheva (2004)

Uma votação unânime, consiste em todos os votos direcionados à unicamente uma
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opção. Em outro cenário com apenas duas opções, a escolha é feita através da maioria
simples. Neste caso, basta obter pelo menos 50% + 1 dos votos. No caso de pluralidade, mais
ocorrente em cenários reais, não é necessário se obter a maioria absoluta dos votos, apenas
uma quantidade maior do que outras opções.

Figura 2.2. Cenário de votação majoritária com pluralidade

No contexto de classificação de música por gênero, diversos trechos de uma faixa
de áudio podem ser classificados com gêneros distintos. Suponha que, dentre 5 trechos de
uma faixa, 3 sejam classificados como rock, 1 trecho como blues e 1 como pop, ilustrados na
Figura 2.2. Por voto majoritário, esta faixa recebe o rótulo rock.

2.1.2. Votação Majoritária Ponderada

Na técnica de votação majoritária ponderada são introduzido pesos aos votos. Os pesos
aos votos implica em introduzir a ideia de relevância, dando importância a votos com peso
maiores e menos importância à votos com pesos menores.

Em pesquisas que empregam esta técnica, o classificador retorna a probabilidade
do trecho pertencer a cada uma das classes ao invés de retornar apenas a classe com maior
probabilidade ilustrado na Figura 2.3. Assim, os vetores de probabilidades de cada trecho de
uma faixa são somados classe-a-classe, e então a classe com a maior probabilidade acumulada
é atribuída como rótulo da faixa (COSTA et al., 2017).

Apesar da acurácia obtida através da votação majoritária ponderada usuamente
se mostrar melhor que a acurácia obtida pela votação majoritária simples, nem todos os
classificadores emitem probabilidades por classe. O custo computacional de gerar um modelo
que compute probabilidades é normalmente mais alto. Logo, a votação majoritária ponderada
não pode ser utilizada em todos os casos, desta forma, é necessário desenvolver novas técnicas
de votação quando as probabilidades são desconhecidas ou são computacionalmente caras de
estimar.
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Figura 2.3. Voto majoritário ponderado. Cada letra representa um gênero musical.

2.2. Aprendizagem de Máquina
Aprendizagem de máquina é um campo da ciência da computação o qual dá a capacidade
de aprender a um dispositivo. Grandes empresas de tecnologia como Google1, Amazon2,
Microsoft3 empregam aprendizagem de máquina para melhorar a experiência do usuário na
utilização de seus produtos. No exemplo da empresa Google, aprendizagem de máquina é
um dos ramos de pesquisa, abrangendo processamento de áudio (KALCHBRENNER et al.,
2018) e análise de imagens (GANIN et al., 2018).

Normalmente os sistemas de aprendizagem de máquina baseados em aprendizagem
supervisionada são divididas em três etapas. A primeira é a extração de características,
que consiste em criar descrições computacionalmente eficientes para os dados cujos padrões
devem ser aprendidos. A segunda etapa consiste no treino de um modelo a partir de um
conjunto de exemplos e seus respectivos rótulos, denominado conjunto de treinamento. Este
modelo é responsável por mapear padrões encontrados nos exemplos de treino em seus
respectivos rótulos. Por fim, a terceira etapa consiste no teste dos modelos. Nesta etapa,
exemplos nunca vistos antes são apresentados ao modelo. As predições obtidas são comparadas
com os rótulos reais para avaliar a qualidade do modelo obtido. A capacidade de prever
corretamente exemplos nunca antes vistos é chamada de capacidade de generalização,
que é imprescindível para a aplicação em problemas reais (DUDA et al., 2000).

Para a representação de dados é utilizado um conjunto de descritores denominados
características. Logo, para cada dado, é extraído um vetor de características que o simboliza.
Esta fase deve ganhar atenção, visto que, a partir de uma boa representação, a facilidade de
distinção dos exemplos de rótulos aumenta (MONARD; BARANAUSKAS, 2003).

Um exemplo simples de característica é a quantidade de pixels pretos em um

1 https://www.google.com/
2 https://www.amazon.com/
3 https://www.microsoft.com/
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quadrante para a classificação de caracteres escritos à mão. No contexto da música, as
características podem descrever uma música através de ritmo, timbre ou tom, como proposto
por Tzanetakis e Cook (2002), espectrogramas do sinal de áudio, abordado por Costa et al.
(2011), além da extração de características através de sistemas que utilizam aprendizagem
de máquina, apresentado por (CHOI et al., 2016). Deve se destacar que características não
são necessariamente numéricas. Essas podem tomar diferentes formas, como dados nominais.
Um exemplo citado por Kuncheva (2004) é a característica de país de origem, o qual pode
ser representado em um vetor, onde cada posição representa um país. O vetor conterá 1 para
um determinado país e zeros em outras posições.

A técnica de validação cruzada (cross-validation) é usada em aprendizagem de
máquina para determinar a acurácia e capacidade do sistema generalizar exemplos não vistos
anteriormente (KOHAVI et al., 1995). Um algoritmo de validação cruzada bastante utilizado
é o k-fold. Para avaliar o modelo, o algoritmo divide o conjunto de dados em k partes,
denominadas folds, ou pastas. O modelo é treinado com 𝑘 − 1 folds e testado com 1 fold.
O processo se repete k vezes alterando o fold a ser testado em cada iteração. Por fim, é
calculado a média da acurácia e o desvio padrão entre todos os folds. Estas estatísticas são
usadas para representar a qualidade do modelo.

Validação cruzada também pode ser empregada na escolha de hiperparâmetros, como
por exemplo, a técnica Grid-Search. A técnica testa todos os parâmetros ou conjunto de
parâmetros fornecidos, e retorna o conjunto de valores de parâmetros que obteve a menor
taxa de erro utilizando apenas o conjunto de treinamento, dividido em treino e validação.

2.2.1. Máquina de Vetores de Suporte (SVM)

O algoritmo de aprendizagem supervisionada Máquina de Vetores de Suporte (SVM) é um
dos mais utilizados atualmente devido a sua eficiência no reconhecimento de padrões (GUO
et al., 2000). Existem diversas pesquisas científicas usando SVMs para reconhecimento facial
(OSUNA et al., 1997), reconhecimento de caracteres (BAHLMANN et al., 2002), classificação
de textos em categorias (CHEN; DUMAIS, 2000), classificação de gênero musical (XU et al.,
2003), entre outros.

Proposta para classificações binárias, SVM recebe como entrada um conjunto de
vetores de características juntamente com o rótulo correspondente a cada vetor. Em seguida,
o SVM busca maximizar uma margem de segurança para separação das duas classes no
espaço, a fim de se obter uma distinção das mesmas. Uma vez que a margem é estimada,
um hiperplano é traçado, a fim de agrupar exemplos com o mesmo rótulo como mostra
a Figura 2.4. Na fase de teste, os vetores também são mapeados no espaço, porém seus
rótulos são desconhecidos. A posição do item não rotulado no espaço referente ao hiperplano,
especifica sua classe (LORENA; CARVALHO, 2007).
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Figura 2.4. Separação de duas classes através de um hiperplano ideal
Fonte: Sanjeevi (2017)

Existe a possibilidade das características de treinamento não serem linearmente
separáveis por um hiperplano, como ilustrado na Figura 2.5. Como solução, é realizado o
processo de mapeamento dos dados para um espaço de dimensão maior através de uma função
kernel (LORENA; CARVALHO, 2007). Na Figura 2.5, é possível observar que o conjunto de
dados não é separável em 2 dimensões. Quando ocorre a adição de uma terceira dimensão, o
problema é solucionado.

Figura 2.5. Aumento de dimensionalidade para classes linearmente não separáveis.
Fonte: Noronha e Fernandes (2016)

Apesar de SVM’s serem propostas inicialmente para lidar com classificação binária,
o algoritmo pode ser modificado para lidar com múltiplas classes. Isso é feito através da
conversão destes problemas para diversos problemas binários (HEISELE et al., 2001). Existem
dois métodos a fim de realizar tal processo, sendo eles um-contra-todos e um-contra-um
(RIFKIN; KLAUTAU, 2004).

O método de classificação SVM é bastante utilizado devido a sua capacidade de
generalização. Isto é, classificar dados que não estão presentes no conjunto de treinamento
(LORENA; CARVALHO, 2007). SVMs lidam com grandes dimensões de características, porém
a queda de desempenho ao lidar com muitos exemplos no conjunto de treino é significativa
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(JOACHIMS, 1998). Logo, quando o conjunto de treino é muito grande, algoritmos escaláveis
como Multilayer Perceptron (MLP) ou Random Forest se tornam mais adequados para estes
cenários

2.2.2. K Vizinhos Mais Próximos (K-NN)

Um classificador bastante utilizado para o rotulamento de dados é o K-Vizinhos Mais
Próximos (K-NN) (LIU et al., 2003). Pela sua simplicidade, é comum encontrar pesquisas
sobre processamento de texto (BIJALWAN et al., 2014), previsões na área da economia
(IMANDOUST; BOLANDRAFTAR, 2013) e também de clima para uso na área de agricultura
(BANNAYAN; HOOGENBOOM, 2008). Apesar de seu funcionamento simples, este
classificador consegue atingir bons resultados dependendo do conjunto de dados.

Para o reconhecimento de padrões, o K-NN classifica dados com base nos exemplos
de treino presentes em um espaço n dimensional. Para a rotulação de um dado desconhecido
𝑥, as distâncias entre 𝑥 e os demais exemplos do conjunto de treinamento são calculadas
(IMANDOUST; BOLANDRAFTAR, 2013). Existem 3 métricas bastante utilizadas para
cálculo da distância, a saber: distância Euclidiana, Manhattan e Minkowski (SINGH et al.,
2013). Feito isto, são identificados os k vizinhos mais próximos. A rotulação se dá pelo voto
majoritário da classe mais frequente destes k vizinhos.

(a) (b)

Figura 2.6. Parâmetro k do classificador K-NN
(a) Classificação utilizando K-NN com k = 3. (b) Classificação utilizando K-NN com k = 5.

Um bom desempenho desta técnica de classificação é consequência da escolha de um
bom número k de vizinhos próximos (HALL et al., 2008). Grande parte das pesquisas que
utilizam o K-NN definem um número ímpar para o parâmetro k com a finalidade de evitar
empates no voto majoritário para decisão de um rótulo quando há apenas 2 classes.

Como ilustrado na Figura 2.6, conforme a variação da quantidade de vizinhos mais
próximos, é possível obter diferentes resultados. No caso de um k pequeno, o modelo será
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sensível a ruídos. Por outro lado, k muito grande, pode ocorrer a inclusão de pontos de
diferentes rótulos, degradando o resultado do voto majoritário.

Em geral, o K-NN é uma abordagem simples de ser implementada e utilizada para se
realizar a predição de rótulos obtendo uma boa taxa de acertos. Em contrapartida, o aumento
da dimensionalidade das características pode tornar a métrica de distância degenerada,
impactando na acurácia do classificador ao lidar com muitas características. Desta forma,
uma abordagem comum é realizar a seleção de características e projeções para diminuir a
dimensionalidade (SINGH et al., 2013).

2.2.3. Modelos Ocultos de Markov

Um modelo estocástico amplamente utilizado para modelagem de características temporais
é o Hidden Markov Model (HMM). Sua aplicação está presente não só em trabalhos de
processamento de sinais, tais como reconhecimento de fala (LEE et al., 1990) e reconhecimento
de acordes (LEE; SLANEY, 2006), mas também no reconhecimento de dígitos manuscritos
(RABINER et al., 1985), previsões do tempo (KHIATANI; GHOSE, 2017), entre outros.

Para compreender HMM é necessário entender as Cadeias de Markov.

Cadeias de Markov

Cadeia de Markov é um processo estocástico que apresenta um conjunto de estados, e as
probabilidades de, a partir do estado atual 𝑋𝑛, alcançar o estado 𝑋𝑛+1, onde 𝑋𝑛 é um
estado qualquer no tempo 𝑛. A probabilidade do sistema alcançar o estado 𝑋𝑛+1 depende
unicamente do estado 𝑋𝑛 (BILMES et al., 1998), ou seja, só o estado em que o sistema se
encontra é relevante para futuras predições.

A Figura 2.7 ilustra um exemplo de Cadeia de Markov com 2 estados projetada para
prever o clima dos próximos dias em ensolarado ou chuvoso.

Figura 2.7. Cadeia de Markov com 2 estados para previsão do clima

As cadeias de Markov são compostas por 3 elementos principais:
• Um conjunto de Estado, sendo ensolarado ou chuvoso para o exemplo ilustrado na

Figura 2.7;
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• Probabilidades de Transição entre estados;
• Distribuição de probabilidade da cadeia de Markov ter como início determinado estado,

não ilustrado na Figura 2.7;
As probabilidades de transição de estados são definidas por meio do treinamento do

modelo. Durante o treinamento, através de uma sequência de estados, são estipuladas as
probabilidades de transição que melhor representam o conjunto de treino (BILMES et al.,
1998).

Para representar a probabilidade de transição de estados entre todos os estados do
sistema, é utilizada uma Matriz de Probabilidade de Transição de Estados. Nesta matriz, o
elemento da 𝑛-ésima linha, m-ésima coluna representa a probabilidade de transição do estado
𝑛 ao estado 𝑚.

Vale destacar que os estados podem se repetir ao longo do tempo, logo, é necessário
ter uma probabilidade de transição para o mesmo estado.

𝑃(𝑛) = 𝑃(𝑛−1)

⎡⎣𝑃 (𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜|𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜) 𝑃 (𝐶ℎ𝑢𝑣𝑜𝑠𝑜|𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜)
𝑃 (𝐸𝑛𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜|𝐶ℎ𝑢𝑣𝑜𝑠𝑜) 𝑃 (𝐶ℎ𝑢𝑣𝑜𝑠𝑜|𝐶ℎ𝑢𝑣𝑜𝑠𝑜)

⎤⎦

𝑃(𝑛) = 𝑃(𝑛−1)

⎡⎣ 0.6 0.4
0.45 0.55

⎤⎦
Supondo que a probabilidade inicial seja 0.3 e 0.7 para um dia ensolarado e chuvoso

respectivamente, podemos representar em forma vetorial:

𝑃(0) =
[︁
0.3 0.7

]︁
Usando a matriz de transições é possível calcular a probabilidade do clima estar

em qualquer um dos estados no dia 𝑛. Para o primeiro dia (𝑛 = 1), a distribuição de
probabilidade do clima ser ensolarado ou chuvoso, se dá pelo seguinte cálculo:

𝑃(1) = 𝑃(0)

⎡⎣ 0.6 0.4
0.45 0.55

⎤⎦

𝑃(1) =
[︁
0.3 0.7

]︁ ⎡⎣ 0.6 0.4
0.45 0.55

⎤⎦

𝑃(1) =
[︁
0.495 0.505

]︁
Através do resultado, pode-se concluir que a probabilidade do próximo dia fazer sol é

de 49, 5% e de chover 50, 5% com base nas probabilidades definidas anteriormente. O mesmo
cálculo pode ser aplicado para revelar estados futuros.
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Outro cálculo interessante que pode ser feito é: visto que o clima de hoje está
ensolarado, qual a probabilidade dos dias seguintes serem chuvoso, ensolarado e chuvoso
respectivamente? A resposta pode ser dada pelos seguintes cálculos:

𝑃 = 𝑃 (𝐶ℎ𝑢𝑣𝑜𝑠𝑜|𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜) * 𝑃 (𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜|𝐶ℎ𝑢𝑣𝑜𝑠𝑜) * 𝑃 (𝐶ℎ𝑢𝑣𝑜𝑠𝑜|𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜)

𝑃 = 0.4 * 0.45 * 0.4

𝑃 = 0.072

Sabendo que 𝑃 (𝐶ℎ𝑢𝑣𝑜𝑠𝑜|𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜) é a probabilidade de transição entre o estado
ensolarado para chuvoso e 𝑃 (𝐸𝑛𝑠𝑜𝑙𝑎𝑟𝑎𝑑𝑜|𝐶ℎ𝑢𝑣𝑜𝑠𝑜) é a probabilidade de transição entre o
estado chuvoso para ensolarado, a probabilidade da sequência de climas ocorrer é 7.2%.

Modelo Oculto de Markov

Um grande problema que impossibilita o uso das cadeias de Markov, é a necessidade de que
os estados sejam observáveis, o que nem sempre ocorre em um cenário real. No HMM, esta
necessidade é contornada através de observações geradas através de estados não observáveis
(RABINER, 1989).

O modelo tem como entrada uma sequência de observações, por fim, emite uma
distribuição de probabilidade de uma sequência de estados terem gerado dadas observações.

X(t-1) X(t) X(t+1)

Y(t-1) Y(t) Y(t+1)

P(Y|X) P(Y|X) P(Y|X)

P(X(t) | X(t-1)) P(X(t+1) | X(t))

Figura 2.8. Arquitetura de um HMM
Fonte: Adaptado de Ghahramani (2001)

A arquitetura do HMM é ilustrado na Figura 2.8, onde:

• 𝑋(𝑡) representa um estado não observável;
• 𝑃 (𝑋(𝑡 + 1)|𝑋(𝑡)) representa a probabilidade de transição de um estado qualquer para

outro estado futuro qualquer. As probabilidades são geradas na fase de treinamento do
modelo;

• 𝑌 (𝑡) representa uma observação;
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• 𝑃 (𝑌 |𝑋) representa uma probabilidade do estado 𝑋 emitir uma observação 𝑌 , chamada
de probabilidade de emissão;

Através da multiplicação das probabilidades de transição de estado com as pro-
babilidades de emissão de observações, é possível obter a probabilidade dos estados
{𝑋(𝑡 − 1), 𝑋(𝑡), 𝑋(𝑡 + 1)} terem emitido as observações {𝑌 (𝑡 − 1), 𝑌 (𝑡), 𝑌 (𝑡 + 1)} (GHAH-
RAMANI, 2001).

Tomando base o exemplo anterior, onde se deseja prever o clima de dias seguintes. Um
funcionário trabalha em um local fechado, onde não é possível saber se o dia está ensolarado
ou chuvoso, porém consegue observar outros funcionários ao seu redor. Os funcionários
tendem a usar roupas de verão ou camiseta quando o dia está ensolarado, ou costumam
trazer um guarda-chuva quando o dia está chuvoso.

Figura 2.9. Diagrama esquematizando o cenário proposto para modelagem de um HMM

A Figura 2.9 ilustra o esquema do HMM desenvolvido para o cenário proposto. Os
estado ensolarado e chuvoso são estados não observáveis. As linhas contínuas juntamente com
um número, representam a probabilidade de transição de estado. As observações camiseta
e guarda-chuva são observações emitidas por cada estado, juntamente com a probabilidade
de emissão da observação, representado pelo número da linha tracejada. A distribuição de
probabilidades do sistema iniciar em cada estado é de 30% e 70% para ensolarado e chuvoso
respectivamente.

Suponha que foi observado que em 2 dias, os funcionários levaram guarda-chuvas. A
maior probabilidade do clima dos dois dias é chuvoso, como ilustra a Figura 2.10.
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Figura 2.10. Combinação de observações e estados do cenário proposto

Os mesmos cálculos são válidos para sequências de observações maiores, sendo possível
inferir os estados a partir das próprias observações.

Para a estimativa das probabilidades de transição de estados e probabilidade de
emissões de observação é utilizado o algoritmo Expect Maximization (EM) com o objetivo de
maximizar a verossimilhança a partir de uma sequência tomada como entrada (RABINER,
1989).

2.2.4. Redes Neurais

Redes neurais ou também chamadas de redes neurais artificiais, são modelos matemáticos
bio-inspirados que são capazes de aproximar qualquer função computável. Um tipo de função
bastante interessante na área de aprendizagem de máquina é a função de classificação de
padrões, que mapeia objetos em classes de objetos (HAYKIN; HAYKIN, 2009).

Redes neurais são amplamente utilizadas na área de Music Information Retrieval
(MIR) devido ao grande poder de reconhecimento de padròes. Medhat et al. (2018) em sua
pesquisa sobre reconhecimento de gêneros atingiu um resultado de 92.12% utilizando um tipo
de rede neural artificial, um resultado estado-da-arte.

A arquitetura de uma rede neural artificial é composta por um conjunto de nós,
denominados neurônios, os quais são agrupados em camadas. Cada neurônio de determinada
camada é conectado aos neurônios da próxima camada por uma estrutura denominada aresta,
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a qual possui um determinado peso denominado peso sináptico. Os neurônios da mesma
camada não são conectados entre si (GROSSBERG, 1988).

A Figura 2.11 exemplifica uma rede neural com 6 neurônios, 3 camadas e arestas
conectando cada neurônio com neurônios da camada seguinte.

Figura 2.11. Diagrama de uma rede neural com 3 camadas

Na primeira camada, denominada camada de entrada, os neurônios recebem os dados
de entrada e repassam para a camada a seguir. Para cada aresta conectando um determinado
neurônio com o neurônio da próxima camada, o valor transmitido é ponderado por seu peso
sináptico. Portanto, valor recebido por um neurônio, chamado de campo induzido, é a
combinação linear de suas entradas e seus respectivos pesos sinápticos. (FAUSETT et al.,
1994).

Os pesos de uma rede neural artificial são inicializados com valores aleatórios. No
processo de treinamento, os pesos são modificados com base no resultado da rede. A função de
erro é utilizada para avaliar o desempenho da rede, calculando o custo, que seria a diferença
do resultado emitido com o resultado esperado. O objetivo é reduzir ao máximo o custo
através de modificações nos pesos das arestas e bias (FAUSETT et al., 1994).

Na Figura 2.12, é ilustrado um cenário com um neurônio 𝑁 conectado por 3
entradas com pesos {𝑤1, 𝑤2, 𝑤3}. Estas arestas estão transmitindo os sinais {𝑥1, 𝑥2, 𝑥3}
pelos neurônios da camada anterior. O valor de entrada do neurônio 𝑁 é:

𝑁(𝑒𝑛𝑡𝑟𝑎𝑑𝑎) = (𝑥1 * 𝑤1) + (𝑥2 * 𝑤2) + (𝑥3 * 𝑤3) + 𝑏𝑖𝑎𝑠
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Figura 2.12. Neurônio de uma rede neural conectado por 3 arestas

O sinal de entrada é submetido a uma função de ativação. O papel da função de
ativação é tornar a rede não-linear, permitindo a solução de problemas mais complexos.
Outro objetivo da função de ativação é filtrar dados não relevantes para a rede, determinando
quais sinais devem ser passados adiante e quais sinais devem ser ignorados através de uma
função matemática não-linear (FAUSETT et al., 1994). Desta forma, a saída de um neurônio
pode ser escrita como

𝑌 = 𝜎(𝑣)

tal que 𝜎 é uma função de ativação e 𝑣 é o campo induzido. Exemplos de funções
bastante utilizadas são a família de funções sigmoidais como sigmoid, tanh (tangente
hiperbólica) e as funções da família de retificadores lineares como ELU (exponential linear
unit) e ReLU (rectified linear unit).

Uma função de ativação bastante usada para classificação e presente neste trabalho,
é a função softmax. Esta função aplicada na última camada da rede neural, retorna um valor
que corresponde à probabilidade do dado de entrada ser classificado em determinada classe
dentro das classes definidas.

Redes Neurais Recorrentes

As redes neurais recorrentes se diferem das redes neurais artificiais pelo fato de que as arestas
que ligam um neurônio à próxima camada, também podem ligar aos neurônios da própria
camada, formando um ciclo, cujo processo é denominado retro-alimentação. Isto permite
que a rede leve em consideração informações que ocorreram anteriormente, através de uma
espécie de memória, influenciando no processamento atual.

As redes neurais recorrentes são utilizadas para classificação de séries temporais,
como reconhecimento de fala (GRAVES et al., 2013), reconhecimento de padrões no mercado
de ações (KAMIJO; TANIGAWA, 1990), entre outros.
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Figura 2.13. Arquitetura de uma rede neural recorrente

A Figura 2.13 mostra uma rede neural recorrente com 3 camadas, sendo a camada
oculta alimentando ela mesma. Esta camada é responsável por armazenar o histórico dos
dados relevantes para rede.

Na Figura 2.14 é ilustrado um neurônio da camada recorrente o qual sua saída é
tomada como entrada. O diagrama ilustra o neurônio de forma sequencial para o melhor
entendimento.

Figura 2.14. Representação de um neurônio recorrente

Através do diagrama, é possível notar os seguintes elementos:

• 𝑋: Dado de entrada do neurônio em um determinado tempo.
• w: Peso da aresta conectada ao neurônio.
• 𝑁 : Valor do neurônio em um determinado tempo.
• 𝑌 : Saída do neurônio após a realização dos cálculos;
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Um grande problema em treinar redes neurais recorrentes, denominado vanishing
gradient, é lidar com sequências muito grandes. Este problema reflete na atualização de pesos
das camadas iniciais de forma muito lenta através da propagação do gradiente do erro da
camada mais externa em direção à camada de entrada. Este processo implica na diminuição
do gradiente conforme é retropropagado (BENGIO et al., 1994).

Redes Long Short Term Memory (LSTM)

A rede LSTM contorna o problema de vanishing gradient através da adição de células de
estado que funcionam como uma memória, armazenando dados relevantes, além da mudança
na arquitetura dos neurônios recorrentes (HOCHREITER; SCHMIDHUBER, 1997). Em uma
rede neural recorrente comum, as informações temporais não são tratadas com relevância,
sendo modificada a cada iteração da camada recorrente.

A célula de estado consiste em armazenar e permitir a leitura de dados temporais
relevantes para rede, solucionando o problema do vanishing gradient. O acesso a esta estrutura
é feita através de 3 portões (do inglês: gates): forget gate, input gate e output gate (GERS et
al., 1999).

Figura 2.15. Arquitetura de um neurônio da rede LSTM
Fonte: Adaptado de Olah (2015)

A Figura 2.15 ilustra a arquitetura de um neurônio recorrente, onde:
• 𝜎: Representa uma função sigmóide;
• tanh: Representa uma função tangente hiperbólica;
• X: Representa uma multiplicação;
• +: Representa uma soma;
• 𝑌𝑡: Representa a saída do neurônio recorrente;
• 𝑋𝑡: Representa o dado de entrada do neurônio;
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Forget Gate

O forget gate é funcionar como uma espécie de ponderador sobre as informações da célula
de estado, dando maior peso aos dados mais relevantes e menor peso para os dados menos
relevantes armazenados até o momento. O principal objetivo do forget gate é manter somente
informações importantes na célula de estado (GERS et al., 1999).

Figura 2.16. Forget Gate
Fonte: Adaptado de Olah (2015)

Este processo toma como entrada a saída do neurônio recorrente da iteração passada
𝑌(𝑡−1) e a entrada da sequência no tempo 𝑡, 𝑋𝑡. A entrada é multiplicada pelo peso da aresta
e adicionado ao bias. Após isso é submetida à uma função sigmóide e tem como saída um
valor no intervalo de 0 a 1 para cada elemento da célula de estado. Um valor 0 representa
que a informação não é importante e deve ser esquecida, por outro lado, o valor 1 representa
que a informação é muito importante e deve ser mantida (OLAH, 2015).

Input Gate

O input gate tem a responsabilidade de adicionar uma nova informação correspondente ao
tempo atual à célula de estado a partir dos dados de entrada do neurônio. Primeiramente,
deve-se calcular a relevância da informação de entrada através de outra função sigmóide. Em
seguida, é aplicado uma função de ativação para obter os candidatos a partir da entrada.
Logo, basta multiplicar o resultado das funções e adicionar o produto à célula de estado
(HOCHREITER; SCHMIDHUBER, 1997).
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Figura 2.17. Input Gate
Fonte: Adaptado de Olah (2015)

Output Gate

Por fim, o output gate tem o objetivo de retornar informações úteis da célula de estado para
a saída do neurônio. Para isto é aplicado uma função tangente hiperbólica nos valores da
célula de estado, escalando os valores em um intervalo de -1 a 1. Feito isso, o próximo passo
é aplicar uma função sigmóide nos valores de entrada do neurônio e multiplicar o resultado
pelo resultado da função tangente hiperbólica (SAK et al., 2014).

Figura 2.18. Output Gate
Fonte: Adaptado de Olah (2015)

Neste trabalho, o objetivo do uso de redes neurais recorrentes é tomar proveito da
sequência temporal dos votos para inferir um gênero à faixa.
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2.3. Considerações Finais
Neste capítulo foram apresentados os principais conceitos para compreender o problema
de votação em aprendizagem de máquina. Na Seção 2.1, foram apresentadas técnicas de
votação para a inferência de rótulos quando há várias predições disponíveis por objeto. Já
na Seção 2.2 foram esclarecidos conceitos básicos sobre Aprendizagem de Máquina. Foram
apresentados dois algoritmos de aprendizagem de máquina amplamente utilizados (SVM e
K-NN) para modelarem dados não-temporais. Para dados temporais, foram apresentados os
conceitos de HMM e redes neurais artificiais.

Por fim, quando os votos de cada seção da faixa não possuem probabilidades por
classe, o uso de métodos para inferir um rótulo à faixa se limita ao voto majoritário. A
ideia abordada nesta pesquisa é explorar outras possibilidades além do voto majoritário.
Foram propostas 2 abordagens: A primeira proposta é utilizar a contagem de votos e um
classificador tradicional para mapear a contagem de votos em classes. A segunda abordagem
é utilizar um classificador capaz de modelar sequências de votos ordenados em relação ao
tempo da faixa para inferir uma classe à uma faixa.
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3
Trabalhos Relacionados

É comum encontrar pesquisas voltadas a classificação automática de música utilizando
Multiple Vector Representation (MVR). Estas pesquisas usam alguma técnica de votação
para inferir um gênero à faixa através do resultado da classificação de cada trecho. A seguir
são apresentadas diferentes abordagens juntamente com as técnicas de votação usadas.

3.1. Music Genre Classification Using Novel Features
and a Weighted Voting Method

Na pesquisa realizada por Jang et al. (2008), foram propostas duas técnica de votação para
classificação automática de música: votação majoritária e votação majoritária ponderada. Os
autores extraíram características de trechos de áudio de 3 segundos para definir o gênero da
faixa de áudio. A acurácia do sistema foi de 76% dentre 10 gêneros.

As faixas presentes no conjunto de dados foram divididas em segmentos de 93
milissegundos, denominados janelas de análise e em trechos de 3 segundos, denominados
janelas de textura. Foram extraídas características das janelas de análise tais quais Mel-
Frequency Cepstral Coefficients (MFCC), Spectral Centroid, Spectral Flux, Spectral Roll-off,
Zero-Crossing rate e low-energy. As janelas de textura também foram utilizadas como
características, representando a média e a variância de uma sequência de janelas de análise.

Na fase de treino, todas as janelas de textura são apresentadas ao modelo rotuladas
com o rótulo da faixa toda. No teste, as janelas de textura de uma faixa são classificadas
afim de receber um gênero para a mesma. Logo, vários resultados de classificação são obtidos
para um clipe de música. Por fim, o gênero final é determinado pelo voto majoritário simples
e voto majoritário ponderado através dos resultados da classificação.

Na técnica de votação majoritária ponderada, abordada na Seção 2.1.2, os autores
obtiveram a distribuição de probabilidade da classificação de cada janela de textura pertencer
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a cada um dos gêneros. O gênero inferido ao rótulo da faixa é aquele que obteve a maior
probabilidade acumulada entre todos os trechos da faixa.

O sistema foi avaliado em um conjunto de 1000 trechos de músicas com duração de
30 segundos cada, dividido em 10 gêneros, todas com 100 exemplos. Os gêneros da base de
dados são: clássico, jazz, R&B, country, rock, hip hop, metal, dance, nova era e eletrônica. A
base não está disponível ao público.

O processo de classificação consistiu na utilização dos métodos Máquina de Vetores
de Suporte (SVM), K-Vizinhos Mais Próximos (K-NN) e Linear Discriminant Analysis
(LDA). A partir disto, a melhor taxa de acerto utilizando votação majoritária resulta em
70.4% utilizando o classificador SVM. Em contrapartida, o resultado com votação majoritária
ponderada foi 76% de acurácia.

3.2. Music Genre Recognition Using Spectrograms
Costa et al. (2011) sugeriram a extração de características a partir da imagem de espec-
trogramas de áudio. A ideia dos autores foi dividir cada faixa em partes. Descritores de
imagens são computados de cada parte e usados como característica. Cada parte é classificada
independentemente e o voto majoritário é usado para inferir o gênero da faixa toda.

Primeiramente, o espectrograma de cada faixa foi computado. A partir disto,
foram extraídos trechos de 30 segundos do início, meio e fim do espectrograma para uma
melhor representação. Cada trecho foi dividido em 10 segmentos, o método de extração de
características titulado gray level co-occurrence matrix (GLCM) foi aplicado em cada segmento.
Através de análises de níveis de cinza, são obtidos a entropia, correlação, homogeneidade,
momento estatístico de 3º ordem, máxima verossimilhança, contraste e energia.

Na fase de treino, os vetores de características obtidos dos 30 segmentos de cada
faixa foram apresentados ao modelo junto com seu gênero. Na classificação, foi usado o SVM
para determinar o gênero de cada segmento. É computado os votos de todos os segmentos
e esses são transformados em porcentagem. Isto é, a quantidade de votos de determinado
gênero é dividido na quantidade total de votos. As técnicas de regra máxima e regra mínima
(KITTLER et al., 1998) foram aplicados a estes percentuais, atingindo 67.2% de acurácia.

A base Latin Music Database (LMD) foi usada para avaliar o sistema proposto. Os
gêneros que compõem a base são: axé, bachata, bolero, forró, gaucha, merengue, pagode, salsa,
sertanejo e tango. Para evitar o sobreajuste, um filtro de artistas (artist filter) (PAMPALK
et al., 2005) foi usado para garantir que o mesmo artista não apareça no treino e teste ao
mesmo tempo.
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3.3. Unsupervised Learning of Sparse Features for
Scalable Audio Classification

Henaff et al. (2011) propôs uma abordagem de aprendizagem não supervisionada de
características de áudio para descrever faixas. A metodologia consiste na divisão das faixas
em trechos de 46.4 milissegundos. Aplicar a técnica de Predictive Sparse Decomposition
(PSD) para aprendizagem das características em cada trecho. O algoritmo SVM foi usado
para classificar os trechos, e então é aplicado voto majoritário simples para decisão do gênero
da faixa. A acurácia obtida pelo sistema foi de 83.4% usando a base de dados GTZAN.

Para o treino, primeiramente o sinal de áudio foi pré-processado e através da
técnica Constant Q Transform (CQT), é gerado o espectrograma para cada faixa. Os
espectrogramas são divididos em pequenos trechos, e a partir destes trechos, dicionários
esparsos são aprendidos. Para ganho de performance, os dicionários são apresentados para
aprendizagem a um codificador. E então, o codificador é apresentado ao modelo para
treinamento.

Na fase de teste, o processo é o mesmo. É feito um pré-processamento no sinal, o
espectrograma é dividido em trechos, dicionários são aprendidos a partir dos trechos e o
codificador é gerado. Os codificadores são apresentados ao classificador já treinado para obter
o gênero de cada trecho. O voto majoritário simples é aplicado nos trechos da faixa inferindo
o gênero à faixa completa.

Um problema abordado pelos autores é o tempo de processamento de outros sistemas
na área de Music Information Retrieval (MIR). Por fim, o sistema foi desenvolvido para
obter resultados rapidamente, o que leva ao uso do codificador.

3.4. Considerações Finais
Foram apresentados apenas algumas pesquisas que empregam a técnica de votação. Vários
outros trabalhos que também usam descritores MVR utilizam algum esquema de votação.
No trabalho de Wülfing e Riedmiller (2012) e Lippens et al. (2004) é constado o uso de
voto majoritário para definição dos gêneros. Cataltepe et al. (2007) usa votação majoritária
ponderada em sua pesquisa.

Os trabalhos apresentados nesta Seção, mostram que votação majoritária é uma
técnica fundamental em sistemas de aprendizagem de máquina que utilizam MVR. Embora
existam diversas formas de combinação de votos quando há predição de probabilidade para
classe-alvo, não existem muitas opções quando apenas o voto do trecho é conhecido. Desta
forma, o objetivo deste trabalho é desenvolver e testar alternativas ao voto da maioria para
os casos onde apenas os votos de trechos são conhecidos.
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4
Metodologia

Sistemas de classificação de música em gêneros e afins normalmente utilizam a votação
majoritária quando a probabilidade de cada trecho pertencer a cada classe é desconhecida.
Neste capítulo são apresentadas duas abordagens alternativas para a votação majoritária.
Além disto, o sistema classificador de texturas musicais, responsável por atribuir os votos a
cada trecho, também é apresentado.

4.1. Sistema Classificador de Texturas Musicais
O objetivo do Sistema classificador de texturas musicais (SCTM), proposto por Foleiss
(2018), é classificar as texturas musicais em classes, que posteriormente, alimentam o sistema
proposto nesta monografia. O SCTM foi utilizado para obtenção dos votos de todos os
trechos, também chamados de texturas, das músicas das bases de dados. O processo de
classificação das texturas é ilustrado pela Figura 4.1.

Figura 4.1. Diagrama de funcionamento do classificador de texturas musicais
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O SCTM utiliza quatro conjuntos de características diferentes, cada uma em um nível
de abstração diferente. Estes conjuntos são: características projetadas à mão (MARSYAS),
espectrogramas em escala Mel (MEL-SPEC), projeções aleatórias obtidas de espectrogramas
em escala Mel (RP), e características obtidas de uma rede de autoencoder (AE).

Na fase de treinamento, ao invés de usar todas as texturas de uma faixa, são utilizados
apenas um subconjunto. Este subconjunto de texturas é extraído através dos algoritmos
K-Means e Linearly Spaced Vector (linspace). K-Means tem o objetivo de tentar identificar as
texturas típicas da faixa, enquanto linspace simplesmente pega trechos linearmente espaçados.

Por fim, para classificar a faixa em uma classe, é computado o voto majoritário
simples dentre as classes das texturas, ou seja, o gênero mais frequente dentre as texturas é
atribuído à faixa.

Os parâmetros testados para o conjunto de características MARSYAS e Mel-Spec
estão ilustrados na Tabela 4.1, para o conjunto obtido pela rede autoencoder (AE) na
Tabela 4.2 e por fim, para projeções aleatórias (RP) na Tabela 4.3.

Tabela 4.1. Parâmetros usados para características MARSYAS e Mel-Spec
Seletor de Texturas No. Trechos

MARSYAS KMeans e Linspace [5, 20, 40]
MEL-Spec KMeans e Linspace [5, 20, 40]

Tabela 4.2. Parâmetros usados para características AE
Seletor de Texturas No. Trechos No. Características Aprendidas

AE KMeans e Linspace [5, 20, 40] [16, 32. 64, 128, 256]

Tabela 4.3. Parâmetros usados para características RP
Seletor de Texturas No. Trechos Tam. Dimensão Alvo

RP KMeans e Linspace [5, 20, 40] [9, 26, 51, 75, 100]

Para cada conjunto de características, foram obtidos os votos gerados pela saída do
SCTM. Este processo se repetiu para todos as bases de dados.

4.2. Sistema de Aprendizagem de Padrões de Votação
A principal contribuição deste trabalho foi a elaboração do Sistema de aprendizagem de
padrões de votação (SAPV). A ideia é obter a classificação de cada textura do SCTM e
explorar como estes votos podem ser combinados para cada faixa. A principal restrição
imposta é que não há conhecimento das probabilidades de cada textura pertencer a cada
classe.

A Figura 4.2 ilustra o sistema proposto, recebendo a classificação de texturas do
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SCTM como entrada. A partir da combinação dos votos é inferido uma classe à faixa a qual
originou os votos.

Pop Rock Rock

Pop Blues Rock

Pop Pop Rock

Extração de
Características

Treino do
Modelo

Teste do
Modelo

Sistema Proposto

Classe da Música 1

Classe da Música 2

Classe da Música 3

Figura 4.2. Diagrama de funcionamento do sistema proposto

Quatro classificadores distintos são utilizados para realizar a classificação dos votos
atribuídos a cada trecho e o rótulo da faixa correspondente, sendo: K-Vizinhos Mais Próximos
(K-NN), Máquina de Vetores de Suporte (SVM), Hidden Markov Model (HMM) e redes
neurais recorrentes. É importante destacar que não houve fusão de classificadores, apenas foi
comparado a acurácia resultante de cada um.

A ideia do uso dos classificadores K-NN e SVM é avaliar se é possível realizar a
combinação da contagem de votos de maneira a inferir a classe correta à faixa a qual os votos
pertencem. O objetivo do uso dos classificadores HMM e redes neurais recorrentes é avaliar
se a ordem temporal dos votos é relevante para a classificação do gênero de uma faixa através
da sequência de votos. Os classificadores serão abordados com mais detalhes na Seção 4.4.

4.3. Extração de Características

4.3.1. Extração dos Histogramas de Votação

Tendo como objetivo a aprendizagem de padrões de votação para inferir o rótulo desejado
às classes, as distribuições de frequência (histogramas) dos votos foram obtidas através da
predição do gênero de texturas de faixas pelo SCTM.

Os histogramas possuem 𝑛 posições, sendo 𝑛 a quantidade de classes da base de
dados. Vale ressaltar que cada posição 1...𝑛 do histograma deve representar unicamente um
gênero. Por exemplo, a primeira posição do histograma deve representar o gênero blues, a
segunda posição representa o gênero clássico, assim até todas as 𝑛 classes serem mapeadas à
uma posição fixa no histograma.
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Figura 4.3. Classificador de texturas musicais

Suponha o resultado de uma faixa classificada pelo SCTM da Figura 4.3. A contagem
de aparições de cada gênero nos trechos é realizada. Este número é designado a determinada
posição no histograma. Por fim, os histogramas são utilizados como característica do modelo
desenvolvido por esta monografia.

Histograma Resultante [ 2 1 0 0 1 ]
Blues Disco Pop Rock Jazz

4.3.2. Extração das Sequências de Votação

Para fornecer dados aos classificadores HMM e rede neurais recorrente, que levam em
consideração a ordem temporal da entrada, foram obtidas as sequências de votos através da
saída do SCTM.

Os dados submetidos aos classificadores temporais no sistema proposto se restringiu
a saída do SCTM somente para o algoritmo de seleção de texturas linspace. O uso de votos
obtidos somente pelo linspace se dá pois o algoritmo K-Means não fornece informações
temporais.
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Figura 4.4. Procedimento de extração das sequências de votação

A Figura 4.4 ilustra o processo de obtenção das características de sequências de
votação. O gênero da textura 𝑛 é colocado na posição 𝑛 do vetor de características.

4.4. Classificação
Cada base de dados foi testada separadamente para cada conjunto de características usadas
pelo SCTM. Em cada base, foi verificada a influência da aprendizagem dos padrões de votação
com os parâmetros do sistema classificador de texturas musicais.

Afim de se obter a confiabilidade no resultado final, foi utilizada a técnica de validação
cruzada denominada k-fold, abordada na Seção 2.2. Para cada classificador, foram utilizados
os mesmos folds em cada base de dados. Estes valores estão descritos na coluna Folds da
Tabela 4.7.

4.4.1. Classificação dos Histogramas

O objetivo de usar os histogramas de votação é verificar se os erros de rotulação do SCTM
podem ser compensados pela detecção de padrões na distribuição dos votos entre os gêneros.

Na fase de treinamento dos classificadores dos histogramas (SVM e K-NN), foram
utilizados os mesmos folds que o SCTM utilizou para treino e teste. Os classificadores foram
treinados com os histogramas de votação obtidos do SCTM. Os rótulos utilizados foram os
rótulos verdadeiros de cada faixa, não o rótulo atribuído pela votação majoritária realizada
pelo SCTM.

Validação cruzada foi usada também para escolher hiperparâmetros que otimizam o
resultado da classificação. Para o algoritmo SVM, os parâmetros C e Gamma foram testados.
Para o K-NN, apenas o parâmetro k foi testado. Os valores para cada parâmetro testado
está inserido na Tabela 4.4.
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Tabela 4.4. Hiperparâmetros testados por Grid-search
Classificador Parâmetro Intervalo

SVM C { 0.001, 0.01, 0.1, 1, 10, 100 }
SVM Gamma { 0.001, 0.01, 0.1, 1 }
K-NN k { 1, 3, 5, 7, 9, 11, 13, 15, 17, 19 }

4.4.2. Classificação das Sequências de Votação

Uma das possibilidades que investigamos foi se a sequencia dos votos emitidos pelo SCTM
pode ser explorada para inferir as classes das faixas correspondentes. Os classificadores HMM
e redes neurais recorrentes foram utilizados para classificar as sequências de votações.

De forma análoga a classificação dos histogramas, na fase de treinamento dos
classificadores capazes de modelarem sequências de votos usaram os mesmos folds para
treino e teste que o SCTM utilizou estas fases. O rótulo apresentado juntamente com as
sequências de votos foi o rótulo verdadeiro da faixa.

Para a classificação das sequências de votos utilizando o classificador HMM foram
testados diferentes parâmetros, sendo eles: número de estados ocultos, tipo de matriz de
covariância e número de iterações. Os valores dos parâmetros testados estão descritos na
Tabela 4.5.

Tabela 4.5. Parâmetros utilizados para o classificador HMM
Parâmetro Valores Testados

No. de Estados Ocultos {3, 5, 7, 9}
Tipo de Matriz de Covariância {full, diag}

No. de Iterações {50, 100, 150}

Nas redes neurais recorrentes foi proposto uma arquitetura com 4 camadas, sendo
uma camada recorrente. A representação da arquitetura está ilustrada na Figura 4.5. Os
parâmetros utilizados, tal como a quantidade de neurônios de cada camada é informado na
Tabela 4.6.

Tabela 4.6. Parâmetros da rede neural proposta
Camada Tipo Ativação Quantidade de Neurônios

1ª Densa Linear 1
2ª RNN Simples / LSTM Tangente Hiperbólica {20, 30, 40, 50}
3ª Densa ReLu {5, 10, 15}
4ª Densa Softmax {9, 10, 13}

Na camada recorrente (camada 2), foram testados dois tipos de neurônios: neurônios
RNN tradicional e neurônios LSTM. Na camada de saída, a quantidade de neurônios se
dá pela base de dados a ser classificada, logo, a quantidade de neurônios corresponde a
quantidade de classes disponíveis. O modelo foi treinado por 1000 épocas. Foram testadas
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Figura 4.5. Esquema da arquitetura da rede neural proposta

2 métricas para salvar o modelo após cada época, sendo erro na validação ou acurácia na
validação. Em um experimento inicial foram testadas ambas as métricas mas optamos por
usar a métrica de acurácia na validação para escolher o melhor modelo nos demais conjuntos
de dados. No final do treino o modelo com a melhor acurácia na validação foi restaurado
para a classificação do conjunto de teste. O otimizador Adam foi usado com os parâmetros
padrão para treinar os modelos.

4.5. Bases de Dados
Foram escolhidas 4 base de dados distintas com diferentes quantidades de faixas e tamanhos,
além da distinção de gêneros e quantidade de folds representada na Tabela 4.7.

Tabela 4.7. Base de Dados Utilizada
Base de Dados Faixas Classes Balanceado Tamanho da Faixa Folds

GTZAN 1000 10 Sim 30 s 10
LMD 1300 10 Sim Completa 3

HOMBURG 1886 9 Não 10 s 10
EXBALLROOM 4180 13 Não 30 s 10

A base de dados GTZAN (TZANETAKIS; COOK, 2002), utilizada na maioria das
pesquisas relacionados à Music Information Retrieval (MIR) para comparação da eficiência
dos sistemas propostos, é composta por 10 gêneros. Cada gênero é composto por 100 faixas.
Os gêneros são: blues, clássico, country, disco, hip hop, jazz, metal, pop, reggae e rock.

Um subconjunto da base Latin Music Database (LMD) (SILLA et al., 2008) também
foi usado. Composta por 1300 faixas divididas igualmente entre os gêneros axé, bachata,
bolero, forró, gaúcha, merengue, pagode, salsa, sertanejo e tango. Um filtro de artista foi
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aplicado à este subconjunto, evitando músicas com mesmo artista estar presente no mesmo
fold. Desta forma, o modelo não tem a possibilidade de detectar o artista ao invés de
generalizar os padrões de gênero musical. Logo, é garantido que o sistema não acertará o
gênero devido ao reconhecimento das faixas do artista.

As 1886 faixas distribuídas de forma desbalanceada entre 9 gêneros da base
HOMBURG (HOMBURG et al., 2005) foram utilizadas. Estes gêneros são: alternativo,
blues, eletrônica, country/folk, funk/soul/R&B, jazz, pop, rap/hiphop e rock. A principal
característica desta base de dados é que todas as faixas são curtas, com apenas 10 segundos
de duração.

A base EXBALLROOM (MARCHAND; PEETERS, 2016) foi escolhida para avaliar
o sistema com situações com um número mais elevado de faixas. Esta base é composta por
4180 faixas desbalanceadas entre os gêneros chacha, foxtrot, jive, pasodoble, quickstep, rumba,
salsa, samba, valsa lenta, tango, valsa vienense, valsa e west coast swing. Outra característica
notável é que EXBALLROOM é composta de vários subconjuntos de gêneros com timbres
muito parecidos, cuja diferença principal está em atributos rítmicos. Estas características
são desafiadoras para sistemas que dependem principalmente de características invariantes a
ritmo.
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5
Resultados

Neste capítulo são apresentados os resultados obtidos através dos 4 classificadores: K-Vizinhos
Mais Próximos (K-NN), Máquina de Vetores de Suporte (SVM), Hidden Markov Model (HMM)
e rede neural recorrente. Para a rede neural recorrente, são informados os resultados obtidos
através da arquitetura utilizando neurônios recorrentes tradicionais e neurônios Long Short
Term Memory (LSTM) separadamente. Todos os resultados dos classificadores abordados
neste trabalho são comparados com o resultado obtido pelo voto majoritário com o objetivo
de avaliar o ganho obtido.

A Figura 5.1 apresenta os melhores resultados obtidos com cada um dos classificadores
em todos cenários avaliados. Os resultados para RNN + RP e LSTM + RP para a base
EXBALLROOM foram omitidos pois não tivemos recursos computacionais para executar
todos os experimentos. Para grande parte das bases de dados e extratores de características, os
classificadores K-NN e SVM apresentaram resultados inferiores ou iguais ao voto majoritário.
Entretanto, houve ganho estatisticamente significativo para a base de dados HOMBURG.
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(a) GTZAN

(b) LMD

(c) HOMBURG

(d) EXBALLROOM

Figura 5.1. Melhores resultados
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As Tabelas 5.1 e 5.2 apresentam resultados que foram superiores ao voto majoritário
da classificação dos histogramas de votação com K-NN e SVM respectivamente, com grau
de confiabilidade de 95%. Resultados diferentes estatisticamente com aumento na acurácia
foram obtidos de 3 métodos de extração de características no SCTM nas bases de dados
LMD e HOMBURG utilizando os classificadores que tomaram como entrada os histogramas.

Tabela 5.1. Resultados significativamente melhores utilizando K-NN comparados ao voto
majoritário. O resultado apresentado é média da acurácia entre os folds da validação cruzada.

MARSYAS MEL-Spec RP AE
GTZAN * * * *

LMD * * 0.84 ± 0.01 *
HOMBURG 0.66 ± 0.07 * 0.51 ± 0.07 0.55 ± 0.04

EXBALLROOM * * * *

Tabela 5.2. Resultados significativamente melhores utilizando SVM comparados ao voto majoritário.
O resultado apresentado é média da acurácia entre os folds da validação cruzada.

MARSYAS MEL-Spec RP AE
GTZAN * * * *

LMD * * 0.84 ± 0.01 *
HOMBURG 0.59 ± 0.04 * 0.57 ± 0.05 0.56 ± 0.04

EXBALLROOM * * * *

De forma geral, os classificadores K-NN e SVM mostraram resultados semelhantes.
Na maioria das bases o SVM apresentou acurácia 1% maior que do K-NN. Vale lembrar
que a simplicidade do algoritmo K-NN reflete no tempo de treinamento dos dados, sendo
assim, mais rápido que o SVM. Isto se deve provavelmente à baixa dimensionalidade dos
histogramas. Neste cenário, o KNN tende a funcionar muito bem, com o benefício de ser
muito mais eficiente computacionalmente que SVM.

Os resultados obtidos via a classificação de histogramas de votação mostraram que,
embora não tenham sido muito superiores ao voto da maioria, há certa lógica em aprender
padrões de votação. Informalmente, o Sistema classificador de texturas musicais (SCTM)
tem um erro consistente nas predições. Isto faz com que haja um padrão nestes erros. Desta
forma faz sentido usar classificadores para compensar os erros de atribuição de rótulos pelo
SCTM. A partir disso, também testamos se a sequência dos rótulos atribuídos pelo SCTM
também podia ser explorada para compensar os erros de predição de rótulos. Para isso,
testamos os três classificadores de séries temporais: HMM, RNN tradicional e LSTM.

O HMM obteve apenas um resultado superior ao voto majoritário. Para a base de
dados Latin Music Database (LMD) utilizando características RP, o classificador de sequência
de votos obteve 74% de taxa de acerto, sendo apenas 1% superior ao sistema base. O HMM
não obteve nenhum resultado superior aos outros classificadores utilizados, independente das
bases de dados.
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As duas arquiteturas de rede neural recorrente não obteveram ganho significativo
na maioria das bases. A maioria dos resultados obtidos pelas redes neurais diferiram pouco
dos resultados obtidos pelos classificadores que tomavam como entrada histogramas de votos.
Entretanto, houve ganho estatisticamente significativo para a base de dados HOMBURG
utilizando as redes neurais com neurônios recorrentes tradicionais e neurônios LSTM. As
Tabelas 5.3 e 5.4 ilustram os resultados estatisticamente diferentes com grau de confiabilidade
de 95%.

Tabela 5.3. Resultados significativamente melhores utilizando RNN comparados ao voto majoritário.
O resultado apresentado é média da acurácia entre os folds da validação cruzada.

MARSYAS MEL-Spec RP AE
GTZAN * * * *

LMD * * * *
HOMBURG 0.65 ± 0.08 * 0.63 ± 0.08 *

EXBALLROOM * * * *

Tabela 5.4. Resultados significativamente melhores utilizando LSTM comparados ao voto
majoritário. O resultado apresentado é média da acurácia entre os folds da validação cruzada.

MARSYAS MEL-Spec RP AE
GTZAN * * * *

LMD * * * *
HOMBURG 0.64 ± 0.07 * 0.61 ± 0.08 *

EXBALLROOM * * * *

De forma geral, os resultados dos classificadores temporais foram muito semelhantes
aos resultados dos classificadores de histogramas de votos. Com os recursos computacionais
disponíveis não foi possível testar outras arquiteturas para as redes neurais. Desta forma,
não há como concluir que resultados melhores não são possíveis com o uso de arquiteturas
mais poderosas.

Diferente das outras bases de dados, houveram ganhos significativos na base de
dados HOMBURG. Este é um resultado interessante pois esta base representa um grande
desafio para sistemas de classificação de gêneros musicais. Isto se deve ao fato que os
áudios tem apenas 10 segundos. Assim, a textura musical não varia tanto. Desta forma, os
modelos gerados a partir desta base não são tão ricos quanto os obtidos em outras bases de
dados. O melhor resultado reportado para esta base na literatura é 64.3% ± 2.5 de acurácia
(PANAGAKIS et al., 2014). Portanto, o resultado 66% ± 7 é estatisticamente estado-da-arte.
Isto representa um ganho médio de 17.86% em relação ao voto majoritário.

Embora os resultados apresentados não mostrem ganhos significativos na maioria dos
cenários testados, eles mostram que a ideia de aprender padrões de votação tem fundamento.
Em geral os resultados dos classificadores de histogramas foram muito parecidos com o
voto majoritário. Com a representação de histograma a estrutura de voto majoritário está
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embutida nos casos onde o histograma foi corretamente classificado pelo voto majoritário. Ao
apresentar um histograma cujo voto majoritário está correto, o classificador tende a associar
o comportamento do voto majoritário. Portanto, o voto majoritário pode ser visto como
um limite inferior para classificação de histogramas. Os resultados dos classificadores de
sequencia mostram que a sequência dos votos está correlacionada com os rótulos, devido à
proximidade com os resultados obtidos no voto majoritário. No entanto, é necessário testar
outras arquiteturas de redes neurais para tirar conclusões sobre seus limites.



Capítulo

6
Conclusão e Trabalhos Futuros

Vários trabalhos de classificação automática de gêneros musicais dividem as faixas em trechos
menores e atribuem um rótulo para cada trecho. No final, é necessário usar alguma política
de combinação dos rótulos atribuídos aos trechos de uma faixa para decidir um rótulo final a
ela.

Tradicionalmente, quando não se conhece a distribuição de probabilidade de cada
trecho pertencer a cada uma das classes, a decisão final de uma faixa assumir um rótulo
de saída se restringe ao voto majoritário. Esta pesquisa avaliou dois métodos alternativos
novos de combinação de votos quando a distribuição de probabilidades por textura não está
disponível. O primeiro método consiste em representar a votação obtida de cada faixa por
histogramas com a contagem de quantos votos cada classe recebeu. O segundo método
consiste em utilizar sequências de votos ordenados em relação ao tempo da faixa. Estes votos
são provenientes de um sistema de classificação de texturas musicais.

Os resultados mostraram que ambas as abordagens obtiveram resultados semelhantes
ao voto majoritário. No entanto, na base HOMBURG houve ganho significativo na acurácia
obtida em praticamente todos os cenários testados em relação ao voto majoritário. No
melhor caso da base HOMBURG, houve um ganho de 17.86% em relação ao voto majoritário,
chegando a 66% ± 7 de acurácia. Este é um resultado estado-da-arte. Este resultado é
interessante pois esta base é conhecida por ser desafiadora no problema de classificação
automática de gêneros musicais. Os resultados indicam que o a aprendizagem de padrões
de votação pode trazer ganhos em alguns casos e que é uma tarefa de pós-processamento
promissora para pesquisas futuras.
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