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PATO BRANCO
2018



CRISTIANO JOSÉ MENDES MATSUI
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When life gives you lemons, don’t make lemo-
nade. Make life take the lemons back! Get mad!
I don’t want your damn lemons, what the hell
am I supposed to do with these? Demand to
see life’s manager! Make life rue the day it
thought it could give Cave Johnson lemons! Do
you know who I am? I’m the man who’s gonna
burn your house down! With the lemons! I’m
gonna get my engineers to invent a combusti-
ble lemon that burns your house down!
(JOHNSON, Cave. Portal 2).



RESUMO

MATSUI, Cristiano José Mendes. Consultas por similaridade em bases de dados complexos
utilizando técnica OMNI em SGBDR. 2018. 50 f. Trabalho de Conclusão de Curso – Curso
de Engenharia de Computação, Universidade Tecnológica Federal do Paraná. Pato Branco, 2018.

A necessidade de armazenamento de ḿıdias cada vez maiores em termos de tamanho de
armazenamento e complexas é uma tendência que aumentou consideravelmente com os avanços
da tecnologia e comunicação. Estes dados conhecidos como dados complexos exigem uma
complexidade estrutural de armazenamento e análise maior do que dados simples como palavras
ou números, além de requererem operadores especiais de consultas, como a consulta por
abrangência - range query (Rq) e a consulta aos k-vizinhos mais próximos - k-nearest neighbors
query (kNNq). Dentre o conjunto de dados complexos destacam-se as imagens, que precisam
ser comparadas de acordo com caracteŕısticas extráıdas como cor, forma ou textura. Esta
comparação é realizada na forma de um cálculo de distância entre o valor da caracteŕıstica da
imagem central da consulta em relação a todas as outras imagens da base de dados. O tempo de
consulta aumenta significativamente com o aumento da base de dados e da complexidade destes.
Para contornar o problema da maldição da dimensionalidade, este trabalho tem como proposta
a aplicação da técnica OMNI utilizada para promover uma etapa de filtragem do número de
imagens a terem as suas distâncias calculadas, evitando a comparação com toda a base de
dados. Esta técnica possui custos adicionais de espaço de armazenamento para as suas estrutu-
ras, mas consegue acelerar consultas por similaridade, reduzindo o tempo de execução necessário.

Palavras-chave: Dados Complexos. OMNI. Rq. Consulta por Similaridade. Otimização.



ABSTRACT

MATSUI, Cristiano José Mendes. Similarity queries in complex databases using OMNI technique
in RDBMS. 2018. 50 f. Trabalho de Conclusão de Curso – Curso de Engenharia de Computação,
Universidade Tecnológica Federal do Paraná. Pato Branco, 2018.

The necessity of storing evergrowing media in terms of storage size and complexity is a tendency
that grew considerably with technology and comunication advances. These data known as
complex data demand a much bigger structural storage and analysis complexity when compared
with simple data such as words or numbers, besides requiring special queries operators, like
Range query (Rq) and k-Nearest Neighbors query (kNNq). Among the complex data set the
images are highlighted, which need to be compared using extracted features such as color,
shape or texture. This comparison is done by distance calculations between the feature value of
the central image of the query in relation to all the remaining images in the database. Query
time increases significantly with the increase of database size and complexity. To work around
the curse of dimensionality problem, this study proposes the application of the OMNI technique,
used to promote a filtering step of the number of images to have their distances calculated,
avoiding comparing with the entire database. This technique has additional storage costs for
its structures, but can accelerate similarity queries, reducing required execution time.

Keywords: Complex Data. OMNI. Rq. Similarity Query. Optimization.
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∈ Pertence

∀ Para todo

sq Elemento central da consulta

ξ Raio da consulta por abrangência
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4.7 LIMITAÇÕES DA TÉCNICA . . . . . . . . . . . . . . . . . . . . . . . . . . 39
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1 INTRODUÇÃO

Neste caṕıtulo será apresentada uma contextualização do problema, assim como o

estado da arte abordado por este trabalho. Também será introduzido um tipo de consulta

não-nativo ao SGBDR, a consulta por similaridade, assim como os tipos de consultas por

similaridade que serão utilizados neste trabalho como a consulta por abrangência e a consulta

por k-vizinhos mais próximos. Finalmente, será apresentada a organização deste documento.

1.1 CONSIDERAÇÕES INICIAIS

Nos anos recentes foi notado um grande aumento no tráfego e armazenamento de

diferentes aplicações e dados multiḿıdias, como imagens, áudio, v́ıdeo, impressões digitais,

séries temporais, sequências de protéınas, etc. Estes tipos de dados, que apresentam muito

mais atributos do que simples numerais ou pequenas cadeias de caracteres, são conhecidos

como dados complexos (ZIGHED et al., 2008).

Quando tratados por um Sistema Gerenciador de Banco de Dados Relacional (SGBDR),

não suportam comparações com os operadores conhecidos como ”big six” da linguagem SQL:

=, 6= , <, >, ≤, ≥. Esse fato limita muito as comparações entre dados complexos inseridos

em um SGBDR, ocasionando um grande problema no contexto de base de dados, uma vez

que os principais sistemas de gerenciamento de base de dados são relacionais (DB-ENGINES,

2017). Com isso, tornou-se necessária a concepção de novos tipos de comparadores, como

buscas por similaridade.

Estas consultas por similaridade se aplicam de maneira geral a muitos dos tipos de

dados complexos (BARIONI et al., 2009). Exemplos na área médica são encontrados nos

trabalhos de Marchiori et al. (2001), Bugatti et al. (2014) e Lehmann et al. (1999). Também é

posśıvel encontrar trabalhos no campo de reconhecimento facial como o de Gutta e Wechsler

(1997) e sistemas de identificação por biometria como o de Choras (2007).

1.2 TIPOS DE CONSULTAS

Dentre os operadores de consulta por similaridade os mais comuns são as consultas

por abrangência (range query: Rq) e consulta aos k-vizinhos mais próximos (k-nearest neighbor

querry: kNNq).

As consultas por abrangência Rq(sq, ξ) recebem como parâmetro um elemento sq do

doḿınio de dados (elemento central da consulta) e um limite máximo de dissimilaridade ξ. O

resultado é o conjunto de elementos da base que diferem do elemento central da consulta por

no máximo a dissimilaridade indicada.
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Definição 1. Seja S um atributo complexo de um doḿınio S (S ⊂ S) sobre o qual a condição

de similaridade é expressada, seja d uma função de distância, seja ξ o limiar de dissimilaridade

e seja sq ∈ S o elemento central de consulta. A consulta Rq(sq , ξ) retorna todos os elementos

si ∈ S que possuem o valor do atributo S distantes até um máximo de ξ deste atributo

referente ao elemento central da consulta:

Rq(sq, ξ) : S = {si ∈ S | d(si, sq) ≤ ξ} (1)

sq

ξ

Figura 1 – Exemplo de consulta por abrangência

Fonte: Autoria Própria

A Figura 1 exemplifica este tipo de consulta. Tomando sq e ξ como parâmetros

da consulta, todos os elementos contidos pelo raio de abrangência fazem parte do conjunto

resposta da consulta. O elemento sq não necessariamente precisa pertencer ao conjunto de

dados de pesquisa, devendo apenas pertencer ao mesmo doḿınio de dados.

Uma consulta aos k-vizinhos mais próximos kNNq(sq, k) também recebe como um

de seus parâmetros um elemento central da consulta sq, e um número inteiro k de vizinhos

desejados, e retorna como resultado o conjunto dos k elementos com a menor dissimilaridade

em relação ao elemento central da consulta sq (POLA, 2010).

Definição 2. Seja S um atributo complexo de um doḿınio S sobre o qual a condição de

similaridade é expressada, seja d uma função de distância, seja k ∈ N∗ a quantidade de

elementos desejados e seja sq ∈ S o elemento central de consulta. A consulta kNNq(sq , k)

retorna k elementos si ∈ S que possuem o valor do atributo S menos distantes do valor deste

atributo referente ao elemento central da consulta (FERREIRA et al., 2009):

kNNq(sq, k) : S = {si ∈ S | ∀ sj ∈ S − S
′
, d(si, sq) ≤ d(sj, sq)}, (2)

onde S
′

= 0, se i = 1 e S
′

= {s1, ....., s(i−1)}, se 1 < i ≤ k.
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A Figura 2 exemplifica este tipo de operação. Nesta consulta, os parâmetros foram o

elemento central da consulta sq e o número de elementos k a serem encontrados igual a 4. Os

elementos ligados ao elemento central foram os mais próximos a este, portanto apenas eles

fazem parte do conjunto resposta da consulta. Note que o elemento central da consulta não

precisa pertencer ao conjunto de dados, como é o caso exemplificado.

sq

Figura 2 – Exemplo de consulta por k-vizinhos mais próximos

Fonte: Autoria Própria

O SGBDR não possui suporte nativo a estes tipos de consulta, mas é posśıvel construir

estas consultas utilizando ferramentas existentes em um banco de dados relacional (como a

estrutura de dados B-tree).

A solução abordada por esta proposta é a do uso de técnica OMNI, presente no

trabalho de SANTOS FILHO et al. (2001). Um número calculado de elementos do conjunto

de dados são selecionados como ”focos”, e utilizados para evitar cálculos desnecessários de

distâncias, fazendo uso da desigualdade triangular.

A técnica aqui aplicada tem base em calcular previamente as distâncias de todos os

elementos para todos os focos selecionados, armazenando estas distâncias no banco. Quando

uma consulta por similaridade (como uma consulta por abrangência) é realizada, são conhecidas

as distâncias entre o elemento central da consulta sq e o raio de abrangência ξ. Considerando

um foco f1 e utilizando a desigualdade triangular, elementos que possuem uma distância entre

o foco escolhido menor do que a distância de sq até o foco menos o valor ξ serão descartados

do conjunto de elementos necessários para os cálculos de distância com o elemento central.

Simetricamente, elementos cuja distância até o foco seja maior do que a distância de sq até o

foco mais o valor do raio de abrangência ξ também serão descartados. Com isso, ocorre uma

grande redução do número de cálculos necessários para fornecer o conjunto resposta. Essa

poda também pode ser realizada por mais de um foco.



Caṕıtulo 1. INTRODUÇÃO 15

Figura 3 – Consulta por abrangência pela técnica OMNI utilizando um foco

sq

ξ

Fonte: Autoria Própria

A Figura 3 ilustra a poda no número de cálculos. Apenas os elementos na área

sombreada terão as suas distâncias em relação ao centro da consulta calculadas, pois estão no

conjunto de elementos que não foram descartados utilizando a desigualdade triangular com

as distâncias previamente calculadas em relação ao foco. O armazenamento das distâncias de

cada foco fi para cada outro elemento sk será feito utilizando uma estrutura de indexação

que implementa os conceitos da técnica OMNI com a estrutura da B-tree, originando uma

nova estrutura chamada de OMNIB-Tree. As distâncias serão armazenadas em l OMNIB-Trees,

sendo l o número de focos criados para a base de dados (SANTOS FILHO et al., 2001).

1.3 OBJETIVOS

Os objetivos encontram-se divididos em objetivos gerais, referentes ao resultado

obtido com a conclusão deste trabalho e objetivos espećıficos, ilustrando etapas intermediárias

necessárias para alcançar o objetivo geral.

1.3.1 OBJETIVOS GERAIS

O principal foco deste trabalho foi a construção de um sistema de consultas em

SGBDR por similaridade em uma base de imagens utilizando a técnica OMNI para reduzir o

custo computacional das operações de consulta.

1.3.2 OBJETIVOS ESPEĆIFICOS

• Modelar o banco de dados para atender a problemática apresentada;
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• Aplicar os extratores de caracteŕısticas das imagens utilizadas;

• Inserir no banco de dados as imagens e os valores de suas caracteŕısticas;

• Criar a estrutura OMNI necessária para a filtragem dos cálculos;

• Analisar e comparar os resultados obtidos.

1.4 ORGANIZAÇÃO DO TRABALHO

No Caṕıtulo 2 é feito a explanação de alguns conceitos necessários para o entendimento

e funcionamento da técnica. O Caṕıtulo 3 descreve detalhadamente as minúncias da técnica

OMNI, assim com as estruturas necessárias para a sua implementação. No Caṕıtulo 4 é feito

a ilustração e discussão dos resultados obtidos e no Caṕıtulo 5 são expostas as conclusões,

considerações finais deste trabalho e a indicação de posśıveis trabalhos futuros.
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2 CONCEITOS

O presente caṕıtulo aborda os conceitos utilizados para tratar o problema apresentado

no Caṕıtulo 1, assim como uma explanação sobre os extratores de caracteŕısticas de imagens

que foram utilizados e o estado da arte atual.

2.1 ESPAÇOS MÉTRICOS

Uma métrica em um doḿınio S é uma função d : S × S → R+ que associa a cada

par ordenado de elementos (s1, s2) um número real d(s1,s2) chamado de distância de s1 a s2,

e que atenda as propriedades definidas no espaço métrico (LIMA, 1977).

Um espaço métrico M é um par <S, d> no qual S é um conjunto de elementos e d

é uma métrica (ou função de distância). Esta distância d(s1,s2) pode ser compreendida como

uma medida de dissimilaridade entre dois elementos. Quanto menor esta distância entre dois

elementos, mais semelhantes eles são.

Definição 3. Seja S um conjunto não-vazio de elementos e d(s1,s2) uma métrica definida

sobre S × S. O par <S, d> é chamado de espaço métrico desde que d satisfaça as seguintes

propriedades:

1. d(s1,s1) = 0 (identidade);

2. Se s1 6= s2 então d(s1,s2) > 0 (não-negatividade);

3. d(s1,s2) = d(s2,s1) (simetria);

4. d(s1,s3) ≤ d(s1,s2) + d(s2,s3) (desigualdade triangular)

onde s1, s2, s3 ∈ S.

O conjunto de dados complexos a ser utilizado geralmente apresenta dimensões

elevadas, mas também podem não ter dimensão fixa. Para a utilização computacional destes

conceitos torna-se necessário o conceito de bola, empregado em espaços métricos. A seguinte

definição é baseada no livro de Shirali e Vasudeva (2005).

Definição 4. Seja <S, d> um espaço métrico. O conjunto

S(s0,r) = x ∈ S : d(s0, x) ≤ r, onde r > 0 e s0 ∈ S, (3)

é chamado de bola fechada de raio r e centro em s0.

A aplicação direta das propriedades do espaço métrico neste trabalho reside fortemente

na quarta propriedade apresentada pela Definição 3. A desigualdade triangular é fundamentada

na geometria euclidiana, na qual o comprimento de um lado de um triângulo não pode ser

maior do que a soma dos outros dois lados, como ilustra a Figura 4.



Caṕıtulo 2. CONCEITOS 18

Figura 4 – Exemplo geométrico da desigualdade triangular

Fonte: Autoria Própria

O emprego da desigualdade triangular neste trabalho será detalhado no Caṕıtulo 3.

2.2 FUNÇÕES DE DISTÂNCIA

Para verificar a similaridade entre dois elementos de um doḿınio, é utilizada uma

função de distância. Esta função recebe como parâmetro um par de elementos do conjunto e

retorna o valor da dissimilaridade entre eles. Quanto mais próximo de zero, mais similares os

elementos são.

A importância do uso de uma função de distância para este trabalho é fornecer uma

métrica de comparação entre os elementos complexos. Além de necessária para a consulta

por similaridade, sua propriedade de desigualdade triangular é utilizada para evitar cálculos

desnecessários, fornecendo uma métrica empregada pela técnica OMNI.

2.2.1 DISTÂNCIA MINKOWSKI

Dentre as funções de distância, será abordada a métrica Minkowski. Esta métrica é a

mais utilizada para cálculos de ı́ndice de similaridade pois é independente da origem do espaço

do conjunto de dados, e tem como resultado o valor da dissimilaridade entre dois elementos

(JAIN; DUBES, 1988).

Definição 5. Sejam s1 = {s11,s12,...,s1n} e s2 = {s21,s22,...,s2n} dois vetores de dimensio-

nalidade n pertencentes ao conjunto de elementos S, a distância Minkowski entre esses dois

elementos é dada por:

d(s1,s2) =
p

√√√√ n∑
i=1

|s1i − s2i|p (4)

A Figura 5 ilustra as diferentes formas geométricas geradas de acordo com a métrica

Lp utilizada. Para estes determinados valores de p, a distância Minkowski recebe nomes próprios

(distância City-Block para p = 1, distância Euclidiana para p = 2 e distância Chebyshev para

p =∞).
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Figura 5 – Ćırculos unitários em espaços bi-dimensionais para diferentes valores de p

Fonte: Autoria Própria

2.3 ESTRUTURAS DE INDEXAÇÃO

Dados complexos costumam apresentar tamanho f́ısico muito elevado quando com-

parados com dados numéricos ou pequenas cadeias de caracteres, que são os tipos de dados

mais comuns em bancos de dados tradicionais. Para responder consultas que envolvam dados

complexos, são necessários mais acessos a disco em relação a uma consulta que envolva tipos de

dados mais simples, como os previamente mencionados. Estes acessos são custosos e precisam

ser reduzidos para um melhor desempenho do banco.

Uma maneira de tornar o acesso a disco mais eficiente é evitar movimentar grandes

porções do banco de dados do disco para a memória, fazendo o uso de ı́ndices dentro do banco

de dados. Um ı́ndice em um SGBDR funciona de maneira semelhante a um ı́ndice de um livro.

Para procurar um tópico espećıfico, é posśıvel consultar o ı́ndice no fim do livro e descobrir qual

o número da página correspondente ao tópico, contornando a necessidade da leitura sequencial

do livro até o tópico procurado. Os ı́ndices são armazenados em ordem e apresentam um

tamanho muito menor do que um caṕıtulo do livro, reduzindo o esforço necessário para a sua

consulta (SILBERSCHATZ; KORTH; SUDARSHAN, 2011).

Mas ı́ndices também podem ser empregados para uso em memória RAM. Enquanto as

estruturas de indexação orientadas a disco são armazenadas em disco e apresentam um custo

elevado para serem acessadas, ı́ndices orientados a memória estão contidos na memória RAM,

assim não existem acessos a disco para serem minimizados. Assim, uma estrutura de indexação

em memória busca reduzir o tempo de computação geral enquanto usa o ḿınimo de memória

posśıvel. Estas estruturas armazenam ponteiros para as tuplas, que são menos custosos de

serem manipulados do que as tuplas (LEHMAN; CAREY, 1986).

Dentre as estruturas de indexação em disco para dados tradicionais, destacam-se a

B+-Tree e ı́ndices bitmap. Para indexação em memória, podem ser utilizadas estruturas como

B-Trees e arrays para preservar a ordenação natural dos dados, enquanto estruturas de hashing

(Chained Bucket Hashing, Linear Hashing e Extendible Hashing) aleatorizam os dados dentro

do ı́ndice.
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2.4 EXTRATORES DE CARACTEŔISTICAS

O principal foco deste trabalho é o emprego desta técnica para bases de dados

constitúıdas por imagens. Para isto, torna-se necessário o uso de uma miŕıade de extratores de

caracteŕısticas das imagens, para um maior refinamento do uso de consultas por similaridade.

Estas caracteŕısticas podem se referir a: atributos visuais (cor, forma, textura), atributos lógicos

(identificação de elementos) e atributos semânticos (identificação de emoções humanas).

As caracteŕısticas visuais podem ser utilizadas como histogramas de cores para a

análise de cor, matrizes de co-ocorrência para a análise de textura e métodos baseados em

contorno para a análise de forma.

Dado uma palheta discreta de cores definida por alguns eixos de cor, o histograma de

cores é obtido através da discretização das cores da imagem e contagem do número de vezes

que cada cor discreta ocorre na matriz da imagem (SWAIN; BALLARD, 1991). As vantagens

do uso do histograma de cores é a sua simplicidade computacional e pouca sensibilidade a

alterações na imagem (rotação e translação), particularmente útil para a representação de

objetos tridimensionais. Entretanto, duas imagens completamente diferentes podem apresentar

o mesmo histograma de cores.

A forma de um objeto é uma das suas caracteŕısticas visuais mais importantes e intuiti-

vas ao olho humano. A forma pode ser caracterizada como a silhueta de um objeto. Geralmente

a forma é considerada arquétipo de objetos pertencentes a mesma classe (felinos, cańıdeos,

aves...) e tem a sua utilização em uma grande quantidade de resolução de problemas como

análise de documentos, artes visuais e segurança (ANDALÓ et al., 2010). Suas caracteŕısticas

podem ser extráıdas da forma de histogramas de gradiantes orientados (TOMASI, 2012), ou

na forma caracteŕısticas de regiões como área, excentricidade e área convexa.

Para a análise de textura, o objetivo e conseguir distinguir regiões que apresentam

cores similares (como folhagem e grama), analisando o padrão de variação dessas cores. A

técnica mais utilizada analisa conjunto de pares de pixels da imagem em tons de cinza e monta

estruturas com informações caracteŕısticas. A principal estrutura utilizada nesta técnica é a

”Matriz de co-ocorrência”, e a sua utilização é a identificação de padrões em uma imagem,

sendo considerada crucial para pesquisas por similaridade em imagens médicas (GLATARD;

MONTAGNAT; MAGNIN, 2004).

Diversas medidas que podem ser extráıdas pela análise de textura estão presentes no

trabalho de Haralick, Shanmugam e Dinstein (1973). Algumas das métricas extráıdas da análise

das matrizes de co-ocorrência são relacionadas com caracteŕısticas espećıficas da textura da

imagem como homogeneidade, contraste e a presença de estruturas organizadas dentro da

imagem. Outras métricas caracterizam a complexidade e a natureza das transições dos tons de

cinza presentes na imagem, como a entropia.
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3 TÉCNICA OMNI

Neste caṕıtulo será explanada a técnica OMNI, mencionada previamente nos Caṕıtulos

1 e 2. A técnica OMNI, sua concepção, construção e uso é retirada do trabalho de SANTOS

FILHO et al. (2001) e TRAINA JUNIOR et al. (2007).

3.1 CONCEITOS E DEFINIÇÕES OMNI

Como apresentado anteriormente, a técnica OMNI baseia-se em em uma série de

elementos chamada de OMNI-focos. Estes focos são elementos presentes na base de dados pre-

viamente escolhidos, e possuem como função servirem de marco para o cálculo das coordenadas

Omni de cada elemento presente no banco.

Definição 6. Seja um espaço métrico M =< S,d >, uma base de focos OMNI é um conjunto

F = {f1, f2, ..., fl|fk ∈ S, fk 6= fj, l ≤ N} onde cada fk é um foco (ou ponto focal) de S, l

é o número de focos da base de focos e N é o número de elementos da base de dados.

Definição 7. Dado um objeto si ∈ S e a base de focos OMNI F , as coordenadas OMNI Ci

do objeto é o conjunto de distâncias de si para cada foco em F :

Ci = {< fk, d(fk, si) >,∀fk ∈ F} (5)

Para distinguir a distância d(fk, si) como uma coordenada, é utilizada a notação

dfk(si) = d(fk, si).

Quando um novo objeto é inserido na base de dados, as suas coordenadas OMNI são

calculadas e armazenadas. Em uma pesquisa por similaridade, estas coordenadas são utilizadas

para podar o número de cálculos de distância, como ilustrado pela Figura 3.

O custo associado a utilização da técnica OMNI provém de duas fontes: o tempo para

calcular as coordenadas OMNI (cálculo da distância entre o elemento inserido e cada um dos

focos) e o espaço f́ısico necessário para armazenar a estrutura OMNI, geralmente armazenada

em disco. Como o número de focos necessários usualmente é baixo, estes custos atrelados a

técnica OMNI são menores do que o ganho de desempenho nas consultas.

3.2 USO DA BASE DE FOCOS

Os problemas entre a escolha da base de focos F e a sua cardinalidade l são

intimamente relacionados. Quanto mais focos, mais espaço e tempo para processamento é

necessário. Por isso, é necessário maximizar o ganho de desempenho com a menor quantidade

posśıvel de focos.

Definição 8. Dado uma base de focos OMNI F = {f1, f2, ..., fl} e uma coleção de objetos

A = {x1,x2,...,xn} ⊂ S, a região OMNI de delimitação ḿınima (minimum bounding OMNI
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region - mbOr) de A é definido como a interseção dos intervalos métricos RA = | l1Ii, onde

Ii = [min(d(fi,xj)),max(d(fi,xj))], 1 ≤ i ≤ l, 1 ≤ j ≤ n.

A ideia gráfica de uma mbOr foi previamente apresentada na Figura 3 para o caso

de uma consulta utilizando um único foco. É posśıvel ver que a mbOr sempre inclui todos

os elementos do conjunto-resposta, mas pode incluir elementos que não são pertinentes ao

conjunto-resposta (alarmes falsos). Embora seja necessária mais uma etapa de cálculo de

distâncias (etapa de refinamento), o número de cálculos é reduzido drasticamente com o uso

da mbOr.

Uma mbOr pode ser reduzida ainda mais com o uso de múltiplos focos, como ilustra

a Figura 6.

Figura 6 – Consulta por abrangência pela técnica OMNI utilizando dois focos

sq

ξ

Fonte: Autoria Própria

Considerando a faḿılia Minkowski de distâncias (métricas Lp), um número de focos

correspondente ao valor da dimensão intŕınseca da base de dados acrescido de um (dDe+ 1)

seria o suficiente para maximizar a performance da técnica OMNI. O uso de mais focos do que

o necessário traria pouca ou nenhuma redução à mbOr. Este valor da dimensão intŕınseca pode

ser obtido através da técnica de box-counting (BLOCK; BLOH; SCHELLNHUBER, 1990).

3.3 ESCOLHA DOS FOCOS

Para a escolha dos focos OMNI, o elemento candidato a foco deve pertencer a base

de dados. Isso se deve ao fato de que algumas vezes é imposśıvel sintetizar um objeto de

uma base de dados, como uma impressão digital. O algoritmo utilizado para o encontro dos

focos é o algoritmo Hull of Foci - HF, presente no trabalho de TRAINA JUNIOR et al. (2007).
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Esse algoritmo procura aleatoriamente um elemento s1, encontra o elemento f1 mais distante

daquele e o seleciona como o primeiro foco. Após isso, procura pelo elemento f2 mais longe de

f1 e o seleciona como o segundo foco, e armazenando a distância entre eles como borda.

O próximo foco é o elemento com as distâncias mais similares aos outros focos

previamente escolhidos. Para cada objeto si não escolhido como foco ainda, o erro da distância

em relação à borda é:

erroi =

kfoco∑
k

|borda− d(fk, si)| (6)

Algoritmo 1: Algoritmo Hull of Foci

Input: a base de dados S e o número de focos l
Output: base de focos OMNI F
Ińıcio
1.Selecione aleatoriamente um objeto si ∈ S.
2.Encontre o objeto f1 mais longe de si. Insira f1 em F .
3.Encontre o objeto f2 mais longe de f1. Insira f2 em F .
4.Defina borda = d(f1,f2), usada para calcular erroi.
while existirem focos a serem determinados do

5.Para cada si ∈ S, si /∈ F : calcule erroi.
6.Selecione si ∈ S de tal modo que erroi seja ḿınimo.
7.Insira si em F .

end

O algoritmo HF requer l ∗ N cálculos de distância. O Algoritmo 1 mostra que as

etapas 3 e 5 são cálculos necessários para a determinação das coordenadas OMNI de cada

objeto. Isso mostra que o algoritmo HF também prepara as coordenadas OMNI da base de

dados. Outro fato importante é o da base de focos OMNI ser invariável a operações de inserção

ou remoção na base.

3.4 INDEXAÇÃO DAS COORDENADAS OMNI

Objetos em um espaço métrico não são ordenáveis, portanto métodos de acesso

baseados na propriedade de ordenação total como B-Trees não podem ser utilizados diretamente

para a sua indexação. No entanto, as distâncias dfk(si) de cada foco f para a base de objetos

pode ser ordenada e indexada por estruturas B-Tree. Assim, é posśıvel armazenar as coordenadas

OMNI em um conjunto de h B-Trees, sendo h o número de focos da base. Cada nó da k-ésima

B-Tree é composto pela distância dfk(si) e o identificador interno do objeto IOid(si). Este

conjunto de B-Trees é chamado de OMNIB-Forest, e fornece um suporte efetivo para bases de

dados imersas em um espaço métrico, utilizando recursos nativos a SGBDRs.

Um exemplo do uso das coordenadas OMNI para a filtragem inicial do cálculo de

distância dos objetos da base em relação ao elemento central da consulta no caso de uma

consulta por abrangência pode ser visto abaixo.
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Figura 7 – Base de elementos de exemplo para uma consulta por abrangência utilizando um
foco

y

x
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10 20 30

Fonte: Autoria Própria

A Figura 8 representa a OMNIB-Tree utilizada para armazenar as coordenadas OMNI

dos objetos da base em relação ao foco f1. Nela foram armazenadas a distância do objeto si

até o foco, e um identificador do objeto.

Figura 8 – OMNIB-Tree utilizada para o exemplo

Fonte: Autoria Própria

A partir de uma análise geométrica, é posśıvel perceber que um elemento candidato a

estar presente no conjunto de resposta deve ter a sua distância em relação ao foco maior ou

igual a distância do elemento central de consulta menos o valor do raio da consulta, formando,

assim, um limite inferior. Analogamente, o limite superior pode ser definido utilizando a distância

do elemento central da consulta até o foco mais o valor do raio da consulta.

|d(fk, sq)− ξ| ≤ d(fk, si) ≤ |d(fk, sq) + ξ| (7)
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Figura 9 – Análise geométrica dos limites dos elementos candidatos

Fonte: Autoria Própria

A Figura 9 ilustra a utilização da propriedade da desigualdade triangular para a etapa

de filtragem. Tomando o elemento s3 como referência e a equação da desigualdade triangular

apresentada na Definição 3, é posśıvel definir que:

df1(s3) ≤ df1(sq) + d(s3, sq) (8)

d(s3, sq) ≥ |df1(s3)− df1(sq)| (9)

Utilizando o conceito de bola apresentado pela Definição 4, se o elemento s3 só pode

pertencer a bola de consulta se a distância d(s3, sq) for menor do que o raio de consulta ξ. Com

a Equação 9, é posśıvel definir que o elemento está fora do conjunto de elementos candidatos

se:

|df1(s3)− df1(sq)| ≥ ξ (10)

Sabendo que a distância df1(sq) é de 23 unidades e o raio da consulta por abrangência

é de 8 unidades, utilizando a Equação 7 é posśıvel determinar que a distância d(fk, si) do

elemento candidato precisa ser ≥ 15 e ≤ 31. Utilizando a OMNIB-Tree criada para o foco f1,

é posśıvel encontrar os elementos candidatos que prosseguirão para a etapa de refinamento,

sendo eles: s4, s5, s6, s7, s8, s9. É posśıvel notar que estes candidatos estão em conformidade

com o que foi previsto utilizando uma análise geométrica fornecida pela Figura 9. Também é
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posśıvel verificar a validade da Equação 10, pois esta fornece o mesmo conjunto de elementos

encontrados com a análise geométrica.

É importante notar que nem todos os elementos selecionados durante a etapa de

filtragem da técnica OMNI pertencem ao conjunto resposta. Na mbOr, pode ocorrer a presença

de elementos que não estão dentro da bola da consulta por abrangência (alarmes falsos). Para

minimizar o número de alarmes falsos, múltiplos focos podem ser utilizados, como demonstrado

pela Figura 10. Para este exemplo, o elemento s10 é escolhido como um novo foco f2. O

elemento s6 é descartado antes da etapa de refinamento, o que não acontece para uma filtragem

utilizando um único foco.

Figura 10 – Etapa de filtragem com dois focos

Fonte: Autoria Própria
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4 RESULTADOS

Este caṕıtulo ilustra como foram feitas as etapas de implementação, detalhando alguns

fatores importantes nos códigos utilizados, métodos para a descoberta ótima do número de

focos para cada base, assim como uma breve explicação sobre as bases de dados utilizadas

e algumas das métricas empregadas. Também apresenta os resultados obtidos, e análises

pertinentes a estes resultados, estabelecendo um comparativo com as técnicas convencionais de

pesquisa por similaridade. Todos os resultados foram extráıdos utilizando o SGBD PostgreSQL

10.3 em conjunto com o aplicativo pgAdmin 4 versão 2.1, responsável pela interface com o

banco de dados. O hardware utilizado para as pesquisas é um Intel R© Core i7TM 7700HQ 2.8

GHz possuindo 16 GB de memória RAM. O sistema operacional utilizado foi o Windows 10

Home Edition.

4.1 BASES DE DADOS

Foram utilizadas duas bases de dados complexas distintas para a verificação deste

trabalho: uma base de imagens de cães e gatos, e uma base de dados extráıdos de exames

médicos de imagem.

4.1.1 BASE CAT DOG

Esta base de dados é dividida entre conjunto de teste e conjunto de treinamento, e

encontra-se dispońıvel em <https://www.kaggle.com/c/dogs-vs-cats>. A base originalmente

foi criada para uma competição promovida pela comunidade de cientistas de dados conhecida

como Kaggle, aonde o objetivo era criar o algoritmo que conseguisse classificar imagens entre

fotografias ou desenhos de gatos ou cachorros com o maior ı́ndice de acerto.

Para a verificação da técnica implementada, foi utilizado o conjunto de imagens de

treino, com 25000 imagens, divididas igualmente entre cães e gatos. Tornou-se necessário a

remoção de 3 imagens que eram pequenas demais e impossibilitavam a segmentação destas

na etapa de processamento de imagens. As imagens foram processadas e tiveram as suas

caracteŕısticas extráıdas e inseridas no banco de dados.

https://www.kaggle.com/c/dogs-vs-cats
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(a) cat.325 (b) cat.6243

(c) dog.2032 (d) dog.10641

Figura 11 – Exemplos de imagens da base CAT DOG

A etapa de processamento das imagens constituiu-se de uma filtragem de cada imagem,

seguida da sua segmentação e extração das caracteŕısticas utilizadas. Para a filtragem, foi

realizada uma suavização em cada imagem utilizando um filtro de Gauss para a remoção de

posśıveis rúıdos que atrapalhariam a segmentação da imagem (SONKA; HLAVAC; BOYLE,

2014).

Após a etapa de filtragem, foi feita a segmentação de cada imagem da base, visando

separar as regiões de interesse (foreground) de partes da imagem que não são relevantes

para o processamento (background). Dentre as diversas técnicas de segmentação de imagens

existentes, foi escolhida a técnica de segmentação por limiar utilizando o método de Otsu. A

técnica de Otsu é um método baseado em classificação que procura encontrar um limiar que

minimiza a variância intra-classe, definida como uma soma ponderada das variâncias de duas

classes (OTSU, 1979).

Com as imagens segmentadas, foram aplicados os extratores de caracteŕısticas menci-

onados previamente na Seção 2.4. As caracteŕısticas escolhidas para cor foram a média e a

variância do valor dos pixels em cada um dos três canais, para textura foram dissimilaridade,

contraste e correlação, e para a caracteŕıstica de forma foram utilizadas métricas como área,

excentricidade e a razão área sobre área convexa. As etapas de processamento e extração de

caracteŕısticas foram realizadas utilizando a linguagem Python versão 3.5, com o aux́ılio da

biblioteca de manipulação de imagens scikit-image.

4.1.2 BASE HC

A base HC foi fornecida pelo Hospital das Cĺınicas de Ribeirão Preto, e ela consiste

em 500000 imagens com as suas caracteŕısticas já extráıdas de uma base de imagens no

formato DICOM. Embora ela seja uma base não-sintética, não foram fornecidos as imagens

correspondentes aos vetores de caracteŕısticas, tornando-se assim imposśıvel realizar uma análise

qualitativa sobre a taxa de acerto nas buscas por similaridade mas ainda é posśıvel verificar o
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tempo de consulta nesta base, fator este que é o interesse deste trabalho.

Os dados se encontram na forma de vetores, com a primeira posição sendo um número

inteiro utilizado como um identificador da coluna seguido por um vetor de 256 números decimais,

representando as caracteŕısticas extráıdas de 256 tons de cinza de cada imagem. Embora esta

base não possua as imagens correspondentes aos dados extráıdos, o seu tamanho e a sua

complexidade são maiores do que a base apresentada em 4.1.1, tornando mais evidente os

ganhos de performance nas consultas por similaridade utilizando a técnica proposta.

4.2 MÉTRICAS DOS TESTES

As métricas utilizadas nos testes foram os tempos gastos pelo pgAdmin para planejar

e executar as consultas. Estas métricas foram adquiridas através dos comandos EXPLAIN

ANALYZE seguido da consulta a ser realizada, como por exemplo abaixo.

Código 1 – Exemplo de comando utilizado para a visualização das métricas de performance

1 EXPLAIN ANALYZE SELECT ∗ FROM rangeOmniHCF2(12345, 30) −−parmetros são (centro, raio)

Os testes foram feitos escolhendo um centro de pesquisa aleatoriamente, e variando

os parâmetros de raio para o caso da consulta por abrangência, e os valores de k para uma

consulta do tipo k-vizinhos mais próximos. Também foi utilizado o número de podas de cálculos

desnecessários de distância, conseguidos pela técnica aplicada neste trabalho.

4.2.1 EXPLAIN ANALYZE

O comando EXPLAIN ANALYZE utilizado para a verificação dos tempos gastos pelo

SGBD para a realização das consultas é nativo exclusivamente do PostgreSQL. O comando é

utilizado para mostrar o plano de execução gerado para uma declaração, sem executá-la. As

tabelas referenciadas, assim como algoritmos de junção ou ı́ndices utilizados são explicitados pelo

EXPLAIN (POSTGRESQL, 2017). Em associação com o comando ANALYZE, a declaração

também é executada e as estat́ısticas relacionadas ao tempo de execução atuais são mostradas

para o usuário, divididas entre templo de planejamento e tempo de execução.

4.2.1.1 TEMPO DE PLANEJAMENTO

O tempo de planejamento (planning time) é o tempo gasto pelo SGBD para planejar

a maneira mais rápida de executar a consulta. O plano escolhido é aquele que possui a

execução estimada menos custosa dentre diversos outros planos testados pelo planejador. No

contexto deste trabalho, o tempo de planejamento é pequeno o bastante para ser desprezado,

representando um pouco mais de 1% do tempo gasto no caso da consulta mais rápida, e menos

de 0,001% no caso mais lento. Os tempos de planejamento ficaram em uma média de 0.023

ms para pesquisas na base CAT DOG e 0.027 ms para pesquisas na base HC.
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4.2.1.2 TEMPO DE EXECUÇÃO

O tempo de execução (execution time) representa o tempo em que o sistema leva

para executar o plano de consulta escolhido, além do tempo gasto para retornar a resposta

da consulta para o usuário. Para o mérito de análise do ganho de performance utilizando a

técnica OMNI, esta será a métrica utilizada. Este tempo é influenciado pela complexidade da

consulta, tamanho da base de dados, presença ou não de ı́ndices e hardware utilizado para a

sua execução.

4.3 NÚMERO DE FOCOS

Como mencionado no Caṕıtulo 3, a escolha do número de focos impacta diretamente

na performance da técnica OMNI. Se o número for menor que o ótimo, a mbOr torna-se muito

grande, e o número de podas de cálculos diminui, aumentando assim o tempo de execução. Se

o número de focos for maior que o ótimo, existe pouca variação na mbOr mas o número de

cálculos necessários para descobrir a pertinência na região aumenta, aumentando o tempo de

execução. O cálculo da dimensão intŕınseca da base de dados pela técnica de box-counting não

é realizável para bases que apresentam clusters pois os pontos de dados residem apenas em

algumas das caixas utiliazadas pela técnica (MO; HUANG, 2012) e normalizar as coordenadas

de uma base de dados deste tipo seria alterar as informações originais salvas nas tabelas,

alterando assim o dado armazenado. Uma solução proposta por este trabalho provém da

contagem do número de podas.

O número ótimo de focos é obtido analisando um gráfico do número de podas em

relação ao número de focos utilizados. Um número ótimo de focos é aquele que produz

um número suficiente de podas sem afetar o desempenho para a aplicação delas. Como

ilustrado pelas Figuras 12 e 13, os números ótimos de focos para as bases HC e CAT DOG são

respectivamente 2 e 1.
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Figura 12 – Número de podas por focos utilizados para a base HC
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Figura 13 – Número de podas por focos utilizados para a base CAT DOG
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4.4 SCRIPTS SQL

Os scripts necessários para a parte de manipulação do banco de dados foram todos

escritos em PLPGSQL, uma linguagem estrutural estendida da SQL, desenvolvida para o uso

no SGBD PostgreSQL. Também foi utilizada a extensão cube presente no PostgreSQL, para o

cálculo das distâncias. Aqui serão discutidos apenas alguns scripts mais importantes para a

análise de resultados. Os demais códigos encontram-se integralmente nos Apêndices A. Para
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fins de otimização dos scripts (tanto sequenciais ou OMNI), tornou-se necessário a criação de

uma função para cada par (atributo, distância) envolvendo a base de dados CAT DOG.

4.4.1 SCRIPTS SEQUENCIAIS

Os scripts sequenciais das consultas realizam a pesquisa vasculhando toda a base de

dados, e retornando os elementos que fazem parte do critério de seleção, seja dentro do raio

de abrangência indicado, ou dentre os k elementos mais próximos do elemento central. Abaixo,

códigos utilizados para consultas sequenciais na base CAT DOG.

Código 2 – Consulta por abrangência sequencial utilizando forma e distância euclidiana

1 CREATE OR REPLACE FUNCTION rangeQueryShapeL2 (center id integer, radius FLOAT8)

2 RETURNS SETOF genericQuery AS $$

3 BEGIN

4 RETURN QUERY SELECT DISTINCT ∗ FROM

5 (SELECT T2.id ft, (cube(T1.feature) <−> cube(T2.feature)) AS dist −− <−> indica calculo de

6 FROM SHAPE T1, SHAPE T2 WHERE T1.id ft = center id) −− distancia L2

7 AS quer WHERE dist <= radius ORDER BY dist;

8 END;$$

9 LANGUAGE PLPGSQL;

Código 3 – Consulta k-vizinhos mais próximos sequencial utilizando cor e distância city-block

1 CREATE OR REPLACE FUNCTION kNNColorL1 (center id integer, k neigh integer)

2 RETURNS SETOF genericQuery AS $$

3 BEGIN

4 RETURN QUERY SELECT ∗ FROM

5 (SELECT T2.ID FT, (cube(T1.feature) <#> cube(T2.feature)) AS dist −− <#> indica calculo de

6 FROM COLOR T1, COLOR T2 WHERE T1.id ft = center id −− distancia L1

7 AND T1.ID FT <> T2.ID FT) as quer

8 ORDER BY dist LIMIT k neigh;

9 END;$$

10 LANGUAGE PLPGSQL;

Como a base HC apresenta apenas uma caracteŕıstica extráıda, foram necessárias

apenas 3 funções, uma para cada distância Minkowski utilizada.

Código 4 – Consulta por abrangência sequencial utilizando distância Chebyshev para a base HC

1 CREATE OR REPLACE FUNCTION rq HC LInf (center id integer, radius FLOAT8)

2 RETURNS SETOF genericQuery AS $$

3 BEGIN

4 RETURN QUERY SELECT DISTINCT ∗ FROM

5 (SELECT T2.COD, (cube(T1.feature) <=> cube(T2.feature)) AS dist −− <−> indica calculo de

6 FROM HC TABLE T1, HC TABLE T2 WHERE T1.cod = center id) as quer −− distancia Chebyshev

7 WHERE dist <= radius ORDER BY dist;

8 END;$$

9 LANGUAGE PLPGSQL;

4.4.2 SCRIPTS OMNI

Para um melhor uso do ganho de desempenho proposto pela técnica OMNI, observou-se

a necessidade de criação de uma função para cada tripla (atributo, distância, número de focos).



Caṕıtulo 4. RESULTADOS 33

Isto se deve ao fato de que funções em SQL que possuem o ńıvel de flexibilidade necessário para

a passagem de parâmetros como atributo, distância e número de focos utilizados, apresentam

uma performance muito inferior quando comparadas com as suas versões hard-coded. Além

disso, a técnica OMNI exige uma preparação inicial do banco e a criação das suas estruturas,

como mencionado na Seção 1.2. Os scripts necessários para essa preparação encontram-se no

Apêndice A. Abaixo, códigos utilizados para as consultas OMNI.

Código 5 – rangeOmni utilizando 1 foco para a base CAT DOG

1 CREATE OR REPLACE FUNCTION rangeOmniShapeL2F1 (center id integer, radius FLOAT8)

2 RETURNS SETOF genericQuery AS $$

3 DECLARE rec id RECORD; feature aux FLOAT8[]; distance FLOAT8; dist fc FLOAT8;

4 BEGIN

5 SELECT T1.feature INTO feature aux FROM Shape T1 WHERE T1.id ft = center id;

6 SELECT dist l2 INTO dist fc FROM SHAPE F BASE where id feature = center id;

7 FOR rec id IN SELECT id feature FROM SHAPE F BASE

8 WHERE ((dist l2 < (radius + dist fc)) AND (dist l2 > dist fc − radius)) LOOP

9 SELECT (cube(feature aux) <−> cube(feature))

10 INTO distance FROM SHAPE T1

11 WHERE rec id.id feature = T1.id ft ;

12 IF ( distance < radius) THEN

13 RETURN NEXT (rec id.id feature, distance);

14 END IF;

15 END LOOP;

16 END;$$

17 LANGUAGE PLPGSQL;

Alguns elementos importantes do Código 5 requerem uma explanação. Na linha 3

nota-se a criação de variáveis para o armazenamento de alguns dados lidos. Isto é necessário

para armazenar informações importantes para a consulta em memória, evitando assim o acesso

desnecessário a disco que é mais custoso que o acesso à memória. A linha 8 é a responsável

pela checagem da pertinência à mbOr, dada pela desigualdade triangular indicada pela Equação

7. Da linha 9 até a linha 13 nota-se a etapa de refinamento da técnica, necessária para eliminar

elementos que não fazem parte do conjunto-resposta.

Códigos que utilizam mais de um foco apresentam a mesma estrutura, sendo a

única diferença a interseção das múltiplas regiões, necessitando l comparações de desigualdade

triangular, sendo l o número de focos da base. Essa diferença é ilustrada na linha 10 do Código 6.
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Código 6 – rangeOmni utilizando 2 focos para a base HC

1 CREATE OR REPLACE FUNCTION rangeOmniHCL2F2 (center id integer, radius FLOAT8)

2 RETURNS SETOF genericQuery AS $$

3 DECLARE rec id RECORD; feature aux FLOAT8[]; distance FLOAT8; dist fc FLOAT8[];

4 BEGIN

5 SELECT T1.feature INTO feature aux FROM HC TABLE T1 WHERE T1.cod = center id;

6 dist fc = ARRAY(SELECT DISTINCT dist l2 FROM HC F BASE WHERE id feature = center id);

7 FOR rec id IN SELECT id feature FROM HC F BASE

8 WHERE ((dist l2 < (radius + dist fc [1]) )

9 AND (dist l2 > dist fc [1] − radius))

10 INTERSECT (SELECT id feature FROM HC F BASE

11 WHERE ((dist l2 < (radius + dist fc [2]) )

12 AND (dist l2 > dist fc [2] − radius))) LOOP

13 SELECT (cube(feature aux) <−> cube(feature)) INTO distance

14 FROM HC TABLE T1 WHERE rec id.id feature = T1.cod ;

15 IF ( distance < radius) THEN

16 RETURN NEXT (rec id.id feature, distance);

17 END IF;

18 END LOOP;

19 END;$$

20 LANGUAGE PLPGSQL;

4.5 TEMPOS DE CONSULTAS

Os tempos de consultas foram extráıdos como explicados na Seção 4.2. Os resultados

foram obtidos através de uma média de 10 medições distintas. É importante ressaltar que

diferentes caracteŕısticas como textura, cor e forma não apresentam alterações significativas

nos tempos de consulta, e a métrica de interesse analisada foi o tempo de execução. As tabelas

são constitúıdas pela média dos tempos, desvio padrão das medições e número de cálculos de

distância entre vetores de caracteŕısticas evitados com a utilização da técnica OMNI.

4.5.1 TEMPO DE CONSULTA POR ABRANGÊNCIA

Os valores dos centros de pesquisa foram escolhidos aleatoriamente antes do ińıcio

dos testes, e o mesmo valor de centro foi utilizado para melhor comparação dos resultados. A

Tabela 1 mostra os resultados obtidos para a base CAT DOG, com Sq = 42412, ξ = 100 e

utilizando a caracteŕıstica de forma.

Tabela 1 – Busca por abrangência - CAT DOG - L1 - FORMA.

Tempo de Execução(ms) σ No Podas de Cálculos

Sequencial 8,721 0,764 -
OMNI 1 Foco 1,747 0,098 24935
OMNI 2 Focos 5,201 0,752 24935
OMNI 3 Focos 7,606 0,425 24935
OMNI 4 Focos 10,107 0,633 24935
OMNI 5 Focos 12,271 0,493 24935
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É posśıvel notar que a melhor performance foi obtida com o número ótimo de focos

ilustrado pela Figura 13. E isto também pode ser observado nas Tabelas 2 e 3, que contém os

resultados do mesmo experimento anterior, mas para as distâncias L2 e L∞.

Tabela 2 – Busca por abrangência - CAT DOG - L2 - FORMA.

Tempo de Execução(ms) σ No Podas de Cálculos

Sequencial 8,728 0,692 -
OMNI 1 Foco 1,825 0,502 24935
OMNI 2 Focos 4,988 0,439 24935
OMNI 3 Focos 7,525 0,352 24935
OMNI 4 Focos 8,994 0,805 24935
OMNI 5 Focos 11,591 1,091 24935

Tabela 3 – Busca por abrangência - CAT DOG - L∞ - FORMA.

Tempo de Execução(ms) σ No Podas de Cálculos

Sequencial 8,805 0,834 -
OMNI 1 Foco 2,051 0,180 24935
OMNI 2 Focos 4,638 0,577 24935
OMNI 3 Focos 8,563 0,518 24935
OMNI 4 Focos 9,651 0,470 24935
OMNI 5 Focos 11,626 0,698 24935

Outro fator a ser notado é o número de podas permaneceu constante independente

do tipo de distância utilizada. Isto se deve ao fato do valor das distâncias não variarem muito

com diferentes distâncias Minkowski para esta base de dados. As Tabelas 4 e 5 exemplificam o

fato de que diferentes caracteŕısticas utilizadas não alteram significativamente a performance

das consultas, como dito no ińıcio da Seção 4.5. Para essa consulta, foram utilizados Sq =

42413 e 42414 (caracteŕıstica de textura e cor referente a mesma imagem da caracteŕıstica de

forma com identificador = 42412) e ξ = 100.

Tabela 4 – Busca por abrangência - CAT DOG - L1 - TEXTURA.

Tempo de Execução(ms) σ No Podas de Cálculos

Sequencial 8,710 0,759 -
OMNI 1 Foco 1,531 0,066 24950
OMNI 2 Focos 4,512 0,204 24950
OMNI 3 Focos 6,838 0,574 24950
OMNI 4 Focos 9,447 0,449 24950
OMNI 5 Focos 11,182 0,848 24950
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Tabela 5 – Busca por abrangência - CAT DOG - L1 - COR.

Tempo de Execução(ms) σ No Podas de Cálculos

Sequencial 8,334 0,563 -
OMNI 1 Foco 1,675 0,064 24923
OMNI 2 Focos 4,819 0,769 24923
OMNI 3 Focos 8,073 1,021 24923
OMNI 4 Focos 9,628 0,798 24923
OMNI 5 Focos 12,925 0,931 24923

Para a base HC, também é posśıvel verificar o ganho de performance obtido pela

técnica OMNI. Como a base é significativamente maior e os dados mais complexos, o ganho de

performance é mais notável, como ilustram as Tabelas 6 e 7. Estas tabelas foram constrúıdas

utilizando consultas com Sq = 49628 e ξ = 20. Novamente, a melhor performance pode ser

observada com o número ótimo de focos indicado pela Figura 12.

Tabela 6 – Busca por abrangência - HC - L1.

Tempo de Execução(ms) σ No Podas de Cálculos

Sequencial 4566,851 55,620 -
OMNI 1 Foco 448,105 61,540 484381
OMNI 2 Focos 292,709 6,514 490599
OMNI 3 Focos 361,712 20,212 499406
OMNI 4 Focos 462,795 29,795 499845
OMNI 5 Focos 882,159 57,251 499937

Tabela 7 – Busca por abrangência - HC - L2.

Tempo de Execução(ms) σ No Podas de Cálculos

Sequencial 4310,409 62,720 -
OMNI 1 Foco 1215,435 70,082 422246
OMNI 2 Focos 307,757 28,476 484381
OMNI 3 Focos 556,683 12,197 485574
OMNI 4 Focos 598,664 12,197 488229
OMNI 5 Focos 952,008 69,678 488841

A técnica OMNI aplicada com a consulta por k-vizinhos mais próximos não conseguiu

trazer resultados mais rápidos do que a consulta sequencial. Isto se deve ao fato de que esta con-

sulta efetua uma busca por abrangência em torno do elemento central de pesquisa, e retorna os k

valores mais próximos. Para isto, o valor do raio utilizado deve ser grande o bastante para retornar

um número razoável de elementos. O Código 7 ilustra como foram feitas as consultas OMNI-kNN.
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Código 7 – kNN-OMNI utilizando 2 focos para a base HC

1 CREATE OR REPLACE FUNCTION kNNOmniHCL2F2 (center id INTEGER, k value INTEGER)

2 RETURNS SETOF genericQuery AS $$

3 DECLARE radius FLOAT8 := 100;

4 BEGIN

5 RETURN QUERY SELECT ∗
6 FROM rangeOMNIHCL2F2(center id,radius)

7 ORDER BY distance LIMIT k value;

8 END;$$

9 LANGUAGE PLPGSQL;

Outra forma implementada foi a expansão do raio em tempo de execução da consulta,

caso seja pequeno demais para retornar os k elementos necessários, mas este método provou

ser ainda menos eficiente que o previamente mencionado. A Tabela 8 contém os valores dos

tempos de execução de uma consulta OMNI-kNN com sq = 75003, k = 30. O valor de ξ

utilizado para efetuar a consulta foi de 100.

Tabela 8 – Busca kNN - HC - L2.

Tempo de Execução(ms) σ

Sequencial 4733,579 95,759
OMNI 1 Foco 6519,995 193,602
OMNI 2 Focos 6341,987 80,343
OMNI 3 Focos 7490,256 315,843
OMNI 4 Focos 7548,550 483,137
OMNI 5 Focos 10348,541 219,494

O uso da distância L∞ na base de dados HC provou ser inviável. A distância Minkowski

com p =∞ essencialmente mede a maior diferença de valores entre duas dimensões quaisquer

de dois pontos. Como a base possui os valores dos seus atributos entre 0 e 256, esta distância

geralmente convergia para 256, tornando boa parte da base igualmente espaçada entre si, e

entre os focos. Isto dificulta a poda de elementos, tornando a técnica ineficaz nesta situação.

4.6 ANÁLISE QUALITATIVA DAS CONSULTAS

As consultas tanto sequenciais como OMNI retornam o mesmo resultado, sendo a

diferença apenas a velocidade de execução da consulta. O foco deste trabalho mantém-se

apenas nos tempos das consultas, mas para ilustrar como seriam o retorno dessas consultas,

seguem abaixo alguns exemplos de consultas nas três caracteŕısticas da base CAT DOG.
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(a) cat.50 - Sq (b) cat.9211 (c) dog.10089

(d) dog.3125 (e) cat.5010 (f) cat.4258

Figura 14 – Exemplo de consulta por abrangência utilizando Forma

(a) dog.6431 - Sq (b) cat.3864 (c) cat.6114

(d) cat.8027 (e) dog.12048 (f) dog.4639

Figura 15 – Exemplo de consulta por abrangência utilizando Textura
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(a) dog.11868 - Sq (b) cat.12219 (c) dog.9322

(d) cat.9185 (e) cat.4439 (f) dog.10028

Figura 16 – Exemplo de consulta por abrangência utilizando Cor

4.7 LIMITAÇÕES DA TÉCNICA

Embora a técnica OMNI mostrou-se eficaz para consultas por abrangência mesmo em

bases pequenas e com baixo ńıvel de complexidade, algumas limitações são inerentes à natureza

da técnica. A principal limitação é em relação ao tamanho do raio ξ empregado em consultas

OMNI. Quanto maior o raio, menos elementos são descartados pela etapa de poda, sendo

necessário mais cálculos de pertinência à mbOr e mais cálculos de distância. As Tabelas 9 e 10

mostram um comparativo do tempo de execução de consultas por abrangência sequenciais e

OMNI conforme aumenta-se o raio de pesquisa para as bases CAT DOG e HC, juntamente

com o número de elementos do conjunto resposta.

Tabela 9 – Performance em função do aumento do raio - CAT DOG.

Raio Sequencial (ms) OMNI (ms) No Elementos

100 8,598 1,938 62
500 8,580 4,582 324

1000 8,951 7,91 633
1500 8,760 11,119 973
2000 9,164 12,735 1331
2500 9,518 16,379 1654
3000 10,307 20,153 2000
3500 10,466 25,228 2303
4000 10,464 28,088 2597
4500 10,609 29,088 2928
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Figura 17 – Performance em função do aumento de raio - CAT DOG
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Tabela 10 – Performance em função do aumento do raio - HC.

Raio Sequencial (ms) OMNI (ms) No Elementos

20 4742,696 254,221 11
50 4917,345 1122,165 553
80 4626,832 1890,589 2001

110 4762,850 2683,298 4256
140 4825,782 3531,885 7992
170 4708,758 8280,403 13903
200 4927,518 8251,041 22708
230 4893,118 8393,683 36753
260 5157,097 8800,501 59719
290 5415,949 9045,798 95710

Figura 18 – Performance em função do aumento de raio - HC
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5 CONCLUSÃO

No presente caṕıtulo será abordada a conclusão do trabalho aqui escrito. Pontos fracos

e pontos fortes da técnica utilizada, assim como cenários de melhor empregabilidade da técnica.

Também serão discutidos posśıveis aprimoramentos deste trabalho, na forma de trabalhos ou

pesquisas futuras.

5.1 PERFORMANCE DA TÉCNICA

Para as consultas por abrangência, a técnica OMNI conseguiu um ganho de performance

significativo quando comparada com o método sequencial. A Tabela 11 mostra os ganhos de

performance da consulta mais rápida em relação ao método sequencial. O cálculo de ganho

de performance (GP) percentual se dá por: GP% = (To/Ts − 1) ∗ 100, sendo To o tempo da

consulta OMNI mais rápida (quantidade de focos ótima) e Ts o tempo da consulta sequencial.

Tabela 11 – Ganho de Performance - CAT DOG.

GP (%)

L1 - FORMA 399,20
L2 - FORMA 378,24
L∞ - FORMA 329,30
L1 - TEXTURA 468,91
L1 - COR 397,55

O ganho de performance para a base CAT DOG foi extremamente satisfatório, dado

ao tamanho reduzido e baixa complexidade dos dados. Inicialmente estimou-se que a técnica

só teria resultados significativos com bases massivas e com complexidade elevada, cenários

aonde a poda de cálculos desnecessários traria um maior benef́ıcio em questões de tempo de

execução.

A base HC apresentou um ganho de performance ainda maior com a técnica OMNI,

devido a sua elevada complexidade de dados e quantidade de tuplas a serem analisadas em

cada consulta. Isto ilustra o potencial da técnica para bases ainda maiores, ou até mesmo para

a manipulação de Big Data. A Tabela 12 contém os ganhos de performance da técnica na base

HC.

Tabela 12 – Ganho de Performance - HC.

GP (%)

L1 1460,20
L2 1304,04
L∞ -



Caṕıtulo 5. CONCLUSÃO 42

Porém, a técnica tem as suas limitações, como visto na Seção 4.7. Enquanto consultas

sequenciais apresentam pouca perda de desempenho com o aumento do raio da consulta por

abrangência, as consultas OMNI são muito mais senśıveis às variações de raio. Isso se deve ao

fato de raios muito elevados causam um crescimento na mbOr, o que acarreta em um número

maior de alarmes falsos, aumentando a quantidade de cálculos de distância necessários na

etapa de refinamento. Sob a luz dessas informações, é seguro dizer que a técnica OMNI só

pode ser empregada viavelmente para consultas que retornem até no máximo cerca de 2% do

número de tuplas presentes na base, como ilustrado pelas Tabelas 9 e 10.

Outro ponto interessante a ser notado é que a técnica apresenta uma certa tolerância

em relação ao número de focos. Como visto na Seção 4.5, técnica OMNI ainda consegue um

desempenho melhor que o do método sequencial mesmo com um número não ótimo de focos.

5.2 CUSTOS DA TÉCNICA

A técnica OMNI prevê que as melhorias de performance em tempo de execução são

posśıveis através de um custo adicional de espaço em disco, e o tempo necessários para a

criação das estruturas OMNI utilizadas, como mencionado previamente na Seção 3.1. A Tabela

13 contém o espaço em disco necessário para armazenar as tabelas utilizadas pelo banco, assim

como as estruturas OMNI criadas. O espaço necessário está dividido entre espaço em disco

para armazenar os dados, e o espaço utilizado pelas estruturas de indexação.

Tabela 13 – Custos de armazenamento.

Índices (MB) Dados (MB)

SHAPE 1,62 4,86
COLOR 0,55 2,83
TEXTURE 0,55 2,83
SHAPE F BASE 36 1,47
COLOR F BASE 36 13
TEXTURE F BASE 36 1,47

HC TABLE 53 1058
HC F BASE 263 1229

O custo de tempo de criação das estruturas OMNI variam entre 30 segundos até 36

minutos, dependendo do tamanho da base e número de focos utilizados. Mas este custo pode

ser ignorado devido ao fato de que o processo de criação destas estruturas é realizado apenas

uma vez, e que a base focal é invariante a operações de inserções.

5.3 TRABALHOS FUTUROS

Como visto neste trabalho, a técnica OMNI possui um grande potencial em acelerar

consultas por similaridade, mas as suas limitações restringem um pouco a sua usuabilidade.
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Dentre os aprimoramentos futuros para este trabalho, destacam-se estudos mais espećıficos

sobre os limites da técnica e como expand́ı-los. Outra melhoria importante seria um algoritmo

mais eficiente de consultas por k-vizinhos mais próximos que possa ser utilizado com a técnica

OMNI.

Outro trabalho interessante a ńıvel de um comparativo qualitativo seria o de aprimorar

a segmentação e extração de caracteŕısticas de imagens, de modo a produzir consultas com

um maior ı́ndice de acerto, assim como consultas que consigam operar com mais de uma

caracteŕıstica ao mesmo tempo, utilizando métodos de ponderação para cada caracteŕıstica,

buscando manter o ganho de performance proposto pela OMNI.
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APÊNDICE A – SCRIPTS OMNI

Neste apêndice, estão alguns dos demais scripts e códigos utilizados para a criação das

estruturas OMNI, assim como os scripts SQL utilizados para a criação das tabelas utilizadas

pelo SGBD. Foram descritos aqui apenas scripts referentes à base CAT DOG. Os scripts OMNI

para a base HC são virtualmente os mesmos, alterando apenas o nome de algumas tabelas

para as tabelas análogas da outra base.

Código 8 – Criação das tabelas primárias do banco

1 CREATE TABLE COMPLEX DATA (

2 ID CD VARCHAR(15) PRIMARY KEY);

3

4 CREATE TABLE SHAPE (

5 ID FT INTEGER PRIMARY KEY,

6 CD REF VARCHAR(15),

7 IS FOCUS BOOLEAN DEFAULT ’FALSE’,

8 FEATURE FLOAT8[],

9 CONSTRAINT CD FK FOREIGN KEY (CD REF) REFERENCES COMPLEX DATA (ID CD)

10 ON DELETE CASCADE ON UPDATE CASCADE);

11

12 CREATE TABLE COLOR (

13 ID FT INTEGER PRIMARY KEY,

14 CD REF VARCHAR(15),

15 IS FOCUS BOOLEAN DEFAULT ’FALSE’,

16 FEATURE FLOAT8[],

17 CONSTRAINT CD FK FOREIGN KEY (CD REF) REFERENCES COMPLEX DATA (ID CD)

18 ON DELETE CASCADE ON UPDATE CASCADE);

19

20 CREATE TABLE TEXTURE (

21 ID FT INTEGER PRIMARY KEY,

22 CD REF VARCHAR(15),

23 IS FOCUS BOOLEAN DEFAULT ’FALSE’,

24 FEATURE FLOAT8[],

25 CONSTRAINT CD FK FOREIGN KEY (CD REF) REFERENCES COMPLEX DATA (ID CD)

26 ON DELETE CASCADE ON UPDATE CASCADE);

Código 9 – Criação das tabelas OMNI

1 CREATE TABLE SHAPE F BASE(

2 ID FOCUS INTEGER,

3 ID FEATURE INTEGER,

4 DIST L1 FLOAT8,

5 DIST L2 FLOAT8,

6 DIST LINF FLOAT8,

7 PRIMARY KEY (ID FOCUS, ID FEATURE),

8 CONSTRAINT SHAPEFOCUS FK FOREIGN KEY (ID FOCUS) REFERENCES SHAPE (ID FT)

9 ON DELETE CASCADE ON UPDATE CASCADE,

10 CONSTRAINT SHAPEFEATURE FK FOREIGN KEY (ID FEATURE) REFERENCES SHAPE(ID FT)

11 ON DELETE CASCADE ON UPDATE CASCADE);

12

13 CREATE TABLE COLOR F BASE(

14 ID FOCUS INTEGER,

15 ID FEATURE INTEGER,

16 DIST L1 FLOAT8,
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17 DIST L2 FLOAT8,

18 DIST LINF FLOAT8,

19 PRIMARY KEY (ID FOCUS, ID FEATURE),

20 CONSTRAINT COLORFOCUS FK FOREIGN KEY (ID FOCUS) REFERENCES COLOR (ID FT)

21 ON DELETE CASCADE ON UPDATE CASCADE,

22 CONSTRAINT COLORFEATURE FK FOREIGN KEY (ID FEATURE) REFERENCES COLOR(ID FT)

23 ON DELETE CASCADE ON UPDATE CASCADE);

24

25 CREATE TABLE TEXTURE F BASE(

26 ID FEATURE INTEGER,

27 ID FOCUS INTEGER,

28 DIST L1 FLOAT8,

29 DIST L2 FLOAT8,

30 DIST LINF FLOAT8,

31 PRIMARY KEY (ID FOCUS, ID FEATURE),

32 CONSTRAINT TEXTUREFOCUS FK FOREIGN KEY (ID FOCUS) REFERENCES TEXTURE (ID FT)

33 ON DELETE CASCADE ON UPDATE CASCADE,

34 CONSTRAINT TEXTUREFEATURE FK FOREIGN KEY (ID FEATURE) REFERENCES TEXTURE(ID FT)

35 ON DELETE CASCADE ON UPDATE CASCADE);

Código 10 – Inserção das distâncias na tabela de focos

1 CREATE OR REPLACE FUNCTION insertShapeDistance()

2 RETURNS VOID AS $$

3 BEGIN

4 INSERT INTO shape f base (id focus, id feature , dist l1 , dist l2 , dist linf )(

5 select S1. id ft , S2. id ft , cube(S1.feature ) <#> cube(S2.feature),

6 cube(S1.feature ) <−> cube(S2.feature), cube(S1.feature) <=> cube(S2.feature)

7 from shape S1, shape S2

8 where S1. is focus = TRUE AND S1 <> S2) ;

9 END;

10 $$ LANGUAGE plpgsql;

Código 11 – Exclusão da base focal

1 CREATE OR REPLACE FUNCTION wipe shape focus base ()

2 RETURNS VOID AS $$

3 BEGIN

4 update shape set is focus = false where is focus = true;

5 delete from shape f base ;

6 RAISE NOTICE ’Shape Focus Base wiped’;

7 END;$$

8 LANGUAGE PLPGSQL;

Código 12 – Criação da base focal OMNI

1 CREATE OR REPLACE FUNCTION createShapeFocusBase(num integer)

2 RETURNS VOID AS $$

3 DECLARE fprev id integer; fnext id integer ; distance float8 ;

4 n inserted integer := 0; border float8 ;

5 BEGIN

6 PERFORM wipe shape focus base();

7 select id ft into fprev id from shape −− SELECIONA UM DADO RANDOM

8 order by random()

9 LIMIT 1;

10 LOOP

11 select S2. id ft , cube(S1.feature ) <−> cube(S2.feature) as dist

12 into fnext id , distance from shape S1, shape S2

13 where S1. id ft = fprev id AND S2.is focus = ’False ’
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14 order by dist DESC

15 LIMIT 1;

16

17 update shape

18 set is focus = ’True’

19 where id ft = fnext id ;

20

21 n inserted = n inserted + 1;

22 num = num − 1;

23 RAISE NOTICE ’Num = %, n inserted = %’, num, n inserted;

24 EXIT WHEN num = 0;

25 IF n inserted = 2 THEN

26 select cube(S1.feature ) <−> cube(S2.feature) into border

27 from shape S1, shape S2 −−CALCULA O VALOR DA BORDA

28 where S1. id ft = fprev id and S2. id ft = fnext id ;

29 fprev id = fnext id ;

30

31 LOOP

32 select S2. id ft , abs(border − (cube(S1.feature) <−> cube(S2.feature)))

33 as err into fnext id , distance from shape S1, shape S2

34 where S1. id ft = fprev id AND S2.is focus = ’False ’

35 order by err ASC −− minimiza o erro

36 LIMIT 1;

37

38 update shape

39 set is focus = ’True’

40 where id ft = fnext id ;

41

42 fprev id = fnext id ;

43 num = num − 1;

44 EXIT WHEN num <= 0;

45 END LOOP;

46 EXIT WHEN num = 0;

47 END IF;

48

49 fprev id = fnext id ;

50 END LOOP;

51 PERFORM insertShapeDistance();

52 END;$$

53 LANGUAGE PLPGSQL;

Código 13 – Range Query sequencial - L2

1 CREATE OR REPLACE FUNCTION rangeQueryShapeL2 (center id integer, radius FLOAT8) RETURNS SETOF genericQuery

AS $$

2 BEGIN

3 RETURN QUERY SELECT DISTINCT ∗ FROM

4 (SELECT T2.id ft, (cube(T1.feature) <−> cube(T2.feature))

5 AS dist FROM SHAPE T1, SHAPE T2

6 WHERE T1.id ft = center id)

7 AS quer WHERE dist <= radius ORDER BY dist;

8 END;$$

9 LANGUAGE PLPGSQL;
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Código 14 – Range OMNI com 5 focos - L2

1 CREATE OR REPLACE FUNCTION rangeOmniShapeL2F5 (center id integer, radius FLOAT8)

2 RETURNS SETOF genericQuery AS $$

3 DECLARE rec id RECORD;feature aux FLOAT8[];

4 distance FLOAT8; dist fc FLOAT8[];

5 BEGIN

6 select T1.feature into feature aux FROM Shape T1 where T1.id ft = center id;

7 dist fc = array( select distinct dist l2 from SHAPE F BASE where id feature = center id);

8 FOR rec id IN SELECT id feature from SHAPE F BASE WHERE ((dist l2 < (radius + dist fc[1]))

9 AND (dist l2 > dist fc [1] − radius)) INTERSECT

10 (SELECT id feature from SHAPE F BASE WHERE ((dist l2 < (radius + dist fc[2]))

11 AND (dist l2 > dist fc [2] − radius))) INTERSECT

12 (SELECT id feature from SHAPE F BASE WHERE ((dist l2 < (radius + dist fc[3]))

13 AND (dist l2 > dist fc [3] − radius))) INTERSECT

14 (SELECT id feature from SHAPE F BASE WHERE ((dist l2 < (radius + dist fc[4]))

15 AND (dist l2 > dist fc [4] − radius))) INTERSECT

16 (SELECT id feature from SHAPE F BASE WHERE ((dist l2 < (radius + dist fc[5]))

17 AND (dist l2 > dist fc [5] − radius))) LOOP

18 select (cube(feature aux) <−> cube(feature)) INTO distance

19 FROM SHAPE T1 WHERE rec id.id feature = T1.id ft ;

20 IF ( distance < radius) THEN

21 RETURN NEXT (rec id.id feature, distance);

22 end if ;

23 END LOOP;

24 END;$$

25 LANGUAGE PLPGSQL;
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