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RESUMO

Este trabalho apresenta o desenvolvimento de um framework de mineragdo de dados
agropecuarios. Utilizando o processo de extracdo de conhecimento em base de dados,
denominado Knowledge Discovery in Databases KDD e seguindo as suas cinco etapas: selecao
dos dados, pré-processamento, transformacdo, mineracdo, validacdo e visualizacdo de
resultados. A codificagdo do framework foi por meio da linguagem de programacdo Python,
fazendo o uso de bibliotecas de aprendizagem de maquina do scikit learn e pandas, de
bibliotecas para plotagem de graficos do matplotlib e o desenho das interfaces por meio do IDE
Qt Designer. Foi utilizado os algoritmos K-meédias e DBScan para realizar agrupamentos de
dados, e os algoritmos de arvores de decisdo e Naive bayes para classificacdo. Tabelas do Gltimo
censo agropecuario realizado em 2017, disponivel no Sistema IBGE de Recuperagédo
Automatica — SIDRA, foram utilizadas para realizar um estudo de caso apresentado na secéo 4
deste trabalho, com objetivo de testar a viabilidade do framework. Por meio do estudo de caso
o uso do framework apresentou ser vidvel para utilizacdo por profissionais ou pesquisadores da
area. O algoritmo de agrupamento K-médias apresentou resultados igual a 0.78, 0.74 e 0.64
paraum K igual a 2, 3 e 4 respectivamente, ja 0 DBScan nédo apresentou resultados satisfatorios.
O desempenho do classificador baseado em arvore de decisdo conseguiu alcancar a marca de
100% sobre as métricas de precisdo, recall e f1-score, enquanto, o classificador Naive bayes
alcancou a marca de 80, 96 e 85% para precisdo, recall e f1-score, respectivamente.

Palavras-chave: mineracdo de dados; agrupamento de dados; framework; classificacéo.



ABSTRACT

This work presents the development of a framework for data mining of agricultural data. Using
the process of knowledge extraction in databases, called Knowledge Discovery in KDD
Databases and following its five steps: data selection, pre-processing, transformation, mining,
validation, and visualization of results. The framework was developed using the Python
programming language, using machine learning libraries from scikit-learn and pandas, graph
plotting libraries from matplotlib and interface design through the Qt Designer IDE. The K-
means and DBScan algorithms were used to perform data grouping, and the decision tree and
Naive Bayes algorithms for classification. Tables from the last agricultural census conducted
in 2017, available in the IBGE System for Automatic Recovery - SIDRA, were used to perform
a case study presented in section 4 of this work to test the feasibility of the framework. Through
the case study, the use of the framework proved to be viable for use by professionals or
researchers in the area. The K-means clustering algorithm is equal to 0.78, 0.74, and 0.64 for a
K equal to 2, 3, and 4, respectively. The performance of the decision tree-based classifier
achieved 100% on the metrics of precision, recall, and f1-score, while the Naive Bayes classifier
achieved 80, 96, and 85% for precision, recall, and f1-score, respectively.

Keywords: data mining; data clustering; framework; classification.
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1 INTRODUCAO

Com o significativo avanco das tecnologias da informacgdo e na versatilidade para
armazenamento de grandes quantidades de informacdes, aumentou exponencialmente o volume
de dados armazenados em diversos locais do mundo. Esses dados sdo gerados por diferentes
setores, entre 0s quais: agropecuario, industrial, comercial, satde, educacdo, etc. Caldas et al.
(2006) aponta que diariamente um enorme volume de dados é gerado e armazenado nas
organizac0es, e sdo esses dados que fornecem suporte as decisdes a serem tomadas.

O Instituto Brasileiro de Geografia e Estatistica (IBGE) conduziu a realizacdo do
Censo Agropecuario Brasileiro, e foi identificado mais de 5 milhes de estabelecimentos rurais
no Brasil, os quais ocupam profissionalmente mais de 15 milhdes de pessoas no meio rural
(IBGE, 2019). O levantamento dessas informacdes ocorreu no periodo compreendido de 2017
a 2018, com resultados divulgados em 2019, por meio do Sistema IBGE de Recuperagédo
Automética (SIDRA), compilados em um vasto banco de dados. A plataforma SIDRA relne
dados do ultimo censo, assim como de edigdes anteriores realizadas em 1995 e 2006,
oferecendo informacBes para todo o territério brasileiro, agrupados em diferentes estratos
geogréficos, incluindo classificacdo por municipio. Trata-se de um amplo banco de dados, com
maltiplas variaveis, em que as mudancas no setor agropecuario podem ser encontradas,
insuficientemente compreendidas e analisadas.

A plataforma SIDRA é uma importante fonte de informacéo, passivel da aplicacdo de
técnicas de mineracdo de dados e andlises estatisticas, uma vez que se trata de uma base publica
com alta disponibilidade de dados por diferentes delimitacGes geopoliticas. Porém, esses dados
armazenados sdo pouco explorados, considerando o grande volume de informacbes e a
dificuldade de extrair e analisar muitas variaveis em conjunto de forma manual.

Estudos na literatura evidenciam a importancia da analise dos dados secundarios para
avancgos na ciéncia e na tomada de decisdo nos setores publico e privado. A exemplo, Luz
(2017) afirma em seu trabalho que é essencial uma empresa obter informacdes estratégicas,
relativas ao contexto de tomada de deciséo, pois tais informagdes possibilitam um planejamento
répido relacionado as mudancas das condi¢Ges do negdcio, na atual conjuntura de um mercado
globalizado. Caldas et al. (2006) afirmam que competitividade € uma palavra que se torna cada
vez mais presente nas organizacgfes, de modo que na era do conhecimento a atividade de
adquirir, tratar, interpretar e utilizar a informacéao de forma eficaz é o que promove o diferencial

estratégico nas empresas.
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Diferentes 6rgdos publicos, como: Instituto de Desenvolvimento Rural do Parand
(IDR-Parand), Empresa Brasileira de Pesquisa Agropecuéria (EMBRAPA), Departamento de
Economia Rural (DERAL), prefeituras, e diferentes organizacgdes relacionadas ao meio rural e
0 setor produtivo, faz o uso de dados do IBGE para compreender as caracteristicas dos
produtores rurais, dos estabelecimentos agropecuérios e das atividades produtivas, oferecendo
um vasto diagnostico sobre diferentes contextos rurais, o que facilita na tomada de decisfes
mais assertivas sobre determinadas tendéncias e demandas tanto regionais quanto nacionais,
trazendo possibilidades de negdcios aos seus produtores.

Devido a importancia dos dados gerados pelo IBGE e as dificuldades que se tem ao
tentar encontrar relagdes entre os dados, sem o uso de uma ferramenta adequada, esse trabalho
propBe o desenvolvimento de um framework de mineracdo de dados, com intuito de facilitar e
impulsionar analises sobre os dados da plataforma SIDRA por diferentes pesquisadores e
agentes de desenvolvimento de 6rgdos publicos e privados, permitindo tomadas de decisGes

mais assertivas, reduzindo o tempo e o custo das analises.

1.1 OBJETIVOS

Diante da contextualizacdo apresentada, os objetivos norteadores deste estudo estdo

organizados em geral e especificos.

1.1.1 Geral

Construir um framework baseado em mineracdo de dados para analises dos dados do

Censo Agropecuario Brasileiro.

1.1.2 Especificos

1) Implementar um modulo de captura de dados agropecuarios a partir da plataforma
SIDRA;

2) Implementar um médulo de pré-processamento de dados para padronizar, organizar
ou transformar os dados capturados;

3) Implementar um maédulo de mineracdo de dados como agrupamento e classificacao;

4) Implementar um modulo de andlise e visualizacdo de dados como medidas de

similaridade e gréaficos de representacdo de agrupamentos;
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5) Realizar um estudo de caso com o framework desenvolvido.

1.2 CONTRIBUICOES DO TRABALHO

O desenvolvimento deste trabalho serd uma contribuicdo para pesquisadores e demais
atores envolvidos com o desenvolvimento do setor agropecuario brasileiro, possibilitando um

rapido e eficiente processo de extracdo de informacdes do censo agropecuario do IBGE.

1.3 JUSTIFICATIVA

No portal da Confederagdo da Agricultura e Pecuéria do Brasil (CNA, 2017), o
superintendente técnico Bruno Lucchi ressalta que o Censo Agropecuario € a principal
ferramenta que baliza e define as estratégias para adocdo de programas essenciais ao
crescimento do setor, fortalecendo a agricultura e a pecuaria do pais. A analise de grandes
volumes de dados utilizando métodos tradicionais como o desenvolvimento de célculos
manuais a partir de compilado de planilhas, torna-se inviavel e pode incorrer no erro, uma vez
que a grande quantidade de dados pode causar equivocos (DONI, 2004).

Diante desses dados e dos problemas relatados, torna-se crucial o desenvolvimento de
uma ferramenta que facilite esse processo. Com isso, este trabalho propde o desenvolvimento
de um framework de mineragdo de dados que ird consumir tabelas do ultimo censo agropecuario
do IBGE. O framework utilizara técnicas de extracao de conhecimentos em bases de dados com
objetivo de encontrar padrdes, que venha facilitar a tomada de decisdo de gestores publicos e

privados ligados ao meio rural.

1.4 DELIMITACOES DO TRABALHO

Araujo e Pereira (2011) explicam em seu trabalho que o processo de mineracdo de
dados utiliza ferramentas da inteligéncia artificial e técnicas de extragdo de conhecimentos em
bases de dados para encontrar padrdes e novas relagdes passiveis de interpretagdo humana.

Dessa forma o framework desenvolvido neste trabalho ird encontrar padrdes e gerar
gréficos, ficando a cargo do pesquisador a interpretacdo dessas novas relagcdes encontradas e
decidir se tal relacdo possui algum valor, para que assim possam se tornar uma informacéo util.

Braga (2019), define informacdo como dados que j& foram processados sobre um determinado
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assunto, enquanto o conhecimento refere-se a informagdes Uteis obtidas por meio de um
conhecimento de mundo da pessoa detentora do conhecimento.

As fontes dos dados utilizadas para o estudo de caso do framework desenvolvido neste
trabalho séo tabelas do ultimo Censo Agropecudario 2017, disponiveis na plataforma SIDRA.
As técnicas de mineracdo de dados que estdo disponiveis no framework desenvolvido neste
trabalho sdo as de classificagéo e de agrupamento de dados.
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2 REVISAO BIBLIOGRAFICA

O conteudo deste capitulo é baseado na literatura especializada, dando sustentacéo
para o projeto desenvolvido neste trabalho. O mesmo esta estruturado de forma a situar os
avancos e contribuigdes sobre pesquisas em mineracdo de dados e a sua aplicagdo para anélise

de bancos de dados.

2.1 MINERACAO DE DADOS

Esta subsecdo esta dividida em outras subsec¢des, pautando a mineracdo de dados em
um contexto geral, como: contextualizacdo, conceituacdes, etapas e técnicas necessarias para 0

desenvolvimento de um framework de mineracéo de dados.

2.1.1 Contextualizacdo Historica da Mineracdo de Dados

Li (2016) publicou um boletim no Knowledge Discovery Nuggets (KDnuggets)?,
apresentando uma timeline histérica da evolugdo da mineracdo de dados. Nesta timeline é
demonstrado que no ano de 1763, foi publicado o artigo de Thomas Bayes sobre um teorema
que relaciona a probabilidade atual com a anterior, sendo reconhecido como teorema de Bayes.
Este teorema tornou-se fundamental para a mineragéo de dados e outras aplicagdes, permitindo
o entendimento das realidades complexas baseadas em probabilidades estimadas. No ano de
1805, Karl Friedrich Gauss utilizou o0 método de regressao para determinar as érbitas dos corpos
em torno do sol. A analise desse método estima a relacdo entre as variaveis, sendo uma das
principais ferramentas utilizadas no processo de mineracéo de dados. Turing (1936), apresentou
a ideia de uma maquina universal, capaz de realizar grandes quantidades de operacGes
matematicas como 0s nossos dispositivos eletrénicos atuais. Alguns anos depois, McCulloch e
Pitts (1943) publicaram artigo em que prop6em um conceito de redes neurais, descrevendo a
ideia de um neur6nio capaz de receber entradas, processa-las e gerar saidas. Em 1965 o doutor
Lawrence Jerome Fogel fundou uma empresa com foco em resolver problemas do mundo real
aplicando programacao evolutiva. Em 1970 surgem os sofisticados sistemas de gerenciamento
de banco de dados, permitindo a consulta e armazenagem de grandes quantidades de dados em

banco de dados. Holland (1975) escreve o livro Adaptation in Natural and Artificial Systems

! https://www.kdnuggets.com/


http://www.amazon.com/Adaptation-Natural-Artificial-Systems-Introductory/dp/0262581116/
http://www.amazon.com/Adaptation-Natural-Artificial-Systems-Introductory/dp/0262581116/
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abordando a construgéo de algoritmos genéticos, dando inicio ao campo de estudo denominado
Data Mining. Em 1980 a empresa HNC Software registra a marca DataBase Mining
Workstation, uma ferramenta com o intuito de construir modelos baseado em redes neurais.
Shapiro (1989) formalizou o termo Knowledge Discovery in Databases (KDD) uma ideia de
extragdo de conhecimento em base de dados. Em 1990 o termo mineragéo de dados surgiu com
empresas fazendo a anélise de dados para reconhecer tendéncias de mercado e aumentar sua
quantidade de clientes. Boser, Guyon e Vapnik (1992) propdem uma melhoria na Support
Vector Machine (SVM), permitindo a criacdo de classificadores ndo lineares. Somente em 2001
que o termo Ciéncia de Dados € introduzido por Willian S. Cleveland como uma disciplina
independente, Cleveland (2001). Em pouco tempo, Michael Lewis publica o livro Moneyball,
que apresenta uma abordagem estatistica baseada em dados. O Oakland Athletic, clube de
futebol americano, utilizou essa abordagem para medir a qualidade de seus jogadores,
montando um time de sucesso. Em 2015 DJ Patil se torna o primeiro cientista chefe de dados
da Casa Branca (Li, 2016).

Nesta mesma publicacdo, Li (2016) afirma que a partir de 2015 os conceitos de
mineracao de dados tém sido amplamente utilizados nas mais diversas areas de trabalho, como
na mineracgdo de transacdes de cartdo de crédito, movimentacdo do mercado de a¢bes, seguranca
nacional, sequenciamento de genomas e testes clinicos. Essas sdo somente algumas areas que
utilizam o beneficio da extracdo de conhecimento em bases de dados. Atualmente, as empresas
devem se atentar a uma adocdo de ferramentas eficientes de analise de dados, pois assim
permitira uma visualizacdo de resultados sistematizados, adocao de decisfes e escolhas mais
assertivas. Particularmente, a mineragé@o de dados pode ser aliada no processo de compreender
as dindmicas de consumo de seus clientes, recorrendo a métodos de extracdo de conhecimentos

em suas bases de dados ou outras bases publicas.

2.1.2 Conceitos de Mineracao de Dados

Na literatura é possivel encontrar diferentes conceitos para mineracdo de dados
(traducdo do inglés Data Mining). Conforme Félix (2002), mineracdo de dados € a integracéo
de um conjunto de areas, que tem como propasito a identificacdo de um conhecimento obtido
a partir das bases de dados que contribuem na tomada de decisdes.

Por outro lado, Hand et al. (2007) apresenta outro conceito baseado em um modelo

estatistico, em que consiste na analise de grandes conjuntos de dados, com objetivo de encontrar



22

alguma relagdo n&o esperada entre esses dados, facilitando a tomada de deciséo pelo
proprietario dos dados.

Cabena et al. (1998), aborda o tema como uma area interdisciplinar que utiliza um
conjunto de técnicas de analise de dados, tais como: aprendizagem de maquina, reconhecimento
de padrdes, banco de dados, estatisticas e visualiza¢des de dados.

No trabalho de Costa et al. (2013) mineracdo de dados pode ser definida como uma
etapa de um processo mais amplo, conhecido como descoberta de conhecimento em bases de
dados, denominado Knowledge Discovery in Databases (KDD). Em que KDD possui mais duas
grandes etapas: 0 pré-processamento de dados e o pds-processamento obtido da mineracdo dos
dados.

Segundo Dantas et al. (2008) mineracdo de dados € um processo de pesquisa em
grandes quantidades de dados para extracdo de conhecimento, utilizando técnicas de
Inteligéncia Computacional para procurar relagcdes de similaridade ou discordancia entre os
dados, com objetivo de encontrar padrdes, irregularidades, regras e assim transformar dados em
informac0es relevantes.

Baseado na contextualizacdo historica e nos conceitos da literatura, pode-se dizer que
mineracdo de dados é a aplicacdo de técnicas e algoritmos que fazem um processamento dos
dados retirados de outras bases, na qual analistas podem extrair conhecimentos a partir da
classificacdo obtida no processo.

2.1.3 Processo de Extracdo de Conhecimentos em Banco de Dados

Na subsec¢do anterior, pode-se observar que mineracdo de dados é um processo que
utiliza de técnicas e algoritmos para extrair um determinado conhecimento de uma base de
dados, como definido no trabalho de (COSTA et al. 2013). Esse processo € denominado KDD
constituindo de varias etapas que se corresponde a ndo trivial e interativo em prol de uma
identificacdo de padrbes compreensiveis, validos, novos e potencialmente Uteis a partir de
grandes conjuntos de dados (FAYYAD, 1996).

FAYYAD (1996) explica que a extracdo de conhecimento em base de dados KDD é
estruturada em cinco etapas: selecéo dos dados, pré-processamento, transformacao, mineragéo,
validacao e visualizacao de resultados. Essas etapas séo ilustradas na Figura 1, que sistematizam

0s processos envolvendo a mineragdo de dados.
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Figura 1 - Etapas do processo KDD.

(——

Conhecimento

Padrdes

>~ @ Dados Pré-Processados Transformados
~

Dados Escolhidos

Dados

Fonte: Fayyad et al. (1996).

2.1.4 Técnicas do KDD

O processo do KDD funciona com base em técnicas de extracdo, processamento e
mineracao de dados, tanto de forma descritiva quanto de forma preditiva (HAN et al., 2011). E
segundo Relich e Muszynski (2014) as técnicas mais comuns do KDD sdo: associagdo,
classificacdo, regressao, agrupamento e visualizacdo de dados. A Figura 2 as tarefas do KDD e

as técnicas de mineracdo de dados.
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Figura 2 - Algumas tarefas do KDD e suas técnicas de mineracdo de dados.

Técnicas do KDD

|
Y Y

Preditiva Descritiva —> Outros

|
Y ¢ ; v Y

Classificacdio Regressao ou AvEaetncko Clustering ou Sumarizagdo ou
Estimativa § Agrupamento Visualizagao
; : g { Y
- Algoritmos - Regressao - Estatistica; - Redes - Agregacoes e
Genéticos; Linear; - Teoria dos Neurais; graficos
- Redes - Regressao conjuntos - Estatistica. diversos.
Neurais; Multipla; aproximados; - Anélise de
- Arvores de - Regressao - Anédlise de Vizinhanga.
Decisdo; nao Linear; correlacao.
- Classificagao - Regressao
Bayesiana; Logistica;
- Logica Fuzzy; - Regressao
- Analise de Poisson.
Vizinhanga.

Fonte: Adaptado de Ferreira et al. (2018).

Segundo Monteiro (2018), uma analise preditiva consiste em avaliar um conjunto de
dados, detectar padrdes e selecionar alguma informacdo importante que possibilita uma
organizacdo a transformar tendéncias em resultados quantitativos. Morais (2010) define anéalise
descritiva ou estatistica descritiva como um conjunto de técnicas analiticas, utilizadas para
resumir um conjunto de dados estudados, que sd@o organizados geralmente, por meio de
nameros, tabelas e graficos.

Dentro das andlises preditivas e descritivas, existem uma diversidade de algoritmos
que auxiliam no processo de extracdo de conhecimento. Na figura 2 é apresentado alguns
algoritmos das principais técnicas do KDD, dentre os algoritmos pode destacar os mais
utilizados na literatura, como: redes neurais, arvores de deciséo, analise de vizinhanga (K-
Means), classificacbes bayesianas, regressdo linear e outros. Nas se¢des seguintes serdo
apresentados com maior detalhamento as técnicas e algoritmos que serdo utilizadas neste
trabalho.
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2.2 PRE-PROCESSAMENTO

Schmitt et al. (2005) explica que o pré-processamento tem por objetivo melhorar a
qualidade dos dados para a etapa de mineracédo, pois € comum encontrar registros nas bases de
dados que estdo incompletos, inconsistentes, discrepantes e entre outros problemas. Nesta etapa
é feito a analise inicial dos dados, como: normalizacdo, discretizacdo de dados continuos,
transformacdes, concatenacdes e etc.

Na Figura 3 é apresentado as fases do pré-processamento de dados baseado na
metodologia do KDD, onde as etapas sdo: entendimento, selecdo, limpeza e transformacao dos
dados. Logo abaixo segue a explicacéo de cada etapa de acordo com as conceituacOes de Neves
et al. (2003).

Figura 3 - Fases do pré-processamento de dados.

[ Transformacio ]

o

[ Limpeza ] Dados

Transformados

Dados
Limpos
[ Selecio ] e

{ Entendimento ] \/' Dados

dos Dados - Selecionados

Banco
de Dados

Fonte: Neves et al. (2003).

A etapa de entendimento dos dados consiste em uma analise dos dados que vao ser
trabalhados, realizando o entendimento de que se trata as tabelas envolvidas, levando em
consideracdo o significado, formato, relevancia, tamanho e o tipo dos dados. Realizar a
identificacdo dos atributos chaves que possam ser utilizados como referéncia no processo de
mineracao de dados.

No processo de selecdo dos dados, é feita a escolha das tabelas, instancias e atributos
que possam ter relagio com os objetivos do trabalho. E também nesta etapa onde € realizado a
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concatenacdo de tabelas se assim for necessario, para alcancar os objetivos esperados do
trabalho.

Na etapa de limpeza dos dados é realizada a padronizacao, tratamentos de campos
nulos, eliminacdo de dados que ndo condiz com a realidade estudada e ou dados duplicados.
Esta etapa garante a qualidade dos dados a serem utilizados no processo de mineracao de dados.

A fase de transformacdo de dados consiste em realizar conversdes de valores
simbolicos para valores numéricos, normalizacdo dos dados, discretizacdo e composicdo dos
atributos. Essas transformacfes fazem com que os dados sejam apresentados de forma
apropriada ao processo de mineracao de dados.

E de suma importancia utilizar essas técnicas de pré-processamento de dados no
framework que sera desenvolvido neste trabalho, uma vez que os dados trabalhados sédo
provenientes da base SIDRA, algumas tabelas existem campos nulos e também um cabecalho
com diversas descricdes que ndo tem utilidade no processo de mineracdo de dados, existem
dados em tabelas que podem ser concatenados com outras tabelas e entre outras transformacoes

que se julga necessaria.

2.2.1 Normalizagéo dos Dados

A normalizacdo é geralmente aplicada na etapa de pré-processamento e consiste em
modificar dados de um conjunto, para que todos figuem em uma mesma escala, sem causar
perdas ou distor¢des, minimizando problemas oriundos de dispersdes distintas entre os dados
(Blanca, 2020).

Pino (2014) afirma que a normalizacdo faz algumas transformacgdes no conjunto de
dados, com o objetivo de produzir uma escala que reduz a variancia e a assimetria, aproximando

a variavel da distribui¢do normal.

2.2.1.1 Técnica Z-Score

O método Z-Score descreve a relagdo de um valor com a media do grupo de valores e
seu desvio padrdo, resultando em uma pontuacdo (XIE, 2019). A formula se corresponde por
meio da subtragdo do valor a ser normalizado pela média do conjunto de valores, dividido pelo
desvio padrdo do conjunto. Vale ressaltar que a pontuacéo pode ser positiva ou negativa, quando
for positiva significa que a pontuacdo esta acima da média, quando negativa a pontuacéo esta

abaixo da média. Assim, a equacao Z-Score € representada por
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D),
sendo que p é a média, o 0 desvio padrdo e v o valor a ser normalizado e v° 0 novo valor
normalizado.

O método Z-Score pode ser aplicado a uma faixa de valores de dados agropecuérios, a
exemplo: produtores que possuem uma quantidade de terras entre 10 a 40 mil hectares, entdo é
possivel normalizar a quantidade de terra de um produtor que possui 18 mil hectares,
suponhamos que a média seja 26 mil hectares e o desvio padrdo de 8 mil hectares, podemos
aplicar a Equacdo 1 Z-Score da seguinte forma: (X = (18000 —26000)/8000 = —1).

McLeod (2019), descreve a importancia de padronizar dados brutos em uma
distribuicdo normal, convertendo os mesmos em pontuacfes Z, pois isso permite que
pesquisadores possam calcular a probabilidade de uma pontuacdo ocorrer dentro de uma
distribuicdo normal. Também permite realizar comparac6es entre duas pontuacfes que estdo

em diferentes amostras, podendo ter diferentes médias e desvios padrao.

2.2.1.2 Técnica Min-Max

Min-Max é um outro método utilizado para normalizacao de dados, em que, dado um
conjunto de valores, 0 método utiliza o menor e o0 maior valor do conjunto para criar uma faixa
de valores, assim é possivel transformar qualquer valor que esteja dentro dessa faixa em um
novo valor entre 0 e 1 (LOPES, 2019). Caso tenha resultados negativos a faixa de valor pode

ficar entre -1 e 1, por meio da equagéo
X — Xmin
Xmax — Xmin

Xchanged =
(),

na qua Ique X é o valor a ser normalizado, Xmin e Xmax é o menor e o0 maior valor do conjunto
de dados e, Xchanged é o valor normalizado resultante do calculo.

O método Min-Max pode ser aplicado ao mesmo exemplo de dados agropecuarios
descrito na subsecdo 2.2.1.1, aplicando a equagdo (x = (18000 — 10000)/(40000 —
10000) = 0,2666...).

2.2.2 Discretizacao dos Dados Continuos
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A discretizagdo é o processo de transformar uma variavel continua em outra discreta
(YANG, 2003). Yoneyama (2003) afirma que o uso de varidveis discretas pode tornar o
processo de aprendizagem mais simples e eficiente, diminuindo a necessidade de um poder de
processamento e armazenamento maior.

Existem dois métodos de discretiza¢do que sdo considerados simples e eficientes, 0s
de intervalos iguais e os de frequéncias iguais. O primeiro método gera K intervalos com
tamanhos iguais, onde K é um namero inteiro maior que zero definido pelo usuario (uniforme
sklearning). Por outro lado, o método de frequéncias iguais desenvolve K intervalos de forma
que cada intervalo contenha aproximadamente o mesmo numero de ocorréncia e valores
(quantil) (YONEYAMA 2003).

Na Figura 4 pode-se observar um exemplo de dados de temperatura discretizados por
intervalos iguais, em que, dado um K igual a 7 é aplicado a férmula da largura, obtendo um

intervalo de tamanho 3. Ent&o os dados séo agrupados entre 0 menor e 0 maior valor de cada

intervalo.
Figura 4 - Discretizacao por intervalos iguais.
Temperatura:
64 65 68 69 707172727575 80818385
Contador
r ‘ ‘ 4
=1 N 2 2 | |2
[64,67) [67,70) [70,73) [73,76) [76,79) [79,82) [82,85]
categoria ———» 1 2 3 q 5 6 7

sebd4<x<b7 =x=1
seB7<x<70 =x=2
6 70<x<73 = x=3

Dado k (parametro) =
dividir em k intervalos (bins) de igual largura:
Largura = (max-min + 1) /k

se73<x<76 =x=4

Parak =7 se76<x<79 =x=5
=> Largura = (85-64+1)/ 7 = 21/7 =3 se79<x<82 =>x=6
seB82<x<85 =x=7

Fonte: Castillo (2011).

A Figura 5 € um exemplo de discretizacdo por frequéncia igual, a partir de dados de
temperaturas. Dado um K igual a 7, N igual a 14, sendo que N € a quantidade de dados da
temperatura, a frequéncia é calculada a partir da formula N/K. No exemplo da figura a

frequéncia é igual a 2, entdo os dados sdo agrupados a cada 2 elementos.
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Figura 5 - Discretizacdo por frequéncias iguais.
Temperatura:
64 65 686970717272757580 818385
Contador

2 2 2 2 2 2 2
[64,65) [68,69) [70,71) [72,72) [75,] 75. (80,81) [83,85]

categoria ———» 1 2 / 6 7
Dado k (parametro) =

dividir em k intervalos de igual frequéncia:
Frequencia =N /Kk

Parak = 7, N= 14 = Frequéncia=14/7=2
Fonte: Castillo (2011).

E permitido valor
duplicado

2.2.3 Transformacdes gerais nos dados

O processo de transformagéo de dados consiste em realizar modificagdes no conjunto
de dados estudados, com o objetivo de obter um modelo de classificagho com maior
assertividade. Essas modificacGes podem ser a remoc¢do de campos, células nulas ou valores
gue ndo condiz com o conjunto de dados estudados. Outra técnica utilizada, além da remocéo
do campo ou da célula, é o preenchimento de campos nulos com a média ou mediana do
conjunto de dados analisados (GOMES, 2019).

Outra técnica que pode ser utilizada é o replace, onde os dados podem ser alterados
para uma outra dimensao, por exemplo, um conjunto de dados que possui letras maidsculas e
minusculas, para melhorar o processamento faz-se necessario realizar uma padronizagdo, entéo
pode ser usado o método replace para modificar todos os dados para que fique em um sé
formato, maiusculo ou minudsculo. Essa técnica ainda pode ser utilizada para padronizar
nimeros com casas decimais, valores de moedas e etc (GOMES, 2019).

Pode ser utilizado uma técnica de agrupamento de dados ndo numeéricos e calcular a
quantidade de ocorréncia desse dado e assim popular uma outra tabela com os dados numéricos
dos agrupamentos (GOMES, 2019). Obter dados numéricos pode facilitar o processo de

classificacdo e até mesmo melhorar o percentual de acerto do modelo.

2.2.4 Transformac6es em tabelas e colunas
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Quando se trabalha com bases de dados que possui uma grande quantidade de tabelas,
pode acontecer que as informagdes fiqguem desconexas, ou seja, em espacos totalmente
diferentes. Com isso, para alcancar um conjunto de dados coerente e que possa ser usado no
processo de agrupamento e classificacdo é necessario que varias modificaces sejam realizadas
no conjunto de tabelas, a fim de se obter um conjunto de dados ideal para o processo de
mineracdo de dados (GOMES, 2019).

Uma das transformacbes que podem ser realizadas é a concatenacdo de tabelas e
colunas. Isso pode ser Util quando queremos facilitar o processo de agrupamento dos dados,
pois uma tabela pode conter conjuntos de dados espalhados em outras tabelas. Realizar
concatenacgOes entre as tabelas fazendo com que os dados fiquem mais ou menos agrupados,
podem facilitar e melhorar o desempenho do processo de agrupamento e classificacdo dos dados
(GOMES, 2019). A Figura 6 exemplifica uma concatenacdo de tabelas, onde duas tabelas

possuem dados relativamente parecidos.

Figura 6 - Concatenacéo de tabelas.
mat. nome pl p2 p3 fi

1 256 Jodo 80 90 80 4 mat. nome pl1 p2 p3 fi
2 487 Vanessa 75 75 75 4 1 256 Joao 80 90 80 4
3 965 Tiago 95 80 75 O 2 487 Veanessa 75 75 75 4
4 125 Luana 70 85 50 8 3965 Tiago 95 80 75 0
5 458 Gisele 45 50 16 4 125 Luana 70 85 50 8
6 874 Pedro 55 75 9 0 5 458 Gisele 45 S0 16
7 963 André 30 30 20 6 874 Pedro 55 75 9% 0
7 963 André 30 30 20
g 505 Bia 65 85 0
mat. nome p1 p2 fi 9 658 Carlos 75 80 2
505 Bia 658 0 ____— 10 713Crs 75 90 2
658 Carlos 75 80 2
713 Cris 75 90 2
Fonte: Zeviani (2019).
2.3 AGRUPAMENTO

Segundo Santos (2009), técnicas de agrupamento ou clustering tem por objetivo
identificar grupos de dados que possuem uma certa similaridade entre si. A Figura 7 exemplifica
a existéncia de uma quantidade x de dados, os quais possuem certa similaridade em
determinadas regifes, entdo pode-se agrupar e rotular esses dados em grupos separados por

regides.
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Figura 7 - Agrupamento de dados.

Fonte: Camilo et al. (2009).

Quando se faz uma analise de dados, é necessario que os dados estejam de forma que
possam ser extraidas certas conclusdes, ou seja, devem estar separados em classes ou grupos.
Porém, quando a quantidade de dados tem uma amplitude maior, é dificil classifica-los sem o
apoio de uma ferramenta. Desse modo, os algoritmos de agrupamento formam grupos
considerados naturais de acordo com alguma meétrica, para que possam ser processados
posteriormente como objetos correspondentes a uma mesma categoria (SANTOS et al. 2009).

Na maioria das tarefas realizadas com técnicas de agrupamento, os atributos sdo
numéricos, devido a aplicacdo de algoritmos que calculam a distancia entre os registros para
agrupar os mesmos (SANTOS et al. 2009). Porém extensdes que consideram atributos
numéricos e ndo numéricos de forma separados podem ser implementados.

Aplicar técnicas de agrupamento de dados antes do processo de classificagdo é um
passo muito importante, pois o processo de classificacdo exige que os dados sejam previamente
categorizados. Santos et al. (2009) fala sobre a diferenca entre as técnicas de agrupamento e as
técnicas de classificacdo que necessita de grupos predefinidos, onde as de agrupamento usa
métricas definidas, para formar grupos onde os dados sdo semelhantes entre si e diferentes de

outros grupos de dados.



32

Segundo a literatura, os algoritmos mais utilizados no processo de agrupamento de
dados, séo os de andlise de vizinhanga, especificamente o K-Médias, que serve de base para

inimeros outros algoritmos.

2.3.1 Algoritmo K-Médias

O algoritmo K-Médias utiliza um valor K que corresponde ao numero de grupos a ser
formado, uma métrica de calculo da distancia entre dois registros e condi¢des para finalizar as
interacOes entre si. O algoritmo cria uma quantidade K de pontos com valores inicialmente
randomicos, faz a primeira interacdo marcando cada registro como pertencente ao ponto mais
préximo e depois recalcula os pontos dos grupos de acordo com os registros pertencentes (ou
mais proximos) a esses, deve ser definida uma métrica de qualidade dos agrupamentos, essa
métrica é usada como condicdo de parada das interacdes (SANTOS et al. 2009).

Na Figura 8 € ilustrado seis passos do algoritmo K-Médias com um K = 3, ou seja, vai
ser definido aleatoriamente 3 pontos dentro de um conjunto artificial de dados, e dois atributos
numéricos com valores variando entre 0 e 1. Como K é igual a 3, os pontos serdo divididos em
3 grupos, inicialmente com bastante ruido. A partir da primeira interacdo, sdo marcados trés
pontos (centréides) aleatdrios (indicado por pequenas cruzes) com cores diferentes para
distinguir os grupos. Pode-se observar que os centréides vdo mudando de posicdo, por meio de
uma funcdo de célculo de distancia, esses centroides tentam encontrar um local onde possuem
mais concentracdo de pontos, ou seja, onde os pontos possuem menor distancia entre 0s

conjuntos de dados. Até que seja possivel separar 0s dados por grupos.
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Figura 8 - Passos do algoritmo k-médias.

Fonte: Santos et al. (2009).

Existem outros algoritmos que utilizam conceitos semelhantes ao K-Médias, um dos
mais conhecidos é o Fuzzy C-Médias (BEZDEK, 1981). O mesmo utiliza os conceitos de l6gica
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nebulosa para calcular a pertinéncia de um dado a um grupo como sendo um valor continuo
entre 0 e 1, enquanto o K-Médias considera uma pertinéncia booleana, onde o dado pertence a
um grupo e somente aquele grupo (SANTOS et al. 2009).

2.3.2 DBSCAN Clusterizacao Espacial Baseado em Densidade de Aplica¢cdes com Ruido

DBSCAN é um algoritmo de clusterizacdo que se baseia em densidade, sendo utilizado
para descobrir clusters com formas arbitrarias (MARIA DAS GRACAS et al. 2010). Segundo
Sousa (2016) para iniciar qualquer processo utilizando o DBSCAN, é necessario definir dois
parametros. O primeiro é o Eps, que define o raio méximo da vizinhanga, ou seja, a distancia
méaxima que um ponto pode ter um do outro, para ser considerado vizinho. O segundo parametro
que deve ser definido é o MinPts, é a quantidade minima de dados que deve ter dentro do raio
para que seja considerado um cluster. Esse processo de clusterizagdo € melhor ilustrado na
Figura 9.

Figura 9 - Clusterizacdo com DBSCAN.
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Fonte: Sousa (2016).

Sousa (2016), explica o processo do algoritmo DBSCAN, onde o algoritmo faz o
agrupamento dos dados por meio de clusters como os outros algoritmos que utilizam as técnicas
de clusterizacdo. A diferenca entre 0 DBSCAN é a forma em que é montado os clusters. A
técnica utilizada é baseada nos parametros Eps e MinPts, em que escolhido um determinado
dado é aplicado o parametro Eps que define a distdncia maxima entre o dado escolhido e a
borda da circunferéncia que é gerada em torno do dado. Todo dado que esteja entre o dado
central e a borda da circunferéncia é considerado um dado vizinho. O segundo passo € o

parametro MinPts que define a quantidade minima de dados que deve conter dentro do raio do
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Eps. Se as duas condic¢Bes forem atendidas, um novo cluster é criado com os dados agrupados
dentro da circunferéncia.

Pode-se observar na Figura 9, que o parametro da distancia maxima entre dois pontos
para que seja considerado vizinho, € de 1 centimetro, e a quantidade minima de pontos que deve
estar contido dentro do raio formado a partir do ponto escolhido é igual a cinco. Se P for um
ponto central e as duas condigdes do algoritmo forem atendidas, um novo cluster é formado. Se
P for um ponto de borda, entdo ndo havera pontos alcancaveis, sendo assim, visita-se 0 proximo
ponto e 0 processo € repetido, até que ndo haja mais pontos dentro do raio. Se o raio de P ndo

encontrar nenhum ponto que atenda as condigdes, P é caracterizado como um outlier.

2.4 CLASSIFICACAO

Para Sandra Amo (2004) descreve a classificagdo como um processo de identificar
conjuntos, modelos ou funcgdes que possam descrever e separar classes ou conceitos, com 0
propdsito de utilizar o modelo para predizer classes de objetos que ainda ndo foram
classificados. Santos et al. (2009) define classificacdo como a descoberta de uma funcéo
preditiva capaz de classificar um dado em uma de varias classes discretas que séo preditivas ou
conhecidas. Baseado na definicdo de Santos et al. (2009), a partir de um conjunto de classes
conhecidas, ou um modelo de classes preditivas, é possivel classificar um outro dado
desconhecido como pertencente a uma das classes do conjunto de predi¢éo.

Cada classe possui um conjunto de dados que corresponde a um padréo de valores dos
atributos previsores, podendo ser considerados como a descricdo da classe, (SCHMITT, 2013).
Um conjunto de classes definido como C e, a cada classe Ci, corresponde a uma descri¢do Di
das propriedades selecionadas. Dessa forma, utilizando essas descri¢cdes é possivel construir
um classificador que descreve um exemplo E dentro de um conjunto T de exemplos, na qual E
pertence a classe Ci, quando E satisfaz Di (CARVALHO, 2005).

Baseado nos conceitos acima, o principal objetivo do desenvolvimento de um
classificador é a descoberta de alguma relagcdo entre os atributos previsores e as classes. Na
Figura 10 é ilustrado um exemplo de classificador, que tem como objetivo identificar a relacéo
entre os atributos previsores Al e A2 e os valores da classe “+” e “-”. A construcdo do
classificador é baseada no particionamento recursivo do espa¢o de dados, dividindo em areas e

subareas, a fim de obter a separacdo das classes.



Figura 10 - Exemplo de classificacao.
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Fonte: Schmitt (2013).

Schimitt (2013) explica um conceito importante da etapa de classificacdo, onde os
dados sdo divididos em dois conjuntos, um de treinamento e outro de testes. Inicialmente o
conjunto de testes é disponibilizado e analisado, e a partir desse conjunto um modelo de
classificacdo é construido, sendo utilizado para classificar outros conjuntos de dados que ndo
fazem parte dos dados utilizados no treinamento. Vale ressaltar que cabe ao analista de dados
verificar se 0 modelo gerado € um bom modelo de classificacdo. O analista vai definir uma
porcentagem de aceitacdo, se 0 modelo atingir essa porcentagem, pode se dizer que, para o
problema em que esta sendo aplicado, 0 modelo classificador atende as necessidades.

De acordo com Santos et al. (2009), os autores afirmam em seu trabalho que uma das
técnicas mais utilizadas para o desenvolvimento de modelos a partir de dados, sdo as que
envolvem o uso de funcdes de classificacdo para classificar dados em categorias discretas, e
gue o ponto central dessas técnicas € justamente a criacdo da funcdo. Na Figura 11, € ilustrado

0 processo geral de classificagéo.
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Figura 11 - Processo de classificacdo supervisionada de dados.
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Fonte: Adaptado de Santos et al. (2009).

Apbs rotular os dados e definir suas respectivas classes, € necessario desenvolver uma
funcdo de classificacdo que saiba diferenciar ou associar os valores dos atributos a uma
determinada classe em descritores, que podem ser regras, prototipos, assinaturas e etc. daquela
classe.

Os algoritmos de classificagdo e os conjuntos de descritores podem ser utilizados de
duas formas, onde na primeira, demonstrado na parte superior da Figura 11, os mesmos dados
utilizados para o treinamento do classificador, séo utilizados na classificacdo, isso para
mensurar a qualidade do classificador. Ja na segunda forma, ilustrado na parte de baixo da
Figura 11, os dados que sdo usados na classificagdo sdo diferentes dos dados que foram
utilizados no treinamento do classificador.

A primeira forma geralmente € utilizada no processo de construgdo do classificador,
onde a técnica de validacdo cruzada é aplicada. Essa técnica consiste em dividir a base de
treinamento em N partes, onde N-1 s&o dados rotulados utilizados no classificador, e o restante

dos dados sédo utilizados na classificagdo. Esse processo é repetido N vezes, até que todos 0s
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dados da base de treinamento sejam utilizados como dados para testes e dados para classificagdo
(MAGALHAES et al., 2012).

A segunda forma € a mais utilizada segundo Santos et al (2009), onde possui duas
bases de dados, uma mantendo os registros rotulados, para gerar o modelo de classificacéo, e a
outra base mantém os registros que se pretende classificar. Nesse caso ndo é necessario aplicar
a técnica de validagdo cruzada.

Na Figura 12, é ilustrada uma forma simplificada do resultado da aplicacdo de uma
funcdo classificadora que cria particbes ortogonais aos eixos dos atributos, com o objetivo de

encontrar a melhor divisdo das classes.

Figura 12 - Separacdo de duas classes no espaco de atributos.
A A

Fonte: Santos et al. (2009).

Existem vérios algoritmos que fazem o processo de classificagdo de dados. Em
consulta a literatura, identificou-se alguns algoritmos comumente utilizados, como os de

arvores de decisdo e 0s baseados no teorema de Bayes.
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2.4.1 Arvores de Decisdo

Garcia (2003), conceitua arvores de decisdo como uma representacdo simples de
conhecimento e um meio eficiente de construir classificadores capazes de predizer classes com
base em valores de atributos advindos de um conjunto de dados. O autor ainda explica que o
algoritmo utiliza a técnica de dividir para conquistar, ou seja, um problema complexo é dividido
em partes menores, tornando o problema mais simples de chegar a uma solucéo.
Recursivamente os subproblemas sdo resolvidos com a mesma estratégia (MONARD et al.
2003).

Uma arvore de deciséo é construida de varios nos e arestas. Os nos se classificam em
trés tipos: no raiz que define a cabeca ou ponto inicial da arvore, o0 n6 pai que sdo 0s nds onde
dao seguimentos aos demais nos na arvore e os nos folhas que sdo os Gltimos nos, ou seja, ndo
existe nenhuma ligacdo com os nos folhas. Cada no folha da arvore corresponde a uma classe
do conjunto de treinamento, ou seja, cada né folha corresponde a uma classe. Cada percurso na
arvore da raiz até as folhas, corresponde a uma regra de classificacdo (LEMOS et al, 2005).

Monard et al. (2003) descreve que uma arvore de decisdo € uma estrutura de dados
definida recursivamente como:

e Um n¢ folha que corresponde a uma classe ou;

e Um nd de decisdo que contém um teste sobre algum atributo;

e Para cada resultado dos testes existe uma aresta para uma subarvore;
e Cada subarvore tem a mesma estrutura que a arvore.

Podemos analisar as definicdes de Monard et al. (2003) com as de Garcia (2003), onde
a ideia do algoritmo segue a mesma, dividir para conquistar, quebras o problema em
subproblemas menores até encontrar uma solucao viavel.

A Figura 13 apresenta a execucdo de uma arvore de decisdo que tem o objetivo de
realizar o diagndstico de um paciente. A arvore tem duas classes ou possibilidades, a primeira
€ 0 paciente estar doente e a segunda ¢ estar saudavel. Na figura cada elipse é um teste em um
atributo do conjunto de dados do paciente, cada aresta é o resultado do teste no atributo, cada

retangulo representa uma classe, ou seja, 0 né folha ou o diagnostico do paciente.
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Figura 13 - Exemplo de arvore de decisdo para diagnostico de um paciente.
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Fonte: Monard et al. (2003).

2.4.2 Naive Bayes

Outro algoritmo comumente utilizado na etapa de classificagdo é o Naive bayes, por
ser considerado um algoritmo simples e que entrega resultados promissores na etapa de
classificacdo de dados. O conceito do algoritmo € baseado na teoria das probabilidades, Rocha
et al. (2008) afirma que algoritmos que se baseiam neste conceito € uma das principais fontes
técnicas no processo de classificacdo em base de dados.

O algoritmo Naive bayes é baseado na teoria de Bayes, onde testa a probabilidade de
um evento ocorrer, dado que um outro evento ja ocorreu. Normalmente representado por
P(X]Y), ilustrado na equacdo a seguir:

P(X) = P(Y]X)

PIXIY) = =5,

©)

na qual, P(X) é a probabilidade de um evento X acontecer, P(Y) é a probabilidade de um evento
Y acontecer e P(X|Y) é a probabilidde do evento X acontecer dado que o evento Y ja aconteceu.
Rocha et al. (2008), apresenta um exemplo de classificagdo utilizando o algoritmo

Naive bayes, baseado em um problema de sair ou ndo para jogar ao ar livre. Ele leva em
consideracao as questdes climaticas como variaveis decisorias. O Quadro 1 apresenta as regras

a serem utilizadas no algoritmo.



Quadro 1 — Exemplos de treino do problema de jogar ao ar livre.
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Tempo Temperatura (°F) Umidade Vento Jogar
Limpo Quente Alta Fraco Né&o
Limpo Quente Alta Forte Né&o

Nublado Quente Alta Fraco Sim

Chuvoso Temperada Alta Fraco Sim
Chuvoso Fria Normal Fraco Sim
Chuvoso Fria Normal Forte Néo

Nublado Fria Normal Forte Sim
Limpo Temperada Alta Fraco Né&o
Limpo Fria Normal Fraco Sim

Chuvoso Temperada Normal Fraco Sim
Limpo Temperada Normal Forte Sim

Nublado Temperada Alta Forte Sim

Nublado Quente Normal Fraco Sim

Chuvoso Temperada Alta Forte Néo

Fonte: Adaptado de Sombra et al. (2018).

O algoritmo Naive bayes € alimentado com base nos dados apresentados no Quadro 1.

Pode-se observar que no exemplo de treino tem-se 4 atributos: tempo, temperatura, umidade e

vento, e 2 classes: jogar igual a sim e jogar igual a ndo. A partir da entrada dos dados, é feito

uma contagem de quantos atributos pares existem no conjunto de dados informado. A contagem

finalizada é apresentada na Tabela 1.

Tabela 1 - Contagem da ocorréncia de atributos pares como exemplo de cada uma das classes.

Tempo Temperatura Umidade Vento
Sim | Néo Sim | Néo Sim | Néo Sim | Néo
Limpo 2 3 Quente 2 2 Alta 3 4 Fraco 6 2
Nublado 4 0 Temperada 4 2 Normal 6 1 Forte 3 3
Chuvoso 3 2 Fria 3 1

Fonte: Adaptado de Sombra et al. (2018).
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A partir da frequéncia de cada atributo calculado pelo algoritmo, é gerada as
frequéncias relativas com base na entrada de dados, dividindo as frequéncias na Tabela 1 pelo
numero de exemplos da respectiva classe. A Tabela 2 apresenta as respectivas frequéncias do

problema.

Tabela 2 - Frequéncias relativas a entrada de dados.

Tempo Temperatura Umidade Vento

Sim | Néo Sim | Nao Sim | Nao Sim | Nao

Limpo 2/9 | 3/5 Quente 219 | 2/5 Alta 3/9 | 4/5 | Fraco | 6/9 | 2/5

Nublado 4/9 0/5 Temperada 4/9 2/5 Normal 6/9 1/5 Forte 3/9 3/5

Chuvoso 3/9 2/5 Fria 3/9 1/5
Fonte: Adaptado de Sombra et al. (2018).

Feito essas operacdes, o algoritmo Naive bayes ja esta treinado e apto para classificar
novas entradas de dados. Pode-se fazer um teste de classificacdo baseado nas seguintes
entradas: “tempo” = “limpo”, “temperatura” = “quente”, “umidade” = “alta”, “vento” = “fraco”.
Dado essa entrada, pode utilizar a Equacédo 1 para fazer os célculos.

Para calcular a classificacdo do exemplo dado acima, é feito o célculo de cada classe
o valor de uma funcéo de pertenca L (likelihood). Segundo Sombra et al. (2018) o likelihood é
obtido por meio da multiplicacdo das frequéncias relativas de cada atributo presente na entrada
a ser classificada, associando a cada classe de saida presente na base de teste.

Para a entrada dada, tem-se os seguintes valores:

L(“sim”) = (2/9) * (2/9) * (3/9) * (6/9) * (9/14) = 0,642
L(“ndo”) = (3/5) * (2/5) * (4/5) * (2/5) * (5/14) = 0,357

Baseado nos resultados obtidos do calculo da funcdo de pertenca L, e nos dados de
entrada para classificacdo, pode-se dizer que as chances de ir jogar ao ar livre dada as condig¢oes
de entrada sdo maiores que as chances de ndo ir jogar. Pode ainda, se achar necessario, atribuir
probabilidades a cada classe, normalizando os resultados de L de forma que a soma dos dois
seja 1. Assim a probabilidade (P) sera:

P(“sim”) = L(“sim”) /(L(“sim”) +L(“nd0)) = 0,642 * 100 = (64,2%)
P(“ndo”) = L(“ndo”) /(L(“sim”) + L(“ndo”)) = 0,357 * 100 = (35,7%)
Utilizando os procedimentos acima, é possivel realizar a classificacdo de dados por

meio do algoritmo Naive bayes.
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2.5 VALIDACAO

Esta subsecéo apresenta os métodos de validacéo para o agrupamento e a classificacéo.
Além disso, esté dividido em outras duas subsec¢des, uma para a validagdo dos algoritmos de
classificacdo e a outra para a validacdo dos algoritmos de agrupamento.

2.5.1 Validacgao da Classificacéo

Apos a etapa de mineragdo de dados, um modelo de classificacdo é definido baseado
nos dados utilizados no treinamento do algoritmo de classificacdo. Para que os resultados
obtidos do modelo sejam aceitos, 0 modelo deve ser submetido a um processo de validagéo,
onde serdo analisadas algumas métricas, como: matriz de confusdo, preciséo, recall e F1-Score.

Essas métricas serdo melhor explicadas nas subse¢des abaixo.

2.5.1.1 Matriz de confuséo

Segundo Souza (2019), dado um modelo de classificagdo com um conjunto N de
classes, uma matriz N x N € gerada, denominada matriz de confusdo. Uma matriz de confusdo
apresenta todas as classes na vertical da matriz e todas as classes na horizontal da matriz, entdo
¢ populada com a quantidade de atributos classificados corretamente e incorretamente
(SOUZA, 2019). Se o modelo de classificacdo apresentar bons resultados, é possivel ver uma
diagonal da esquerda para a direita na matriz de confuséo, essa diagonal sdo os atributos
classificados corretamente. Caso a matriz esteja confusa e ndo possui uma diagonal, isso
significa que o modelo de classificacdo ndo produz bons resultados.

Na Figura 14, é apresentada uma matriz de confusdo que foi gerada a partir de um
conjunto de dados de letras do alfabeto. Enté&o foi gerado um modelo de classificacdo baseado
em arvores de decisdo e gerado a matriz de confusdo com a quantidade de acertos e erros do

modelo.
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Figura 14 - Matriz de Confusao.
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Fonte: Autoria Propria.

Pode-se observar na Figura 14 que a matriz de confusdo possui uma diagonal da
esquerda para direita bem definida, com valores bem grandes, isso significa que o modelo de
classificacdo conseguiu classificar uma boa parte dos dados analisados. Ainda que alguns dados
foram classificados erréneos, o modelo de classificacdo apresenta 6timos resultados. Vale
ressaltar que os dados que estdo fora da diagonal, significa que o caractere em analise foi
classificado como outro caractere.

Dado que uma matriz de confusdo apresenta a quantidade de classificacGes corretas e
incorretas, pode-se dizer que uma matriz de confusdo tem por objetivo mostrar a frequéncia de
classificacdo para uma das classes do modelo. Segundo Souza (2019) uma matriz de confuséo
apresenta as seguintes frequéncias:

e Verdadeiro positivo (true positive - TP do inglés): é quando a classe foi classificada
corretamente;

e Falso positivo (false positive - FP do inglés): é quando a classe foi classificada
incorretamente;

e Falso verdadeiro (true negative - TN do inglés): é quando uma classe que ndo estava
sendo analisada, acaba sendo classificada corretamente;

e Falso negativo (false negative - FN do inglés): é quando uma classe que néo estava

sendo analisada, acaba sendo classificada incorretamente.
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A seguir serd apresentado alguns métodos e férmulas que podem ser utilizados para
validar o modelo de classificacdo a partir da matriz de confusdo, segundo os conceitos de
(SOUZA, 2019).

2.5.1.2 Precisao

A precisdo € utilizada para definir a relacdo entre as classes que & corretamente
classificada como verdadeiro positivo e todas as previsoes de verdadeiros positivos (incluindo
os falsos positivos) (SOUZA, 2019). Ou seja, daquelas classes que foram classificadas como
corretas, quantas efetivamente eram corretas? pode-se obter o resultado dessa questdo pela
equacao de precisao:

Verdadeiros Positivos (TP)
Verdadeiros Positivos (TP) + Falsos Positivos (FP)

Precisao =
(4).

Na Figura 15 é possivel visualizar na terceira coluna nomeada por (precision do inglés)

a precisao obtida de cada uma das classes do conjunto de dados de letras do alfabeto.

Figura 15 - Precisdo detalhada por classe.
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0,830 0,008 0,834 0,830 0,832 0,825 0,928 0,727 R
0,853 0,005 0,869 0,853 0,861 0,856 0,949 0,803 5
0,902 0,003 0,922 0,902 0,912 0,908 0,961 0,364 T
0,902 0,003 0,922 0,902 0,912 0,908 0,966 0,880 U
0,394 0,003 0,91% 0,894 0,908 0,902 0,961 0,342 v
0,928 0,002 0,942 0,926 0,934 0,931 0,968 0,884 W
0,891 0,004 0,903 0,891 0,897 0,893 0,962 0,842 X
0,397 0,003 0,913 0,897 0,905 0,901 0,955 0,857 b
0,891 0,003 0,920 0,891 0,905 0,902 0,962 0,859 Z
Weighted Awyg. 0,280 0,005 0,881 0,280 0,280 0,875 0,954 0,830

Fonte: Autoria propria.
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2.5.1.3 Recall

O recall ou revocacdo é a frequéncia em que o classificador classifica uma classe
corretamente, ou seja, quando uma classe que é classificada como verdadeiro positivo, 0 quo
frequente a classe é realmente classificada como verdadeiro positivo (SOUZA, 2019). A
frequéncia pode ser obtida por meio da equacdo Recall.

Verdadeiros Positivos (TP)
Verdadeiros Positivos (TP) + Falsos Negativos (FN)

Recall =
(5),

o recall pode ser observado na quarta coluna da Figura 15, para cada uma das classes analisadas.

2.5.1.4 F1-Score

O F1-Score combina a precisédo com o recall com o objetivo de obter a qualidade geral
do modelo de classificagdo (SOUZA, 2019). E pode ser obtido por meio da equagao F1-Score:

2 * precisao * recall
Fl=

precisao + recall

(6).

O F1-Score pode ser observado na quinta coluna nomeada por F-Measure da Figura
15. Indicando a qualidade do modelo de classificacdo para cada uma das classes.

2.5.2 Validacdo do Agrupamento

Aplicados os algoritmos de agrupamento nos dados em estudo, o resultado sdo 0s
agrupamentos, ap0s esse processo € importante mensurar a qualidade de cada grupo. Nas

subsecdes é apresentado alguns métodos de validagéo.

2.5.2.1 Coesdo

Kunz e Black (1995) define coesdo como a mensuragdo da similaridade entre os
elementos de um mesmo grupo, sendo que, quanto maior a similaridade maior é a coesao do
grupo. A coesdo pode ser obtida pela equacéo a seguir:

2i>i Sim(Pi, Pj)
nn—1)
2

Coesao =

(7),



a7

sendo que Sim (Pi,Pj) calcula a similaridade entre os elementos i e j que pertence a um
agrupamento P, n € o numero de elementos de P, e Pi e Pj sdo membros do agrupamento P.

2.5.2.2 Acoplamento
Segundo Kunz e Black (1995), o acoplamento faz a mensuracao da similaridade média

de todos os pares de elementos, onde um elemento do par pertence a um agrupamento X e 0

outro par pertence a outro agrupamento Y. O acoplamento pode ser obtido pela seguinte

equagao:
Acoplamento = Xi>i Sim(Ci, Cj)
' ~ na(e—1D
2

(8),
em que C é o centrdide de um determinado agrupamento que esta contido em P, Sim(Ci, Cj) é
o calculo da similaridade do elemento i que pertence ao agrupamento P e o elemento j que
pertence a um outro agrupamento Pi, Ci é o centrdide do agrupamento P, e Cj é o centrdide do

agrupamento Pi e na € o nimero de agrupamentos presente em P.

2.5.2.2 Coeficiente de Silhouette

Alves (2018) explica o coeficiente de Silhouette em seu trabalho, como um método
que identifica 0 quao bem um ponto se encaixa em um cluster. Quando o coeficiente esta
préximo de 1 positivo, significa que os pontos estdo longe dos pontos de um outro cluster, e
guando o coeficiente esta préximo de 0, indica que os pontos estdo muito perto ou até
interseccionando com um outro cluster.

Para Zoubi e Rawi (2008) o coeficiente de Silhouette € baseado na ideia de quanto um
elemento € similar aos demais elementos do seu grupo, e o quéo distante esse mesmo elemento
esta dos elementos de um outro grupo. Combinando as medidas de coesdo e acoplamento por
meio da equagéo 9.

. b(i) — a(i)
max(a(i),b(i))

(9),

na qual, a(i) é a distancia média entre o i-ésimo elemento do grupo e todos os outros elementos

do mesmo grupo. O b(i) é a menor distancia entre o i-ésimo elemento do grupo e qualquer outro



48

grupo, que ndo contém o elemento, e max é a maior distancia entre a(i) e b(i) (ZOUBI E RAWI,
2008).

Delgado et al. (2013) diz que o coeficiente de Silhouette de um grupo, nada mais € que
o calculo da média aritmética para cada elemento que pertence ao grupo. O mesmo pode ser

obtido pela Equagéo 9, em que o valor de S fica na faixade O e 1.
2.6 VISUALIZACAO

No conceito de mineracdo de dados, a palavra visualizacdo de dados se refere ao
processo de transformar os padrdes encontrados em informacao visual. Botelho (2002) afirma
que a apresentacdo visual possibilita ao analista de dados perceber caracteristicas que estdo
escondidas nos dados, mas que sdo necessarias para tarefas de exploracédo e andlise.

Nas subsecbes abaixo serdo apresentadas as principais técnicas de visualizacdo dos

resultados obtidos apds a etapa de agrupamento e classificacdo dos dados.

2.6.1 Matriz ou Gréfico de Dispersao

Gréfico de dispersdo também conhecido como grafico de correlagdo ou gréfico XY, é
uma forma de representar graficamente uma possivel relagdo entre duas variaveis, apresentando
os pares de dados numéricos e a relagdo entre si (FORLOGIC, 2016). Os dados séo exibidos
em forma de uma colecdo de pontos, cada atributo representa seu valor em um plano de eixo X

e Y. llustrado na Figura 16 e Figura 7 processo de agrupamento de dados.

Figura 16 - Grafico de Dispersao.

Fonte: Guilherme (2008).
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O gréfico de dispersdo ilustrado na figura 16, apresenta um conjunto de dados
dispersos em um plano de eixo X e Y. Pode-se observar uma relagdo entre x e y, quanto maior
a variavel x maior é a variavel y. Este grafico pode ser utilizado para analisar as relagdes entre
os atributos de uma determinada classe e pode apresentar a distribuicdo dos dados de um

agrupamento.

2.6.2 Gréfico de Distribuicao

Um grafico de distribuicdo apresenta uma colecdo de dados distribuidos em um eixo
X e Y destacando o ponto da variavel com maior valor em Y. Assim os demais pontos sdo
distribuidos na esquerda e direita do maior valor de Y, formando duas caldas (ZIBETTI, 2019),

conforme ilustrado na Figura 17.

Figura 17 - Grafico de Distribuicéo.
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Fonte: Excel e Accees (2020).

Esse gréfico € util quando se quer observar a distribuigdo dos dados em relacdo a média

e desvios padréo, geralmente utilizado na técnica Z-Score.

2.6.3 Grafico de pontos

Um gréafico de pontos € uma maneira de representar informacdes por meio de uma reta

numerica (LUDERITZ, 2021). Para apresentar informagdes por meio deste grafico, coloca-se
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um ponto em cima do numero de cada conjunto de dados, caso o dado apareca mais que uma

vez, coloca os demais pontos acima dos anteriores. llustrado na Figura 18.

Figura 18 - Grafico de Pontos.
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Fonte: Luiz (2021)

O grafico de pontos, pode ser utilizado para contar a quantidade de ocorréncias de um

determinado dado em um conjunto, facilitando ao analista a realizar célculos estatisticos.

2.6.4 Matriz de Confuséao

A matriz de confusdo foi apresentada na subsecdo 2.5.1.1 como um método de
validacdo, porém esse tipo de matriz também pode ser utilizado como um dos meios de

visualizacdo dos resultados do modelo de classificacéo.

2.7 DADOS CENSITARIOS

A plataforma de Sistema IBGE de Recuperacdo Automatica - SIDRA, que compila 0s
resultados dos Censos Agropecuario e Demografico é uma das mais complexas operacdes
estatisticas realizadas por um pais, tornando ainda mais complexa em paises que possui
dimens@es continentais como o Brasil, com um territorio de 8.515.692,27 kmz2, composto por
27 unidades de federacdo e 5.565 municipios e com uma populacéo de 190.755.799 habitantes
(IBGE, 2021).

Segundo o IBGE (2021) os dados censitarios sdo a principal forma de se obter
informacdes sobre a situacdo de vida da populagdo de um pais. N&o s6 o governo, mas a
sociedade civil se beneficia das informagGes advindas dos dados censitarios do pais, para

realizarem suas escolhas com base em informagdes atualizadas sobre a populagéo.
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O IBGE (2021) explica que os censos demograficos tem como objetivo mensurar a

quantidade de habitantes de todo o territorio nacional, identificar suas caracteristicas, apresentar

0 meio de vida dos brasileiros, produzindo informacdes imprescindiveis para a definicdo de

politicas publicas e a tomada de decisdes de investimentos da iniciativa privada ou de governo.

2.7.1 Documentacéo Operacional e Principais Variaveis

Segundo informacdes do IBGE (2021), a documentacdo operacional se da por meio

dos seguintes questionarios:

1.

Questionario basico (sem amostra) — aplicado em todas as unidades domiciliares, exceto
naquelas selecionadas para a amostra. Contém perguntas sobre as caracteristicas basicas
do domicilio e seus moradores;

Questionario de amostra — aplicado em todas as unidades domiciliares selecionadas para
a amostra. Além das perguntas do questionéario basico, contém outras mais detalhadas a
respeito do domicilio e seus moradores;

Folha de coleta — utilizada para o registro das unidades residenciais e ndo residenciais
existentes no setor e para o registrado nimero de moradores em cada domicilio ocupado,
além de servir para a selecdo dos domicilios particulares nos quais se aplicou o
questionario de amostra;

Folha de domicilio coletivo — utilizada para o registro das pessoas recenseadas em cada
domicilio coletivo, além de servir para a selecdo das unidades nas quais se aplicou o
questionario da amostra;

Caderneta do setor — utilizada para registro de resumo das informac@es coletadas, além
de conter o mapa e a descricdo dos limites do setor.

E as principais variaveis sdo:

Situacgéo urbana e rural;

Caracteristicas do domicilio;

Sexo, ldade, Cor ou Raca, Etnia ou Povo a que pertence e Lingua falada s6 para
indigenas, Religido ou Culto, Registro de Nascimento, Deficiéncia Fisica ou Mental,
Educacéo, Deslocamento para estudo, Nupcialidade;

Caracteristicas do Trabalho e do Rendimento, Deslocamento para trabalho e
Fecundidade e Mortalidade;

Emigracéo internacional, Migracéo interna e Imigracdo internacional.
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A pesquisa sempre é feita no segundo semestre do ano em questdo, e os resultados séo
divulgados em aproximadamente 3 anos apds a pesquisa. A disseminacédo é feita por meio de
publicacdo impressa, CD-ROM, portal do IBGE, BME (Banco Multidimensional de
Estatisticas) e SIDRA (IBGE, 2021).

2.8 ESTADO DA ARTE

No desenvolvimento desta secéo, foi feito um levantamento de trabalhos que faz o uso
de técnicas de mineracdo de dados em cima de dados censitérios, buscando na literatura quais
as ferramentas mais utilizadas no processo de mineracao.

Esta secéo esta dividida em duas subsecdes, na primeira é apresentado trabalhos que
utilizam técnicas de mineracdo de dados e que a fonte dos dados é o Sistema IBGE de
Recuperacdao Automatica-SIDRA. A segunda se¢do trata sobre trabalhos correlatos que aplicam
técnicas de mineragdo de dados e utilizam bases de dados censitarias como fonte de dados.

Para encontrar os trabalhos, utilizou-se dos recursos do Google Académico. A
pesquisa foi realizada com base nos seguintes termos: “Mineracao de Dados” ou “Data Mining”
+” censo” ou” IBGE” +” Agropecuaria”. O objetivo de realizar a consulta com esses termos,

foi encontrar trabalhos que podem estar correlacionados com o0s objetivos deste trabalho.

2.8.1 Trabalhos Correlatos que possuem a Base SIDRA como Fonte de Dados

Costa et al. (2017) e Brito et al. (2015), propuseram 0 uso de redes bayesianas e
algoritmos de busca heuristica como o K2, para analisar os dados extraidos do SIDRA. Com
objetivo de medir a associacdo entre o trabalho infantil e gravidez na adolescéncia e a
associacdo entre a posse de tecnologias de informacao com a gravidez na adolescéncia, tomando
por referéncia os municipios da Amazonia legal em relagdo ao demais municipios do pais.

Ja Silvano et. al. (2020), propuseram o uso de clusters e arvores de decisdo para realizar
mineracdo nos dados da base SIDRA. Com o objetivo de analisar a distribuicdo espacial dos
grupos de municipios brasileiros e a similaridade entre os conjuntos de indicadores
demograficos, sociais e econdmicos do pais.

Santos et al. (2016) também fizeram um trabalho com os dados agropecuarios da base
SIDRA, com o objetivo de identificar os estratos de area de producdo familiar rural e de

producéo patronal. Por mais que os autores descrevem o uso de técnicas de minerac¢éo, nenhum
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algoritmo de classificacdo em especifico foi utilizado, propondo somente um sistema desktop
para apresentar os dados de forma mais amigavel.

Sistemas de analise socioeconémica nacionais, abertos ao publico, sdo carentes de
funcionalidades de busca ou representacdo de informacgdes aos usuarios (Vieira Filho, 2013).
Com isso o autor propos um framework para auxiliar e agilizar o desenvolvimento de sistemas
de consulta de dados socioecondmicos. Desenvolvendo métodos genéricos para extracdo de
dados de bases como o SIDRA e o sistema Devinfo, a partir de funcGes mineradoras e a

elaboracdo de uma interface para desenvolvimento de softwares a partir do framework proposto.

2.8.2 Trabalhos Correlatos que Aplicam Técnicas de Mineracdo de Dados em Bases de

Dados Censitarias

Silva Filho et al. (2013) em seu trabalho apresentam o uso de uma técnica de
mineracdo de dados utilizando a regra de associa¢do Apriori, por ser uma das técnicas mais
utilizadas, quando o assunto € regras de associacdo, segundo pesquisas do autor. Os autores
aplicam o algoritmo em uma base de dados do IBGE com informacdes de natalidade do estado
de S&o Paulo no ano de 2000. Com objetivo de encontrar correlagfes entre a idade da mée e o
tipo de gravidez.

Enguanto Maria das Gragas et al. (2010), aplicaram técnicas de data mining sobre 0s
dados do processo de producdo e mecanizacdo de cana de acucar. Com o objetivo de encontrar
caracteristicas semelhantes entre os produtores de cana-de-acUcar. Os autores utilizaram
métodos de clusterizacdo para identificar grupos de produtores similares e alguns principais
métodos de classificadores propostos pela literatura, como: arvores de decisdo, classificadores
Bayesianos, K-NN, redes neurais e support vector machine (SMO).

Ja Fasiaben et al. (2003), apresentam o uso de técnicas de mineracdo de dados, sobre
0s dados de produgdo e rendimentos do banco de dados de Producdo Anual Municipal (PAM)
do IBGE, para a definicdo de alvos prioritarios de pesquisa baseado na producdo de arroz,
feijdo, milho, soja e trigo. Os autores propdem a utilizacdo do algoritmo K-médias para realizar
agrupamentos e o algoritmos de arvores de decisdo para realizar a classificacdo dos grupos,
aplicando os resultados sobre um mapa do Brasil, onde é possivel identificar a porcentagem de
producéo e rendimentos nos estados brasileiros.

Arvores de decisdo, especificamente o algoritmo J48 do WEKA, foi utilizado para

classificar municipios com aptiddo agricola, na regido do Matopiba. O algoritmo foi aplicado
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sobre os dados socioecondmicos e fisicos dos municipios, obtidos das bases de dados do IBGE
(Lorensini et al. 2018).

Macedo Junior (2009) com o objetivo de verificar se existe alguma associacao entre
os dados de produtividade do café e os dados meteoroldgicos, no estado de Sao Paulo, propbs
0 uso de algoritmos Apriori, Predictive Apriori e Tertius da ferramenta de mineracdo WEKA.
Com aplicagdo dos algoritmos os autores conseguiram encontrar algumas associagdes, tais
como, com 0 aumento da precipitacdo aumenta a produtividade do café.

A pesquisa por trabalhos foi realizada, no entanto ndo foram encontrados muitos
trabalhos que fizessem uso de dados agropecudrios de bases censitarias. Porém, alguns
trabalhos apresentaram métodos bem vantajosos, como o uso de algoritmos de clusterizagdo
para fazer os agrupamentos dos dados trabalhados, e o uso de algoritmos de classificacdo como
as arvores de decisdo para encontrar alguma correlacdo entre os dados agrupados. Com isso
faz-se importante o uso dessas técnicas para analise dos dados agropecuarios, estudados neste
trabalho.
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3 METODO

Neste capitulo sera abordado o método para o desenvolvimento do framework de
mineracdo de dados. Em um contexto geral, o fluxo de execucdo segue as seguintes etapas:
captura dos dados agropecudrios, pré-processamento, agrupamento, classificacdo, validacao e

visualizagdo dos padrfes encontrados. O processo é ilustrado na Figura 19.

Figura 19 - Fluxo da execuc¢do do framework.
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Fonte: Autoria Propria.

Para toda a codificacdo do framework foi utilizado a linguagem de programacéo
Python, uma vez que ha vasta quantidade de bibliotecas disponiveis para trabalhar com
mineracdo de dados e a simplicidade e praticidade de escrever um cddigo nesta linguagem,

além de integrar sistemas de forma eficaz (PYTHON, 2021).
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Também foram utilizadas as bibliotecas de aprendizado de méquina scikit-learn e
pandas. As duas bibliotecas sdo de codigo aberto e voltadas para a linguagem de programacao
Python, possuem varios algoritmos de aprendizagem de maquina, tais como: classificacao,
clusterizacdo, agrupamento, pré-processamento, além de outros algoritmos (SCIKIT-LEARN;
PYDATA, 2021). A figura 20 apresenta alguns dos métodos que foram importados do Scikit-
learn.

Figura 20 - Métodos importados de outras bibliotecas para o framework.

Fonte: Autoria propria.

Também foi utilizado o ambiente de desenvolvimento integrado IDE (Integrated
Development Environment) Qt Designer para a constru¢do das interfaces graficas. O Qt
Designer oferece uma interface simples de clicar, arrastar e soltar objetos como botdes, campos
de texto, caixas de combinacdo e demais objetos. Ao final é possivel gerar um arquivo XML,
figura 22, com as especifica¢des da interface, no qual pode ser importado para dentro de um
projeto escrito em Python, por meio de uma biblioteca de ligagdo PyQt (HERRMANN, 2021).

A Figura 21 apresenta a tela inicial da ferramenta.
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Figura 21 - Tela inicial do Qt Designer.

rrrrrr

A

il Bt Form o View Settings Window Ml

DR ) HRRE MEWT 60BN

WidgetBox 8 X Object Inspector 8 x

Filter Object Class

4 Layouts ~ 4 [ Dialog  QDialog

E Vertical Layout buttonBox QDislogButtonBox L
| -

[m Horlzontal Layout E Pro perty Editor 8 x[

o

Grid Layout
gg Form Layout
- Spacers
[p@d) Horizontal Spacer

! Vertical Spacer
. Buttons

@ Push Button

m Tool Button

@® Radio Button

[ Check Box

e Command Link Button

m Dialog Button Box

=/

/ e Fliter

<resource root>

|| Sinel/Slot Editor | Action Editor | Resource Browser

Fonte: Autoria propria.

Todas as telas do framework foram desenhadas no PyQt5, gerados os arquivos XML
figura 22 e importado para dentro do projeto por meio da biblioteca de ligagdo PyQt5 uic,

ilustrado na figura 23.

Figura 22 - Arquivo gerado pelo PyQt5.
CPxm)l version=*1.0" encoding="UTF-8-3s
|€ui vezaion="4.0">
<class>MatnWindows/class>
| «widges class="(MainWindow" name="MainWindow">
| <property name="geometry">
| <zecet>
“x>0</x>
<y>0</y>
<WAdth>T726</wideh>
<height»360</heighe>
</zect>
</propezty>
| <property name=“windowTitle">
<atring>MatnWindow</string>
</properTy>
kuidger classe"QWidget” namee"centralwidget”>
<widget class="QPushdutton™ name="pushButton_project_path">
<property name=“geotetry"”>
<zect)>
<x>160</x>
<y>120</y>
<width>89</widch>
<height>25</height>
</rect>
</propezty>
| <PIOperty name="text"»
<string>Projeto</suring>
</propezty>
</widgesz>

Fonte: Autoria prépria.
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Fonte: Autoria propria.

3.1 IMPLEMENTACAO DA TELA INICIAL

A tela inicial é responsavel pela criacdo de um novo projeto, pela captura dos dados e
abertura do projeto (Figura 24). Nesta tela foram implementados trés botdes, cada um é
responsavel por abrir uma outra tela de funcionalidades. O bot&o criar projeto abre uma janela
para selecionar o local onde deve ser criado o projeto, entdo uma nova pasta é criada no
endereco especificado com o nome que foi definido na janela figura 25.

O botéo abrir projeto da tela principal ira abrir uma janela do sistema operacional para
selecionar a pasta do projeto, entdo, é aberto a tela de processamento de dados onde € possivel
realizar todo o pré-processamento dos dados.

Figura 24 — Tela inicial do framework.
B psndindow [m] b 4
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Fonte: Autoria propria.
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Figura 25 — Tela para criar projeto.
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Fonte: Autoria propria.

Para captura dos dados, foi implementado uma tela para inser¢do de arquivos no
projeto, a qual é renderizada a partir do clique do botdo “Inserir Arquivos”, figura 26. E uma
limitacdo do framework realizar somente a leitura de arquivos CSV separado por ponto e
virgula, ao realizar o download do arquivo na base do SIDRA, o usuario deve sempre optar por
arquivo CSV BR. O framework possui uma tela de pré-processamento de dados em que é
possivel excluir linhas e colunas, mas para evitar problemas na leitura do arquivo, é
recomendado excluir informac@es que ndo pertencem ao conjunto de dados estudado, como por

exemplo, informacdes sobre fonte e descri¢cGes adicionais da tabela.
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Figura 26 — Tela para inserir arquivos CSV.
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Fonte: Autoria propria.

3.2 IMPLEMENTACAO DO MODULO DE PRE-PROCESSAMENTO

O médulo de pre-processamento faz a leitura dos arquivos CSV que foram adicionados
natela inicial e fica disponivel para o usuério realizar as manipulagdes necessarias. Este mddulo
permite realizar normalizacdo de dados por meio dos métodos MinMax e Z-score, discretizar
os dados continuos por intervalos e frequéncias iguais, realizar transformacgdes nos dados e nas
tabelas. A figura 27 ilustra as possibilidades de manipulagéo, vale ressaltar que ndo precisa

seguir a ordem da imagem, o usudrio pode realizar as operacdes que achar necessarias.

Figura 27 - Fluxo do pré-processamento.
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Fonte: Autoria propria.
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Para 0 modulo de pré-processamento, foi implementado outra tela que possui as

funcionalidades descritas neste trabalho, na qual se faz necessario para realizar a pré-

processamento dos dados (Figura 28). Tais funcionalidades sao:

Selecionar qual a tabela o usuério deseja realizar o pré-processamento;

Criar uma nova tabela a partir da concatenacdo de colunas das tabelas inseridas no

framework (Figura 29);

Apresentar os dados da tabela que esta sendo processada e alterar uma determinada

célula da tabela;

Especificar e deletar uma coluna ou linha da tabela;

Realizar um replace em todos os dados de uma coluna por um valor especificado ou

pela média do conjunto;

Normalizar os dados pelos métodos Min-Max e Z-Score;

Discretizar os dados por intervalos ou por frequéncias;

Navegar para 0 médulo de mineragéo e visualizagéo.

Figura 28 — Tela de pré-processamento.
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Fonte: Autoria propria.
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Figura 29 — Tela para concatenar colunas.

b MainWandow - 0 X |
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Fonte: Autoria propria.

Os métodos de normalizacéo e discretizacdo dos dados foi importado da biblioteca sk-
learn e implementado no framework, em que é passado um conjunto de dados por parametro e

0s métodos retornam o mesmo conjunto normalizado. llustrado na figura 30.

Figura 30 — Método Z-score do sk-learn.

Fonte: Autoria Prépria.

3.3 IMPLEMENTACAO DO MODULO DE MINERACAO DOS DADOS

O mddulo de mineracdo de dados tem como objetivo agrupar e/ou classificar os dados
pré-processados, fazendo o uso de dois algoritmos de agrupamento: K-médias e DBScan, ja
para classificacdo de Naive-Bayes e Arvore de decisdo. A Figura 31 apresenta o fluxo do
processo deste modulo.



63

Figura 31 - Fluxo do processo de mineracao.

Agrupamento Classificacao
K-Médias = Arvore de Decisdo | l
DBSCAN _ Modelo de
‘ Naive Bayes classificagao
Dados
Agrupados »| Modulo de ”
Validac¢ao
/ Cluster /

Fonte: Autoria Propria.

Foi implementado uma tela para 0 modulo de mineracdo de dados, figura 32, que

possui as funcionalidades necessarias para agrupar, classificar e validar os resultados. A tela

possui as seguintes funcionalidades:

Selecionar os atributos a serem agrupados ou classificados;

Agrupar os dados pelo algoritmo K-Meédias ou DBScan passando o0s pardmetros
necessarios para realizar o agrupamento;

Validar o agrupamento e apresentar os resultados;

Classificar os dados pelo algoritmo Naive bayes ou Arvore de deciso;

Validar a classificacdo e apresentar os resultados.



Figura 32 — Tela do médulo de mineracao.
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Fonte: Autoria Prépria.

3.4 IMPLEMENTACAO DO MODULO DE ANALISE E VISUALIZACAO DOS DADOS

O ultimo modulo desenvolvido é o de visualizagdo dos resultados. Por meio da tela de

visualizagdo é plotado os graficos apresentando os padrdes encontrados pelo algoritmo de

classificacdo e os grupos gerados pelo agrupamento. Os graficos disponibilizados no framework

sdo: grafico de disperséo, grafico de distribuicdo, grafico de pontos e matriz de confusdo. Para

0 desenvolvimento deste modulo, foi utilizado a biblioteca matplotlib, uma biblioteca

desenvolvida para a linguagem de programacéo Python, que possui diversos algoritmos para a

criacdo de visualizagdes estaticas, animadas e interativas (MATPLOTLIB, 2021).
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Assim, para ilustrar a operacionalizagéo da ferramenta, foram realizados dois estudos
de caso, com dois grupos distintos de varidveis, a fim de verificar como a ferramenta se
comporta com a disponibilidade distinta de informacdes. Para tanto, o primeiro grupo de dados
refere-se a atividades produtivas que ndo sdo encontradas em todas as regides do Brasil. O
segundo grupo compreende informacdes de atividades presentes em todo o territério nacional.

No préximo capitulo serd apresentado o estudo de caso.
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4 ESTUDO DE CASO A PARTIR DE DADOS DO CENSO AGROPECUARIO
BRASILEIRO

Desenvolvido o framework de mineracdo de dados, é necessario avaliar a sua
operacionalidade e viabilidade de aplicagédo. Com este intuito foi elaborado um estudo de caso
sobre um conjunto de dados do Censo Agropecudrio 2017, composto de dados de extracdo
vegetal, horticultura e fruticultura e/ou plantas ornamentais. A escolha dessas informacdes se
justifica no interesse em verificar como a ferramenta se comporta com atividades que possam
ser encontradas em todas as Unidades da Federagdo, bem como aquelas que possuem maior
relacdo com determinadas regides e biomas, consequentemente sendo ausente em algumas
Unidades da Federacéo.

As informac6es foram extraidas da plataforma SIDRA (descrita na se¢do 2.7), na qual
compila os resultados do Censo Agropecudario brasileiro. Cabe esclarecer que o Censo
Agropecudrio tem como periodo de referéncia o intervalo entre os dias 1° de outubro de 2016 a
30 de setembro de 2017, e como data de referéncia para coleta dos dados, o dia 30 de setembro
de 2017 (IBGE, 2017). Assim, para a este estudo, foram selecionadas trés tabelas com as
seguintes variaveis:

a) Tabela 6950 - NUmero de estabelecimentos agropecuarios com produtos da extracdo
vegetal: as varidveis selecionadas compreendem o nimero de estabelecimentos agropecuarios
com produtos de extracdo vegetal. Sobre o total de produtores, assinalando todos os produtos
de extracdo vegetal para as 27 Unidades da Federacéo.

b) Tabela 6954 - Numero de estabelecimentos agropecuarios com horticultura: as
varidveis selecionadas sdo numero de estabelecimentos agropecudrios com horticultura,
totalidade de produtos da horticultura para as 27 Unidades da Federacéo.

c) Tabela 6952 - NUmero de estabelecimentos agropecuarios com producdo de
floricultura e/ou plantas ornamentais: as varidveis selecionadas sdo nimero de estabelecimentos
agropecudrios com producdo de floricultura e/ou plantas ornamentais, a totalidade de produtos
da floricultura para as 27 Unidades da Federacéo.

O primeiro passo foi selecionar os dados que serdo inseridos no framework, neste
estudo de caso definiu-se estudar as informag6es produtivas de horticultura, extracdo vegetal e
floricultura das 27 Unidades da Federacdo. Essas informagdes foram extraidas diretamente na

plataforma SIDRA e sumarizadas no Quadro 2.
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Quadro 2 - Sistematizacdo dos dados selecionados na plataforma Sidra.

Bacuri; Baru (améndoa); Borracha
(latex liquido); Borracha (latex
coagulado); Buriti (coco); Buriti

(palha); Butia (fibra); Cacau
(améndoa); Cagaita  (fruto);
Cajarana; Camu-camu  (fruto);

Carnatba (cera); Carnalba (p6 de
palha); Casca de angico; Castanha-
do-Brasil (castanha-do-Para);
Caucho (goma eléstica); Copaiba
(6leo0); Cumaru (semente);
Cupuacu; Erva-mate; Ipecacuanha
(raiz); Jaborandi (folha); Jambu
(folha); Jugara (fruto); Lenha;
Licuri (coquilho); Licuri (cera);
Magaranduba (goma ndo eldstica);
Macaulba (fruto); Mangaba (fruto);
Manigoba (goma elastica); Madeira
em toras para papel; Madeira em
toras outra finalidade; Murici;
Murumuru  (semente); Palmito;
Oiticica (semente); Pequi; Piacava
(fibra); Pinhdo; Pupunha (coco);
Sorva (goma ndo eléstica); Ucuuba
(améndoa); Imbu ou umbu; Outros
produtos; Tucuma.

Alho-porré; Almeirdo;
Aspargo; Batata-baroa
(mandioquinha); Batata-doce;
Berinjela;

Bertalha; Beterraba; Boldo;
Brocolis; Bucha (esponja
vegetal); Camomila; Carg;
Caruru; Cebolinha; Cenoura;
Chicdria; Chuchu; Coentro;
Cogumelos; Couve; Couve-
flor; Erva-doce;  Ervilha
(vagem); Espinafre;
Gengibre; Horteld; Inhame;
Jilo; Lentilha; Manjericéo;
Maxixe; Milho verde
(espiga); Morango; Mostarda
(semente); Nabica; Nabo;
Orégano; Pepino; Pimenta;
Pimentdo; Quiabo; Rabanete;
Repolho; Rucula;  Salsa;
Taioba; Tomate (estaqueado);
Vagem  (feijdio  vagem);
Outros produtos; Sementes
(produzidas para plantio);
Mudas e outras formas de
propagacdo (produzidas para
plantio).

Tabela Extracéo Vegetal Horticultura Floricultura e/ou
plantas ornamentais
Principal Nimero de  estabelecimentos | Nimero de estabelecimentos | NUmero de
variavel agropecuarios com produtos da | agropecuarios com | estabelecimentos
extracdo vegetal. horticultura. agropecuarios com
producéo de floricultura
elou plantas
ornamentais.
Atividades | Agai (fruto); Andiroba (semente); | Abobrinha; Acelga; Agrido; | Flores e folhagens para
produtivas e | Araticum (fruto); Babacu (coco); | Aipo; Alcachofra; corte; Gramas; Plantas
culturas Babacu (améndoa); Bacaba (fruto); | Alcaparra; Alecrim; Alface; [ ornamentais em vaso;

Mudas de
ornamentais;
Plantas,
folhagens medicinais;
Sementes (produzidas
para plantio); Mudas e
outras  formas  de
propagacao (produzidas
para plantio).

plantas

flores,

Fonte: Autoria propria.

O quadro acima nos permite observar as variaveis principais e as respectivas categorias

indicadas na coleta dos dados pelo Censo. A extracdo vegetal compreende produtos colhidos

ou obtidos no periodo de referéncia proveniente de espécies vegetais ndo plantadas (nativas),

contemplando areas com mato ralo, caatinga ou cerrado, utilizadas ou ndo para o pastejo de

animais (IBGE, 2017). Ainda segundo o Manual, para os dados de horticultura sdo considerados

produtos aqueles provenientes do cultivo em hortas, de verduras e legumes. Fruticultura

compreende a presenca de area plantada ou destinada ao plantio de flores ou areas ocupadas
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com viveiros de mudas, estufa para producdo de plantas, flores ou casas de vegetacdo (local
para experimentos em condigdes controladas).

Por fim, é importante destacar que a utilizacdo do framework néo se limita a dados do
censo agropecuario brasileiro, e podem se adaptar facilmente a outros contextos, que ndo serdo
abordados neste trabalho. Além disso, o foco da ferramenta é disponibilizar informacdes para
possibilitar analises e decisdes futuras, ndo sendo da algada deste trabalho analises e estudos
aprofundados sobre os dados extraidos, sendo esta tarefa de responsabilidade exclusiva dos

usudrios da aplicacao.

4.1 METODO PARA 0OS ESTUDOS DE CASO

O processo de selecdo dos dados ocorreu por meio de selecdo intencional das variaveis,
almejando operacionalizar a ferramenta com dados distintos e disponibilidade variada. Os
dados selecionados foram submetidos a etapa de captura de dados do framework, este processo
consiste em carregar as planilhas na aplicacdo. Com as planilhas carregadas é possivel
manipular as informacdes, o primeiro passo é concatenar as informacdes contidas nas planilhas
de forma individual. Este processo é preciso para incorporar as variaveis contidas nas planilhas
em suas respectivas instancias nas unidades da federacdo, para aumentar o volume de dados a
serem processados pelo framework de mineracgdo de dados.

Em seguida, os dados passam por transformacgdes no méodulo de pré-processamento,
retirando campos sem descri¢cdes ou com descricdo desnecessaria para 0 processo de mineracao
de dados, aplicando os métodos de remocdo ou preenchimento de células vazias. Esse processo
é fundamental para andlise das tabelas do Censo Agropecuario, visto que ha duas nomenclaturas
adotadas para o caso da auséncia de informacdo, quais sejam: uso do traco “-” para informar
gue ndo ha registro de atividade para a variavel selecionada, e uso de “X” para ocultar a
identidade do produtor, especialmente se for apenas um responsavel pela atividade na unidade
geografica selecionada. Esses valores de “-” e “X” foram substituidos pelo valor 0, devido as
caracteristicas das informaces e limitacfes dos algoritmos de agrupamentos que precisam de
valores numéricos para processar os dados.

Com os dados pré-processados, passa para etapa de agrupamento dos dados, para isto
foi utilizado dois algoritmos de K-médias e DBSCAN, com intuito de agrupar as unidades
federativas com base nas informacGes extraidas da plataforma SIDRA. Esse agrupamento visa

encontrar informacOes que geralmente ndo sdo identificadas por agentes humanos, pois
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algoritmos de agrupamentos sdo eficientes para trabalhar com um elevado nimero de variaveis,
encontrando, frequentemente, relagdes entre variaveis que ndo sao facilmente identificadas pela
percepcdo humana.

Apos o agrupamento dos dados, é possivel utilizar algoritmos de classificacdo para
possibilitar insights sobre o relacionamento das instancias presentes no agrupamento. Para este
processo, foi utilizado os algoritmos de arvore de decisdo que devido a sua formulagao permitir
interpretar as regras geradas para separar 0s dados, seguindo esta mesma linha, utilizou o
classificador Naive bayes que permite rankear as caracteristicas das instancias pelas
importancias na classificacdo dos dados, esta importancia é definida pelo classificador baseado
na eficacia da caracteristica em prever as instancias do problema.

As métricas de avaliacdo dos modelos sdo importantes para validar as informac6es
disponibilizadas pelos classificados, valores baixos em relacdo as métricas (Precisdo, Recall,
F1-Score) indicam que as informagbes devem ser desconsideradas e o modelo deve ser
ajustado. Por fim, as informacdes extraidas pelos classificadores sdo disponibilizadas em

formato grafico para auxiliar no processo de analise das informacdes pelo usuario.

4.1.1 Geragéo dos Agrupamentos

Os dados concatenados em Unica tabela foram aplicados aos algoritmos de
agrupamento K-médias e DBScan. O algoritmo DBScan ndo obteve resultados satisfatorios
para os tipos de dados em estudo, pois devido a distancia entre os dados, o algoritmo nao
encontrou valores suficientes para realizar um bom agrupamento, em poucos casos onde as
distancias entre os dados eram parecidas, algumas varidveis foram agrupadas. Os valores de K
foram definidos para gerar os clusters, porém definir os valores de K é uma tarefa dificil para
ser realizada a priori. Desta forma, o algoritmo K-médias foi executado 9 vezes considerando
os valores de K entre 2 e 10.

O framework possui trés métricas de avaliacdo de agrupamento, o coeficiente de
silhouete, o coeficiente de Davies Bouldin que é baseado em coesao e a razdo da variancia que
é baseado em acoplamento. Para o estudo em questdo considerou-se o coeficiente de silhouette,
pois essa métrica indica o qudao bem uma instancia foi agrupada em um determinado grupo. A
Tabela 3 apresenta os resultados dos agrupamentos e os 3 melhores valores de K foram 2, 3 e
4.



Tabela 3 - Resultados dos agrupamentos gerados pelo algoritmo K-médias.
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Validacdo do Agru

pamento. K-médias

N° de Cluster Silhouette Davies-Boldin Razéo da Variancia
2 0.78 0.61 24.22
3 0.74 0.49 19.52
4 0.64 0.76 21.48
5 0.60 0.75 23.96
6 0.57 0.63 23.51
7 0.57 0.55 25.14
8 0.59 0.50 27.26
9 0.57 0.41 32.64
10 0.54 0.40 36.39

Fonte: Autoria Propria.

Definido os melhores valores de K, executou-se o algoritmo K-médias para cada um

dos melhores valores, a cada execucdo uma nova tabela é criada automaticamente com as

instancias e o grupo a qual elas pertencem. Os resultados dos agrupamentos podem ser

visualizados na Tabela 4.

Tabela 4- Agrupamento dos estados.

Unidades da Federacédo x Agrupamentos

Estados K=2 K=3 K=4 Estados K=2 K=3 K=4
Rondénia 0 1 0 Sergipe 0 1 0
Acre 0 1 0 Bahia 1 0 1
Amazonas 1 0 2 Minas Gerais 0 1 2
Roraima 0 1 0 Espirito Santo 0 1 0
Para 0 2 3 Rio de Janeiro 0 1 0
Amapa 0 1 0 Séo Paulo 0 1 0
Tocantins 0 1 0 Parana 0 1 0
Maranhéo 0 1 0 Santa Catarina 0 1 0
Piaui 0 1 2 Rio G do Sul 0 1 2
Ceara 1 0 1 Mato G do Sul 0 1 0
Rio G do Norte 0 1 0 Mato Grosso 0 1 0
Paraiba 0 1 2 Goias 0 1 0
Pernambuco 0 1 0 Distrito Federal 0 1 0
Alagoas 0 1 0 |

Fonte: Autoria Prépria.

Depois que as instancias foram agrupadas, o préximo passo é classificar os dados

agrupados, com intuito de descobrir possiveis motivacdes para criacdo dos agrupamentos a

partir das regras e varidveis utilizadas pelos algoritmos de classificacdo. Os resultados da

classificacdo serdo discutidos nas proximas subsecdes.

4.1.2 Classificacdo dos Agrupamentos com K igual a 2

Nesta secdo é apresentado uma breve analise dos dados gerados pelos métodos de
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classificacdo sobre as instancias agrupadas com o valor de K igual a 2, ou seja, as instancias
divididas em dois agrupamentos. O primeiro fator a ser avaliado é o desempenho desses
classificadores, regras de decisdo e variaveis provenientes de classificadores com baixo
desempenho deve ser desconsideradas. Desta forma, foram extraidas as métricas de avaliacdo
(descritas na se¢édo X) dos classificadores sobres os dados agrupados.

O desempenho do classificador baseado em &rvore de decisdo conseguiu alcangar a
marca de 100% sobre as métricas de precisao, recall e f1-score, enquanto, o classificador Naive
bayes alcangou a marca de 80, 96 e 85% para preciséo, recall e f1-score, respectivamente. Em
geral, os resultados dos classificadores foram satisfatorios superando a marca de 80% em todas
as métricas.

Ao observar a Figura 33 é possivel visualizar a arvore de decisdo gerada pelo algoritmo
de classificacdo. A variavel lenha foi utilizada para definir a regra de separacdo entre os dois
grupamentos, considerando que valores menores ou iguais a 38737,5 pertencem ao
agrupamento 0, enquanto instancias com valores superiores pertencem ao agrupamento 1. Neste
experimento, o interessante é o agrupamento 1 que reune as unidades federativas do Amazonas,
Cearéa e Bahia, demonstrando serem os maiores extratores de lenha do pais.

Um fator que pode ter influenciado nestes agrupamentos e definido a variavel lenha
como principal ponto de separacdo entre 0s grupos, é que a variavel lenha é uma das poucas
variaveis que possui dados para todas as instancias, ou seja, todas as unidades da federacédo
realizam a extracdo de lenha. Esse fator indica que, a qualidade das informacgdes impacta

diretamente nos resultados.



Figura 33 - Arvore de decisdo com 2 agrupamentos.

Lenha <= 38737.5
gini = 0,198
samples = 27
value = [24, 3]

gini = 0.0 gini = 0.0
samples = 24 samples = 3
value = [24, 0] value = [0, 3]

Agrupamento 0 Agrupamento 1
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gini — indice de pureza da folha ou né
samples — numeros de instancias
values — quantidade de amostras que se enquadram em uma determinada categoria

[] Agrupamento 0 [ Agrupamento 1

Fonte: Autoria Propria.

A Figura 34 demonstra as dez caracteristicas mais importantes para classificacdo dos
agrupamentos conforme a técnica de inspec&o por permutagio? das probabilidades extraidas do
classificador Naive bayes. E importante ressaltar que existe a necessidade de profissional
especializado para analisar os dados extraidos. Em geral, utilizando o conhecimento de senso
comum, que frutos e outros extratos derivados de diferentes espécies de palmeiras foram

relevantes para esses agrupamentos gerados.

2 https://scikit-learn.org/stable/modules/generated/sklearn.inspection.permutation_importance.html
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Figura 34 - Relevancia das variaveis selecionadas pelo Naive Bayes, com 2 agrupamentos.
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em toras outra finalidade -

Fonte: Autoria Propria.

4.1.3 Classificacdo dos Agrupamentos com K igual a 3

Nesta secdo € apresentado a analise dos resultados gerados pelos classificadores com
valor da média igual a 3. O desempenho do classificador baseado em arvores de decisdo
novamente conseguiu atingir 100% sobre as métricas de precisdo, recall e f1-score, enquanto o
classificador Naive bayes atingiu 92, 99 e 94% para precisao, recall e f1-score, respectivamente.
Os resultados dos classificadores com 3 agrupamentos foram satisfatorios superando os 90%
em todas as métricas.

Analisando a arvore de decisao na figura 35, novamente a variavel lenha foi utilizada
para definir a regra de separacdo entre o agrupamento O dos outros dois agrupamentos,
considerando que valores menores ou igual 38737.5 pertencem ao agrupamento 0, j& a variavel
Buriti(coco) foi utilizada para separar o agrupamento 1 do agrupamento 2, considerando que
valores menores ou igual a 1942 pertence ao agrupamento 1 enquanto instancias com valores

superiores a 38737.5 pertence ao agrupamento 2.
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Figura 35- Arvore de decisdo com 3 agrupamentos.

Lenha <= 38737.5
gini = 0.261
samples = 27
value = [3, 23, 1)
Buriti (coco) <= 1942.0 gini = 0.0
gini = 0.08 samples = 3
samples = 24 value = [3,0, 0]
value = [0, 23, 1] Agrupamento 0
aini = 0.0 gini = 0.0
samples = 23 samples = 1
value = [0, 23, 0] value = [0, 0, 1]
Agrupamento 1 Agrupamento 2

gini — indice de pureza da folha ou né
samples — numeros de instancias
values — quantidade de amostras que se enquadram em uma determinada categoria

[] Agrupamento 0 [] Agrupamento 1 [] Agrupamento 2

Fonte: Autoria Prépria.

A figura 36 apresenta as dez caracteristicas mais importantes para o classificador Naive
bayes, conforme a técnica de inspecao por permutacdo. Como explicado na secdo anterior a
necessidade de um profissional da area para poder tirar conclusdes assertivas sobre 0s
resultados obtidos, a nivel de classificacdo as 10 melhores caracteristicas relevantes para 0s 3

agrupamentos foram as apresentadas no gréafico.
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Figura 36 - Relevancia das variaveis selecionadas pelo Naive Bayes, com 3 agrupamentos.
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Fonte: Autoria Propria.

4.1.4 Classificacdo dos Agrupamentos com K igual a 4

Esta secdo apresenta os resultados obtidos dos classificadores com uma quantidade de
agrupamentos igual a 4. Analisando o desempenho de cada classificador, obteve para arvore de
decisdo 100% sobre as métricas de precisao, recall e f1-score. Ja para o classificador Naive
bayes obteve um resultado de 99, 95 e 97% sobre as métricas de precisdo, recall e f1-score
respectivamente.

Observando a arvore de decisdo na figura 37, a variavel lenha ainda e o fator principal
para dividir o agrupamento O dos demais, e para todo valor menor ou igual a 9558.5 é
classificado como pertencente ao grupo 0. Ja a variavel Milho verde (espiga) foi utilizada para
separar 0 agrupamento 1 dos demais e para todo valor menor que 4567.5 é considerado como
uma variavel pertencente ao agrupamento 1. E por tltimo a variavel Bertalha foi utilizada para
separar 0 agrupamento 2 do agrupamento 3 e com um valor de 0.5 sendo que toda variavel

menor que 0.5 é classificada como pertencente ao agrupamento 2 e as demais variaveis com
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valores superiores a apresentada na arvore de decisdo é classificada como pertencente ao

agrupamento 3.

Figura 37 - Arvore de decisdo com 4 agrupamentos.
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[] Agrupamento2 [_] Agrupamento 3

Na Figura 38 apresenta as dez caracteristicas que o classificador Naive Bayes

considerou que € mais relevantes ou possui maiores valores na tabela de probabilidades segundo

a técnica de inspecao por permutacéo.



77

Figura 38 - Relevancia das variaveis selecionadas pelo Naive Bayes, com 4 agrupamentos.
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Pode-se observar que o algoritmo Naive Bayes para K =2 e K =4 teve a variavel lenha
como uma das dez variaveis com maior relevancia para a classificacdo, assim como 0s
resultados da arvore de decisdo para K = 2, 3 e 4 respectivamente. Visto que a variavel lenha
possui valores para todas as instancias, ou seja, todas as unidades da federacdo realizam a
extracdo de lenha, pode concluir que variaveis que possui uma maior quantidade de dados e
com valores maiores que as demais, tende a ser melhor classificadas pelos algoritmos.

No quadro 2 é apresentado todas as varidveis que foram utilizadas no estudo de caso,
porém a maioria delas ndo aparece nos graficos apresentados, como é o caso das variaveis
relacionadas a floricultura, isso por motivo do classificador considerar que ndo era tao
relevantes quanto as apresentadas. Vale ressaltar que todas as variaveis foram concatenadas a

uma unica tabela que foi utilizada para predizer os resultados apresentados neste caso de uso.
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5 CONCLUSAO

Neste trabalho foi implementado um framework com foco em mineracdo de dados,
com intuito de colaborar com as analises de dados recentemente disponibilizados pelo Instituto
de Geografia e Estatistica (IBGE), por meio do Censo Agropecudrio 2017. Apds desenvolvida
a ferramenta, foi realizado estudos de caso com dados do Gltimo censo agropecudrio disponivel
na base de dados SIDRA. A partir dos resultados obtidos no estudo de caso apresentado na
secdo 4, conclui-se que o framework desenvolvido neste trabalho € viavel para o processo de
extracdo e geracao de analises nas bases de dados agropecuarios.

A utilizacdo do algoritmo DBScan foi invidvel para agrupar os dados utilizados no
estudo de caso, uma vez que apenas algumas varidveis foram agrupadas com o uso deste
algoritmo. Portanto, é recomendado a utilizacdo do algoritmo K-médias que apresentou
resultados melhores, com o coeficiente de Silhouette igual a: 0.78 para K =2, 0.74 para K = 3
e 0.64 para K = 4.

Para o conjunto de dados estudado, a arvore de decisdo apresentou melhores
resultados, atingindo 100% de precisdo em todos os testes. Porém com as 118 variaveis
utilizadas no estudo de caso, ndo é possivel afirmar que em todo caso a arvore seja melhor que
0 naive bayes que obteve uma precisdo de 80%, pois 0 conjunto estudado é pequeno para

deduzir tais conclusoes.

5.1 TRABALHOS FUTUROS

O framework desenvolvido possui alguns pontos que precisam ser ajustados para que
0 usuario consiga obter resultados ainda melhores do que os apresentados neste trabalho.
Devido ao curto prazo para o desenvolvimento o foco foi implementar as principais
funcionalidades. Ao realizar os estudos de caso, houveram algumas dificuldades para processar
um conjunto de dados que possui uma quantidade maior de variaveis, pois cada ajuste é feito
individualmente por colunas (variaveis), ou seja, se 0 conjunto de dados possui dez variaveis o
usudrio deve realizar ajustes individuais em cada uma das dez varidveis. Em trabalhos futuros,
adicionar um segundo campo para informar o indice da coluna, com o objetivo de gerar um
range de colunas e aplicar alteracdes sobre todas as colunas especificadas em uma Unica vez.

E uma limitac&o do framework a leitura de arquivos somente no formato CSV BR que

esteja padronizado, ou seja, o usuario precisa fazer uma limpeza nos arquivos antes de submeté-
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los ao framework, como retirar informagdes sobre a fonte dos arquivos e remogéo do cabecalho
padrdo que o sistema SIDRA inclui nos arquivos, seria importante em implementacdes futuras
a leitura de todos os modelos de CSV e a exclusdo automatica de informacdes que ndo pertence
ao conjunto de dados estudado.

O framework possui um mddulo de visualizacdo dos dados por meio dos gréficos
citados neste trabalho, porém a visualizacdo ficou limitada as figuras. Para melhor
entendimento dos resultados seria importante adicionar as legendas nas figuras de forma
legivel. Para realizar uma melhor classificacdo de dados agropecuérios, € viavel implementar
outros modelos de classificacdo no framework, que possa estar realizando agrupamento e
classificacdo de dados categoricos, visto que as tabelas disponiveis na base do SIDRA possuem
muitas informacdes categoricas.

Outras técnicas de mineracdo de dados podem ser implementadas no framework, como
cross-validation que divide as instancias em um valor k de parti¢cdes, onde todas as instancias
tém participado do treinamento e do teste. Um classificador por regras de associagdo também
pode ser implementado, podendo ser util gerar regras de associacdo entre os dados
agropecudrios. O framework foi desenvolvido em um U0nico arquivo python, para
implementac@es futuras, é interessante aplicar algum padrdo de projeto para estruturacdo do
cddigo fonte, assim pode facilitar a inclusdo de novas funcionalidades no software, como a
integracdo com outros sistemas como Power Bl.

Para melhor entendimento do usuério ao utilizar o framework, pode ser desenvolvido
um manual de uso, apresentando cada passo gque € necessario para operar o sistema, de forma
que se obtenha bons resultados. O codigo fonte do framework ficara disponivel para download
e melhoria no repositorio do GitHub®.

5.2 CONSIDERACOES FINAIS

Este trabalho apresentou o desenvolvimento de um software (framework) com
modulos de captura de dados, pré-processamento, mineragdo de dados, validacéo e visualiza¢do
dos resultados, baseado no conceito de FAYYAD (1996) sobre KDD, o framework
desenvolvido atende aos requisitos de um sistema com capacidade de realizar a extracdo de
conhecimento em bases de dados.

Considerando os resultados obtidos por meio da mineragdo dos dados discutidos na

3 https://github.com/Euristenede/FrameworkMineracaoDados_TCC
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secdo 4, o framework € vidvel para 0 uso de demais estudos de casos. Com a implementagéo
das funcionalidades apresentadas na subsecdo 5.1, os resultados podem ser ainda mais
satisfatorios, tornando viavel o uso por profissionais e pesquisadores da area de dados

agropecuarios.
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