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RESUMO

CARVALHO, Daniel. ANALISE COMPARATIVA DE ALGORITMOS DE CLUSTERIZACAO
PARA RECONHECIMENTO DE OBJETOS EM SISTEMA DE RADAR AUTOMOTIVO. XX f.
Trabalho de conclusdo de curso — Campus Ponta Grossa, Universidade Tecnoldogica Federal do Parana.
Ponta Grossa, 2022.

A grande dificuldade do ramo automotivo ¢ criar um sistema de navegagao seguro ¢
confidvel para o veiculo autonomo, ¢ algo que envolve muitas etapas entre elas, a fusdo de
sensores e redes de comunicacdo veicular para o reconhecimento de objetos, uma alternativa
para esse desafio ¢ a utilizacdo de algoritmos de clusterizacdo em sistemas de radares
automotivos. O algoritmo de clusterizacdo pode ser definido como uma técnica de Machine
Learning que envolve o agrupamento de pontos de dados, e funciona da seguinte maneira, dado
um conjunto de pontos de dados, podemos usar um algoritmo de agrupamento para classificar
cada ponto de dados em um grupo especifico. Em teoria, os pontos de dados que estdo no
mesmo grupo devem ter propriedades e ou recursos semelhantes, enquanto os pontos de dados
em grupos diferentes devem ter propriedades e ou recursos altamente diferentes. O
agrupamento ¢ um método de aprendizado ndo supervisionado e ¢ uma técnica comum para
analise de dados estatisticos usada em muitos campos. Existem diversos métodos que foram
desenvolvidos para a aplicacdao da clusterizagao, dentre eles temos dez métodos principais, o
Affinity Propagation, Agglomerative Clustering, BIRCH, DBSCAN, K-Means, Mini-Batch K-
Means, Mean Shift, OPTICS, Spectral Clustering, Mixture of Gaussians. Nesse trabalho, vamos
apresentar uma andlise comparativa dos algoritmos de clusterizagdo, para verificarmos, qual
tem a maior eficiéncia para ser utilizado em um sistema de radar automotivo para o
reconhecimento de objetos, ponto de extrema importincia, para a construcdo de veiculos

autdonomos.

Palavras-chave: Radar automotivo, clustering, algoritmos, reconhecimento de objetos e

ADAS.



ABSTRACT

CARVALHO, Daniel. COMPARATIVE ANALYSIS OF CLUSTERING ALGORITHMS FOR
OBJECT RECOGNITION IN AUTOMOTIVE RADAR SYSTEM. XXF. Completion of course work
— Campus Ponta Grossa, Federal Technological University of Parana. Ponta Grossa, 2022.

The great difficulty of the automotive industry is to create a safe and reliable
navigation system for the autonomous vehicle, it is something that involves many steps, among
them, the fusion of sensors and vehicular communication networks for the recognition of
objects, an alternative to this challenge is the use of clustering algorithms in automotive radar
systems. Clustering algorithm can be defined as a Machine Learning technique that involves
grouping data points, and it works as follows, given a set of data points, we can use a clustering
algorithm to classify each data point into a specific group. In theory, data points that are in the
same group should have similar properties and/or features, while data points in different groups
should have highly different properties and/or features. Clustering is an unsupervised learning
method and is a common technique for analyzing statistical data used in many fields. There are
several methods that have been developed for the application of clustering, among them we
have ten main methods, Affinity Propagation, Agglomerative Clustering, BIRCH, DBSCAN,
K-Means, Mini-Batch K-Means, Mean Shift, OPTICS, Spectral Clustering, Mixture of
Gaussians. In this work, we will present a comparative analysis of the clustering algorithms, to
verify which one has the highest efficiency to be used in an automotive radar system for object

recognition, a point of extreme importance, for the construction of autonomous vehicles.

Keywords: Automotive radar, Clustering, Algorithms, Object recognition and ADAS
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1 INTRODUCAO

O sistema de navegagao de um veiculo auténomo depende de uma fusdo robusta de
sensores, o sistema ¢ composto por um conjunto de cameras, radares, lidares e ultrassonicos,
o grande desafio desses sensores € fazer o reconhecimento de objetos durante o percurso do

veiculo, pois em algum momento esse sistema pode falhar.

Criar um sistema de navegacao seguro e confiavel para o veiculo autdbnomo nao ¢
uma tarefa simples. Com o avanco da tecnologia de radares, ¢ possivel implementar
algoritmos de clusterizagdo para que os radares reconhecam os objetos e seja capaz de
classifica-los, essa ¢ uma forma de aprimorar a utilizacdo de sistemas de radares, pois
diferente de outros sensores, ele tem a vantagem de funcionar muito bem em condigdes
climaticas adversas como neblinas e dias chuvosos, e antes os radares que s6 conseguiam

medir velocidade, hoje conseguem detectar com precisao qual o objeto que esta na sua frente.

O radar ¢ uma tecnologia bastante conhecida e utilizada, que se baseia no envio e
recebimento de ondas eletromagnéticas para medir, detectar e localizar obstaculos no
ambiente. O radar ¢ especialmente indicado para aplicagdes automotivas, pois os veiculos sdo
bons refletores para as ondas eletromagnéticas e, assim, sua distancia, posi¢ao e velocidade
podem ser determinadas com precisdo, o radar ¢ de extrema importancia para aplicagdo em
veiculos autdonomos, pois sua confiabilidade e versatilidade os tornam pegas insubstituiveis
em sistemas ADAS/AD modernos, a mudanca para frequéncias mais altas de 76 para 81 GHz
trouxe novos desafios tecnologicos, isso fez com que antes o radar que s6 media a velocidade
de automovel, agora, junto com a utilizagdo das técnicas de clusterizacdo seja capaz de

detectar e localizar obstaculos no ambiente, como pedestres, ciclistas, carros € caminhoes.

Entre as tecnologias de visdo, os sistemas de radar sdo a tecnologia mais bem
estabelecida e mais segura, introduzida em 2000 com sistemas de radar de curto alcance
(SRR), dedicados a deteccdo de ponto cego ou cruzamento de linha. Os radares incluem SRR
e Radar de Longo Alcance (LRR), fornecendo travagem de emergéncia ou Controle de
Cruzeiro Adaptativo, grandes empresas que fabricam radar, tem mostrado uma evolugdo
significativa na tecnologia de seus produtos, como veremos nesse trabalho, o radar possui
alguns parametros e cada um deles deve ser considerado, dependendo da aplicacdo do sensor,
como por exemplo o short range, e o Long range, que ¢ o grau de alcance do radar, a maioria
dos veiculos utilizara 2 ou mais radares, por isso ¢ muito importante a etapa de fusdo de

sensores para que eles tenham o maximo de aproveitamento na captura de objetos.

12
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Os algoritmos de clusterizacdo, podem ser utilizados em sistema automotivos de
veiculos autonomos. Os veiculos autdnomos sdo carros que utilizam um sistema de navegacao
independente do controle de um motorista, ¢ utilizado para o transporte de pessoas ou bens, os
veiculos autonomos utilizam sensores para detectar os objetos ao seu redor, entre eles, radar,
lidar e cameras, para realizar a comunicagao e a fusdo entre esses sensores, € necessario técnicas
que facam esse processo e cric um sistema de navegacdo confidvel e seguro para o
reconhecimento de objetos, e desta forma eliminar a possibilidade de que acidentes ocorram
com o veiculo autondmo, sendo assim uma alternativa para realizar esse processo € utilizar os

algoristmos de clusterizagao.

Atualmente temos dez principais algoritmos de clusteriza¢do, sdo eles, o Affinity
Propagation, Agglomerative Clustering, BIRCH, DBSCAN, K-Means, Mini-Batch K-Means,
Mean Shift, OPTICS, Spectral Clustering, Mixture of Gaussians, vamos explorar o
funcionamento e a eficiéncia de cada um desses algoritmos e verificar qual tem o melhor
reconhecimento de objetos, para que assim seja aplicado em um sistema de radar automotivo,
que tera os seguintes processos, a nuvem de pontos geradas pelo radar recebe a aplicagao do
algoritmo de clusterizagdo, para fazer o agrupamento dos clusters, logo apos, ¢ feito um
reconhecimento de objetos em cima dos clusters, aplicando alguma tecnica de rede neural,
como por exemplo a YOLO e como resultado final a classificacdo dos objetos captados pelo

radar a partir da simulagcdo computacional.

1.1 OBJETIVOS

Este trabalho ¢ proposto com a finalidade de analisar o funcionamento dos algoritmos
de clusterizacdo e verificar quais tem os melhores desempenhos para a implementagao no

sistema de radar automotivo para o reconhecimento e rastreamento de objetos.
1.2 Objetivos especificos
Os objetivos especificos sdo:
e Identificar e analisar as caracteristicas e propriedades de radar automotivo.

e Descrever, analisar e comparar os algoritmos de clusterizagdo para aplicagdes em

radar automotivo.

e Definir métricas para avaliar o desempenho de trés algoritmos de clusterizagao.
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e Identificar indices de desempenho para avaliar o uso de recursos computacionais

como processamento, memoria € comunicagao.

e Simular a deteccdo, aplica¢do dos algoritmos de clusterizacdo para a identificagdo

e rastreamento de objetos em cenarios de testes.

e Analisar comparativamente os resultados obtidos.

1.3 ORGANIZACAO DO TRABALHO

Este trabalho esta dividido em 6 capitulos, onde o capitulo 2 trata sobre o radar

automotivo, o funcionamento, bem como suas caracteristicas e propriedades.

No capitulo 3, apresenta-se as técnicas de clusterizagdo, seu funcionamento,

vantagens e desvantagens de cada algoritmo.

No capitulo 4, serdo mostrados as aplicagdes e simulagdes dos 3 algoritmos de
clusterizagdo com o melhor desempenho no requisito da distribuicdo dos dados de uma

nuvem de pontos geradas pelo radar automotivo.

No capitulo 5, tem-se as simulagdes e os resultados da aplicagdo de algoritmo de
clusterizagdo para o reconhecimento de objetos, onde sdo apresentados alguns pontos de
discussoes e recomendagdes a respeito de como aplicar esses conceitos formais de testes no

dominio de aplicagdes.

Por fim, no capitulo 6, tem-se as Conclusdes, contendo uma sintese dos

conhecimentos adquiridos, e futuros temas para discussao.
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2  RADAR AUTOMOTIVO

O radar é um sensor eletromagnético que em veiculos autondmos sao utilizados para
medir a distancia e a velocidade do veiculo da frente, porém uma nova aplicacdo vem sendo
desenvolvida, a partir de uma nuvem de pontos geradas no campo de visdo do radar, e com a
ajuda de um algoritmo de clusterizacdo, o radar é capaz de definir aglomerados e identificar

objetos. (RENESAS ELECTRONICS, 2022)

O funcionamento do radar classico consiste em enviar um sinal de transmissor com
certa frequéncia que atinge o objeto e retorna ao receptor, desta forma ¢ possivel medir a

frequéncia e o tempo de batimento. Isso permite medir a posi¢do e velocidade do objeto.

O radar tem seus pros e contras, porém um ponto importante ¢ que ele ¢ menos sensivel
as condigdes climaticas, e também possui um longo alcance de deteccao e um boa resolucao e
estimativa de posi¢ao. No MATLAB temos algumas opgdes para implementar sistemas de radar

multifuncionais.

O Radar Toolbox inclui algoritmos e ferramentas para projetar, simular, analisar e
testar sistemas de radar multifuncionais. Exemplos de referéncia fornecem um ponto de partida
para a implementacdo de sistemas de radar aerotransportados, terrestres, embarcados e
automotivos, basta configurar o radar designer que permite que usuario possa projetar um novo
sistema de radar a partir de um dos cinco tipos de radar predefinidos, defina os requisitos de

desempenho, como ilustrado na figura 1.

Figura 1: Exemplo de sistema de radar MATLAB.
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Agora serd mostrado o funcionamento e a evolugdo dos radares. A figura 2 mostra o

comportamento das ondas que sdo emitidas e recebidas pelo radar.

Figura 2: Funcionamento do radar com objeto parado.

Onda Refletida
Distancia (d)

Fonte: Autoria prépria (2022)

O célculo da velocidade e da distancia do veiculo que esta na frente de um radar ¢
mostrado na figura 3. O radar envia a onda eletromagnética, essa reflete no veiculo que esta a

uma velocidade v, e retorna para o radar como a soma f + fp.

Figura 3: Radar frequéncia e velocidade com objeto em movimento.

velocidade v,
—

Range R

Fonte: Autoria propria (2022)

Sabemos que um alvo em movimento induz a uma frequéncia Doppler:

__ 2vp

fo =7 (1

sendo A o comprimento de onda eletromagnética do radar medida em m, a frequéncia

Doppler f, em Hz e a unidade de v, em m/s.

A figura 4 apresenta um grafico com o comportamento da frequencia da ilustracdo
representada na figura 3, ¢ possivel observar que a frequencia de batida ndo ¢ relacionada
apenas com o range do alvo, mas também a sua velocidade relativa em relagdo ao radar, ela

aconetce quando 2 ondas de diferentes frequencias se sobrepoe.



17

Figura 4: Grafico das frequéncias
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Fonte: Autoria prépria (2022)

A topologia basica de um radar mostrada na figura 5, inclui um ou mais transceptores
de radar MMIC, conectados a uma unidade de processamento de alto desempenho (MCU ou

SoC). (RENESAS ELECTRONICS,2022).

Figura 5: Arquitetura basica de um radar.

RADAR(76-81GHz)
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PMIC w12y

[ PMIC
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Timing IC

Fonte: Autoria propria (2022)
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2.1 Geracao de Radar Automotivo

As geracdes dos radares, ¢ muito importante para tecnologia, pois mostra que com a
evolugdo da tecnologia dos semicondutores, assim, os radares que antes, s6 conseguiam calcular
a velocidade de um objeto, hoje conseguem com precisdo identificar qual € o objeto que estd a
sua frente, isso faz com que o radar apresente uma alta confiabilidade em aplicagdes como
ADAS/AD, e também no AEB que sdo sistemas de assisténcia ao condutor, desta forma o radar
tem sua aplicagdo em veiculos autonomos, pois diferente de outros sensores, o radar funciona

em diversas condi¢des climaticas. (RENESAS ELECTRONICS,2022).

1° Geragao (1970-1980) — Primeiras aplicagdes para radar automotivo em sistemas

totalmente analogicos. Identificagdo de objetos;

2° Geragao (1980-1990) — Sistemas de radio frequéncia com placas digitais separadas.

Identificagdo de objetos, posi¢ao e velocidade;

3° Geracao (1990-2005) — Melhor desempenho do sistema de radio frequéncia com

placa digital ainda separados, tendo um RF menor e com variado alcance. Sistemas SoC e IC;

4° Geragao (2005-2025) - Diversas antenas para identificagdo de formato de objetos e
extracao de caracteristicas. Maior poder de processamento e implementacao de algoritmos de

clusterizagdo. Maior, exatiddo, precisao e resolucao sob diferentes condigdes;

5° Geragao (2025-Futuro) — MIMO radar, algoritmos mais avancados para
reconhecimento de objetos e eventos. Identificacdo da distancia, velocidade, orientagao e altura
de objetos. Reducdo de tamanho e capacidade de identificar formato de objetos com aplicacao

de técnicas de inteligéncia artificial.

Quanto maior a geragdo do radar, mais apurado ¢ seu nivel de deteccao e classificacao
de objetos, os radares de ultima geracdo sdo equipados com cameras, classificados com
imaging, sdo capazes que reconhecer objetos e  classifica-16s.(RENESAS

ELECTRONICS,2022)

A figura 6 apresenta as placas utilizadas na constru¢do de alguns radares dos

principais fabricantes do mercado, o radar da Mando, DENSO, BOSCH, VEONEER.
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Figura 6: Placas de radares.

Fonte: SYSTEMPLUS (2020)

As geragOes de radares de diferentes fabricantes sao mostrados na figura 7.

Figura 7: Geracio de Radares.

Fonte: SYSTEMPLUS (2022)

O radar tem algumas classificagdes quanto a sua aplicagdo, ¢ o caso do short range € o
Long range, os radares sdo classificados de acordo com Unido Internacional de

Telecomunicagdes (ITU), como short range, middle range, long range e imaging.

Nos veiculos autonomos € possivel colocar mais de um radar, a influéncia de um radar
sobre o outro, € o alcance das zonas de dettecdo, quanto mais radares for colocado no veiculo,
mas apurado vai ser sua deteccdo de objetos que estejam mais proximos, devido a sua

confiabilidade, os radares sao aplicados em fungdes ADAS/AD e tornam o veiculo e a estrada
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mais seguros. (RENESAS ELECTRONICS,2022).

O sistema de radar MIMO, ¢ um nova tecnologia que esta sendo desenvolvida, ¢ um
sistema de radar de multiplas antenas. Cada antena de transmissao irradia uma forma de onda
arbitraria independentemente das outras antenas de transmissdo. Cada antena receptora pode
receber esses sinais. Devido as diferentes formas de onda, os sinais de eco podem ser
reatribuidos ao Unico transmissor. De um campo de antena de N transmissores € um campo de
K receptores resulta matematicamente em um campo virtual de elementos K-N com um

tamanho ampliado de uma abertura virtual (JIAN LI, 2009).

Outra tecnologia em evolugdo sdo os radares Imaging 4D, ¢ um sensor de alta
resolucdo e longo alcance que oferece vantagens, principalmente quando se trata de identificar
a altura de um objeto, esses sensores adicionam informagdes verticais, e desta forma conseguem
receber o rotulo de radar de imagens, devido a riqueza dos dados que retornam; isto €, com
dados horizontais e verticais, o radar pode detectar muitos pontos de reflexdo diferentes, que,
quando mapeados, comegam a se assemelhar a uma imagem.. Essa tecnologia ¢ importante no
desenvolvimento de sistemas avangados de assisténcia ao motorista ADAS. (RENESAS

ELECTRONICS)

A figura 8 apresenta a visualizagcdo que o radar imaging 4D recebe do ambiente, nesse
radar ¢ adicionado a terceira dimensao X, y e z retornando as informag¢des do ambiente como

imagem.

Figura 8: Funcionamento Radar 4D Imaging.

Fonte: APTIV (2022)

As informagdes aqui apresentadas sobre classificagdo e demais caracteristicas dos
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radares estdo disponiveis no relatorio de comparacdo das fichas técnicas dos fabricantes de

radar e estdo disponiveis em (RENESAS ELECTRONICS,2022).

As classificagdes dos radares ¢ mostrada na figura 9, de acordo com seu campo de

visdo, alcance e nivel de processamento.

ADAS (76-81 GHz)

Front / Side / Rear Premium

Corner

>

> <

> <

Figura 9: Alcance dos diferentes tipos de radar.

SRR
:

Imaging
N
bcer

Long'?ange
NN

R-Car
(_ F!-I:a:‘

FONTE: RENESAS (2022)

Middle range

Short-range

A Unido Internacional de Telecomunicagdes define duas categorias de sistemas de

radar automotivo, dependendo de sua fungao:

e Categoria 1: Inclui sistemas de radar que proporcionam fungdes de conforto ao

condutor, permitindo uma condugdo mais tranquila. Esta categoria inclui o controle

de cruzeiro adaptativo (ACC) e o radar de prevencao de colisoes (CA), para alcances

de medicgdo de até 250 metros (ITU).

e C(Categoria 2: Define sensores para aplicacdes de alta resolucdo, que contribuem para

a seguranga passiva e ativa de um veiculo, como por exemplo detec¢do de ponto

cego, assistente de mudanca de faixa e alerta de trafego traseiro, detec¢do de

pedestres e bicicletas proximo a um veiculo. O alcance ¢ inferior a Categoria 1, com

um maximo de 50m a 100m, dependendo da aplicacdo. O objetivo desses sistemas
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¢ melhorar a seguranca no transito, aumentando a seguranga passiva e ativa de um

veiculo. (ITU).

Os tipos de radar também podem ser classificados de acordo com a faixa de medicao:

o Radar de curto alcance (SRR), com grande campo de visdo e alta resolugdo e alcance

de até 50 m.

e Radar de médio alcance (MRR), com campo de visao médio e alcance de até¢ 100 m,

e Radar de longo alcance (LRR), que ndo requer alta resolu¢do ou amplo campo de

visdo, mas visa o maior alcance possivel, até 250m.

O quadro 1 mostra os tipos de radar e as suas aplicagdes, 3 tipos diferentes de

alcance sao mostrados, podendo ser com alta resolucdo ou ndo, o SRR tem um alcance

r

curto, porém alta resolucdo, ¢ excelente para evitar colisdes utilizando o sistema de

frenagem de emergéncia AEB e manter a seguranca no transito, j4 o MRR tem um alcance

médio, visa seguranga no transito e assisténcia ao condutor, j& o LRR ndo tem tanta

qualidade na resolucao, mas tem um longo alcance desta forma eles proporcionam fungdes

de conforto ao condutor, permitindo uma condugdo mais tranquila.

Quadro 1: Tipos de radar e suas aplicagdes.

Tipo de Radar Aplicacdo Motivo
Grande campo de visdo e alta
resolucdo e alcance de até 50 m,
SRR AEB ideal para frenagem de
Detecg¢do de Ponto cego emergéncia e seguranga no
transito.
Possui um campo de visdo médio
Lane change Assistance e alcance de até 100 m, ideal
MRR Detecgdo de pedrestes e para o auxilio de mudancga de
ciclistas proximos a outros faixa e deteccdo de pedestres e
veiculos, ciclistas na estrada.
ACC N3o requer alta resolucdo ou
LRR i amplo campo de visdo, mas visa o
Forward/Rear Collision ! ; .
. maior alcance possivel, até 250m.
Warning

FONTE: Autoria propria (2022)
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A figura 10 apresenta as faixas de medigdo, o alcance em metros e a classificagdo do

radar de acordo com unido internacional de telecomunicagoes.

Figura 10: Faixa de medic¢do dos radareS

. MRR —~100m
- LRR - ~250m

FONTE: Autoria prépria (2022)

E possivel fornecer uma cobertura de 360°, diferentes sensores de radar com fungdes
diferentes precisam ser colocados no carro. Os dados obtidos devem ser combinados para

obter informacgdes precisas em tempo real sobre o entorno.

A figura 11 mostra a distribuicdo dos radares em um veiculo para cobertura de 360°.

Figura 11: Distribuicio dos radares para cobertura de 360°.

~) Front radar

Rear radar

Side radar

Corner radar

Premium/Imaging
radar

FONTE: RENESAS (2022)

As possiveis aplicagdes da figura 11, sdo vistas em auxiliar de estacionamento de
veiculos, conhecido como Parking Assistance, outra aplica¢do possivel ¢ o AEB frenagem de
emergéncia, Adaptive Cruise Control (Sistema de controle de cruzeiro) que ajusta
automaticamente a velocidade do veiculo para se manter a uma distancia segura do veiculo a

frente, Forward/Rear Collision Warning, que serve para prevenir colisdes com um veiculo mais
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lento ou que esta parado na estrada, e também podemos aplicar no Lane change Assist, que € o
assistente de mudanca de faixa, e por fim o alerta de trafego traseiro. (RENESAS

ELECTRONICS,2022).

Os sensores de radar podem ser facilmente instalados atras de elementos comuns do
carro, como para-choques ou emblemas da empresa, para que fiquem invisiveis e ndo afetem a
estética. Essa integracdo fica mais facil com frequéncias de operagao mais altas, pois o tamanho
das antenas, que determina o tamanho do mddulo, € linearmente proporcional ao comprimento
de onda e, portanto, inversamente proporcional a frequéncia de operagdo. Havia quatro bandas
de frequéncia principais usadas em sistemas de radar automotivo, duas na banda K (cerca de 24

GHz) e duas na banda E (entre 76 e 81 GHz) (RENESAS ELECTRONICS,2022).

A figura 12 mostra as frequéncias mais utilizadas pelos radares segundo a unido
internacional de telecomunicdes. As bandas de 24 GHz devem ser descontinuadas, devido a
interferéncia em aplica¢des de radioastronomia e exploragao da terra. Como alternativa, a faixa
de frequéncia de 76 GHz a 81 GHz tem sido aceita pela maioria dos paises como a faixa de
frequéncia para radares automotivos. L4, a largura de banda de 1 GHz ¢ reservada para LRR
(76 a 77 GHz), enquanto a largura de banda de 4 GHz est4 disponivel para aplicativos que
exigem melhor resolugao.

Figura 12: Frequencia de banda dos radares.
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./ <
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FONTE: Autoria propria.

O quadro 2, apresenta as caracteristicas tipicas de radar automotivo na faixa de

frequéncia 76-81 GHz, de acordo com a Recomendagao da ITU-R M.2057-0.
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Tipos de Radar ™
(Classificacao ITU) Ma B ¢ D E
Radar . Radar automotivo
. Radar automotivo . "
automotivo - Radar automotivo . de alta resolucéo
de alta resolugdo " Radar automotivo .
para A de alta resolugdo o Aplicacties de
T . para aplicactes de alta resolucdo .
aplicacties . de canto alcance muito
. frontais
frontais curto
Auxiliar de
estacionamento,
. a detecgdo de
Exemplos de ACC: Monitoramento de Deteccao. de ponto Alerta de ¢
N prevencdo de . cego, assistente de cruzamento de pedestres,
aplicacdes o pista i .
colisbes mudanca de faixa trafego traseiro frenagem de
emergéncia em
baixa velocidade
Faixa tipica <= 250m <=100m <= 100m <= 100m <= 50m
Resolucio d
£s0 uq:arol ¢ 75cm 7,5cm 7,5cm 7,5cm 7,5cm
alcance tipica
Faixa de
= o 76-77 GHz 77-81 GHz 77-81 GHz 77-81 GHz 77-81 GHz
frequencia
L de band
argura (e banda 1 GHz 4GHz 4GHz 4 GHz 4GHz
maxima
Pire maximo 55dBm 33dBm 33dBm 45dBm 33dBm

FONTE: Autoria prépria (2022)

As equagdes que regem o comportamento das ondas eletromagnéticas sao as 4

equagoes de Maxwell, que podem ser consultadas no livro Fundamentos de Fisica —
Eletromagnetismo, dos autores HALLIDAY & RESNICK, WALKER J, e estdo escritas a

seguir:

Lei de Gauss:

Lei de Gauss para o magnetismo:

Lei de Faraday:

Lei de Ampere:

$.E.dl =—

d 5 A
afsBTldA

_ d =
$ B.dl = pol + ,uosoafsE.ndA

2

2.1)

2.2)

(2.3)

As equagdes de Maxwell tem relagcdo com as ondas eletromagnéticas, sabemos que a

equacdo de uma onda em uma corda é:
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?y(xt) _ 1 9%y(x0) 3)

Equacio da onda 92 5 9c2

Onde y(x,t), é a posi¢do de pontos da corda no instante t.

A figura 13 apresenta uma onda eletrogmanética com seus parametros.

Figura 13: Parimetros de uma onda eletromagnética.
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Fonte: Autoria propria (2022)

Onde:
A — Comprimento de onda.

u — densidade linear de massa.
V= \/; = velocidade da onda

T = Tensdo da corda

K = ZTH = nimero de onda.
As ondas eletromagnéticas se propagam na velocidade da luz (c), ¢ = 3 X 108m/s,
tanto em meios materiais quanto no vacuo, podem sofrer reflexdo, refragdo, absorcado, difracao,
interferéncia, espalhamento e polarizagao. (HALLIDAY, RESNICK, WALKER, 2016).

A equacdo (4) a seguir mostra a solu¢do da equagdo da onda (3):



27

Solu¢io da equacdo daonda: y = y,sin(kx — wt), com wt = 2nf 4)

Agora serd mostrado como as equagdes de Maxwell acarretam uma equagdo de onda,
desta forma vamos considerar os seguintes cenarios, analise € no vacuo (sem correntes € sem

cargas elétrica). Sendo E e B sdo fungdo do tempo e uma coordenada: X (Ondas planas),

Desta forma vamos considerar um elemento de volume no véacuo representado na

figura 14.

Figura 14: Objeto de volume no vacuo.

y

Fonte: Autoria propria (2022)

O calculo do fluxo elétrico através dos elementos de area:
e Area AxAy: Campo E, ndo depende de Z, logo : @, = 0
e Area AxAz: Campo EY nio depende de Y, logo : @, = 0
e Area AyAz: Campo EX ndo depende de X.

@, = (Exd - Exe)AY- Az =0 )

Pois ndo temos cargas internas.

E.q = Ey., Logo EX ndo depende de x. (6)
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Campo elétrico que varia no espago deve ser perpendicular a dire¢do de propagacao.

Vamos assumir que o campo elétrico em y(E,, ) varia com x.

Partindo das analises acima para as outras 3 equacdes de Maxwell, obtemos as

seguintes conclusdes:

. 0%E, _ 02E,, (7)
Equacdo da onda para EY: oz Uo€o ez

9%B 9%B 8

Equacdo da onda para BZ: ?zz = Uo&o atzz ®

Com a velocidade de propagacao sendo igual a velocidade da luz. Desta forma temos

que as equacdes de Maxwell geraram as equagdes para as ondas eletromagnéticas no vacuo.

e

e FE e B sao perpendiculares entre si, e a dire¢ao de propagacao estdo em fase.
e Propagam-se na velocidade da luz (¢), e a direcdo de propagacao ¢ ExB

A figura 15 mostra o gréafico e as consideracdes que foram feitas a partir da nossa

analise acima.

Figura 15: Grafico das ondas eletromagneticas.

y

B,
Fonte: Autoria propria (2022)
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A figura 16 mostra sistema de coordenadas para o cluster e objetos.

Figura 16: Sistema de coordenadas cluster/objetos.

longitudinal (x)

angle

Cluster / object

lateral (y)

+ connector side .

Fonte: Technical Documentation - ARS 404-21 (Entry) ARS 408-21 (Premium) (2020)

O radar operacional ¢ capaz de identificar os pontos de nuvens em seu campo de visao,
onde existe um algoritmo IP que ¢ capaz de definir clusters e identificar objetos. Essas

informagdes estdo disponiveis no barramento CAN.

A figura 17 mostra como acontece esse processo.

Figura 17: Processo da captura de nuvens de pontos e algoritmo IP.

Cluster Object
Frames Frames
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Field of View of Radar

Notebook - Hardware

Fonte: GSA-UTFPR-PG (2022)
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Os radares comerciais nos dao apenas informacdes do Cluster e Objetos. Nao
conseguimos ter acesso ao algoritmo de Clusterizacdo porque ¢ um IP das empresas. IP
(Intellectual Property), algo confidencial, sendo assim precisariamos de ter um radar de

Engenharia para fazer implementacdo de algoritmos de cluster.

O grupo GSA da UTFPR-PG, possui apenas um radar da Continental/VALEO da DAF

que ja ¢ de producdo, ndo € instrumentado e ndo conseguimos fazer muita coisa.

Porém foi comprado um radar da Continental na mesma condi¢do. Que pelo menos
possuimos o DBC. Desta forma s6 nos sobra 0o MATLAB que conseguimos implementar e fazer

os testes algoritmos de clusterizagao.

2.2 POINT CLOUDS

Os points clouds, nada mais sdo que a nuvem de pontos geradas pelo radar,
encontramos uma defini¢do matematica no artigo 2D Car Detection in Radar Data with
PointNets, dos autores Andreas Danzer, Thomas Griebel, Martin Bach, and Klaus Dietmayer,
onde os Point clouds sdo representadas como um conjunto de quatro dimensdes.

Pz{pilizllzl--'ln}l nEN

Sendo n o nimero de alvos do radar, e cada ponto p; = (x,y,vr, o), sendo x,y

coordenadas, vr a velocidade doppler compensada por movimento, ¢ o radar cruzado por

valores de seccao (DANZER A, et. Al, 2019).

A figura 18 mostra a captura da nuvem de pontos realizada por um radar.

Figura 18: Nuvem de pontos captadas pelo radar
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Fonte: DANZER, et al (2019)
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Para o reconhecimento dos objetos ¢ importante que o radar esteja posicionado de

forma que ele consiga abranger a maior parte da nuvem de pontos que o objeto esta formando,

assim ¢ levado em conta o angulo de visao. (DANZER, et al. 2019).

A figura 19 mostra como o angulo de visdo que ¢ definido como o angulo entre o eixo

y do sistema de coordenadas do radar e o eixo X’ do sistema de coordenada do objeto.

Figura 19: Angulo de visio

Fonte: Autoria propria (2022)

A figura 20 mostra o alcance do radar em coordenadas x e y, e a configuracdo da

distribuicdo dos outros sensores no veiculo autdbnomo, o radar geralmente ¢ instalado na parte

frontal do veiculo para ter um maior alcance e para gerar a nuvem de pontos.

Figura 20: Alcance do radar e distribuicdo dos sensores.

100m

100 m

Fonte: Autoria propria (2022)
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2.2.1 Aplicagdo em Radar Automotivo para Reconhecimento de Objetos

Como mencionado, o objetivo ¢ utilizar a nuvem de pontos geradas pelo sistema de
radar, para aplicar os algortimos de clusterizagdo e fazer o reconhecimento de objetos. Na figura
21 mostra o diagrama de como ¢ feito a utilizacao da teoria de clusterizagdopara aplicacdo em
um sistema de radar automotivo, na aplicacdo em um veiculo autdénomo, quando o veiculo
estiver em movimento o ciclo abaixo vai se repetir € a todo o0 momento o radar fara a leitura do
ambiente, para que o algoritmo faga o reconhecimento dos objetos ao seu redor.

Figura 21:Diagrama da aplicaciio da clusterizacio em radar.

Nuvem de :> Software :> Técnic_as de
pontos computacional Clusterizacdo

Classificacdo i
« Pedestres <: Extracdo de
+ Ciclistas Recursos

* Veiculos

Fonte: Autoria propria (2022)

O bloco que se refere a extracdo de recursos € a utilizagdo de varios métodos de
reconhecimento de objetos, como por exemplo, YOLOvV3, YOLOv4 ¢ YOLOVS sdo 6timas

redes de treinamento quando o objeto esta em movimento.

A figura 22 descreve um diagrama com uma situagdo que poderia ser aplicado em uma
situagdo real, com os Point Cloud gerados pelo radar, poderiamos aplicar algum algoritmo de
clusterizagdo, e posteriormente aplicar uma outra tecnica de reconhecimento de objetos, via
redes neurais, desta forma, o resultado final seria os objetos identificados, podendo ser eles,

pedestre, veiculos, ciclistas, caminhdes.

Figura 22: Processo para aplicacio da clusterizacido em sistema de radar.

Clusters Reconhecimento Objetos
de objetos v.la = %
redes neurais - v 3
v ®
y =

Algoritmos de
Clusterizacdo

Fonte: Autoria prépria (2022)
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Na figura 23 mostra como fica o resultado final da aplicacdo, ¢ uma imagem retirada
do artigo A Multi-Stage Clustering Framework for Automotive Radar Data dos autores Nicolas
Scheiner, Nils Appenrodtl, Jurgen Dickmann, e Bernhard Sick.

Figura 23: Resultado da aplicacdo da clusterizacio em sistema de radar.
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Fonte: SCHEINER, et al. (2021)

Com a clusterizacao ¢ possivel identificar e reconhecer objetos e junto com a camera
obtem-se uma fusao de sensores mais robusta com um melhor desempenho, com exatidao e
precisdo para atender aos fungcdes ADAS — Advanced Driver Assistance System e AD —

Autonomous Driving.
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3 FUNDAMENTOS DE CLUSTERIZACAO

A teoria dos conjuntos ¢ uma entidade matematica de agrupamento de elementos com
uma caracteristica especifica, e a clusterizagdo tem os mesmos principios da teoria dos
conjuntos, a palavra clusterizacdo do inglés “cluster”, nada mais é do que agrupar, esse
agrupamento pode ser de um banco de dados, de clientes de uma loja, de produtos de uma
fabrica ou do que for necessario agrupar, o termo tem relagdo ao Big Data, que ¢ o trabalho
com um grande conjunto de dados, na clusterizacdo sdo tomados como base principios
estatisticos de distribuicdo de amostras e de resultados, dentre eles vale destacar quatro
principios, o modelo de distribui¢do, modelos de conectividade, modelos centroides e modelos

de densidade.(BOUVEYRON, et. al, 2019)

No modelo de distribuicdo, os agrupamentos sao formados considerando a
probabilidade de que todos os pontos de dados em um cluster sejam da mesma distribuicao,
seja ela gaussiana ou normal, o modelo de conectividade forma os agrupamentos dos objetos
do cluster tendo em vista a regra da proximidade, no modelo centroides, a similaridade entre
dados ¢ considerada a partir da proximidade de um ponto de dados ao chamado centroide dos
clusters, sao modelos executados iterativamente, ou seja, em uma espécie de “looping” a fim
de encontrar o melhor local para agrupar dados, o modelo de densidade, o que vale ¢ a densidade

dos dados agrupados em um grafico hipotético.

A figura 24 apresenta os diferentes tipos de distribui¢do que podemos encontrar
durante a aplicagdao do método de clusterizacao, os métodos sao K-means, Affinity, BIRCH e
DBSCAN, cada método usa um tipo diferente de distribuigao estatistica, o método DBSCAN por
exemplo usa o principio da densidade.

Figura 24: Tipos de distribui¢cao/Clusterizacao

Fonte: Autoria propria (2022)
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A Clusterizagdo ¢ uma técnica de Machine Learning que envolve o agrupamento de
pontos de dados, e funciona da seguinte forma, dado um conjunto de pontos de dados, pode se
usar um algoritmo de agrupamento para classificar cada ponto de dado em um grupo especifico.
Os pontos de dados que estdo no mesmo grupo devem ter propriedades e recursos semelhantes,
enquanto os pontos de dados em grupos diferentes devem ter propriedades e ou recursos

altamente diferentes.

Uma definicdo de Clusterizagdo ¢ dada em HRUSCHKA & EBECKEN (2001).
Considerando um conjunto de n objetos X = {X;, X,, ..., X, } onde cada X; € RP é um vetor de
p medidas reais que dimensionam as caracteristicas do objeto, estes devem ser clusterizados

em k cluster disjuntos C = {Cy, C5, ..., C; } de forma que tenhamos as seguintes restri¢oes:
I. GGUC,VU..UC, =X;
2. C;#QV;,1<i<k;
3.GNC=0,V#j,1<i<k1<j<k

E importante ressaltar por essas condi¢des que um objeto ndo pode pertencer a mais
de um cluster, e que cada cluster tem que ter pelo menos um objeto. COLE (1998) ainda
acrescenta que o valor de & geralmente ¢ desconhecido. Se k € conhecido, o problema ¢ referido

como um problema de k-Clusterizagao.

Encontrar o melhor agrupamento para um conjunto de objetos nem sempre ¢ tao trivial.
HRUSCHKA & EBECKEN (2001) destacam que o problema o melhor agrupamento ¢ NP-
completo e ndo ¢ computacionalmente possivel encontra-lo, a ndo ser que # (nimero de objetos)

e k (nimeros de cluster) sejam extremamente pequenos, visto que o numero de particdes

n

distintas em que podemos dividir n objetos em k clusters aumenta aproximadamente como —

ANKERST et al. (1999) descrevem que existem trés razdes interconectadas para
explicar por que a efetividade dos algoritmos de Clusterizagdo ndo ¢ tdo simples. Primeiro,
quase todos os algoritmos de Clusterizacdo requerem valores para os parametros de entrada que
sdo dificeis de determinar, especialmente para conjuntos de dados do mundo real contendo
objetos com muitos atributos. Segundo os algoritmos sdo muito sensiveis a estes valores de
parametros, frequentemente produzindo particdes muito diferentes do conjunto de dados

mesmo para ajustes de parametros significativamente pouco diferentes. Terceiro, os conjuntos
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de dados reais de alta dimensao tém uma distribui¢do muito ampla que ndo pode ser revelada

por um algoritmo de Clusterizacdo usando somente um ajuste de parametro global.

A figura 25 apresenta um exemplo de clusterizagdo, aplicada sobre uma nuvem de
pontos gerada por um lidar, no canto superior esquerdo podemos ver a legenda indicando os
clusters que foram gerados.

Figura 25: Exemplo de Clusterizacio
epsilon = 1.75 and minpts = 50
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Fonte: Autoria propria.
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3.1 ALGORITMOS DE CLUSTERIZACAO

Dez algoritmos s3o bastante utilizados para diferentes tipos de aplicagdes, por
cientistas de dados, sdo eles, o Affinity Propagation, Agglomerative Clustering, BIRCH,
DBSCAN, K-Means, Mini-Batch K-Means, Mean Shift, OPTICS, Spectral Clustering, Mixture
of Gaussians, cada algoritmo tem caracteristicas especificas e devem ser utilizados de acordo

com a necessidade do agrupamento a ser realizado.

3.1.1 Affinity Propagation

O artigo publicado por J. Frey* and Delbert Dueckem 2007, Clustering by Passing
Messages Between Data Points Brendan. Explica que o algoritmo Affinity Propagation,
propagacdo de afinidade em portugués, € um algoritmo de baixo erro, alta velocidade, flexivel,
uma das vantagens desse algoritmo € que ele toma como entrada medidas de similaridade entre
pares de pontos de dados e vai simultaneamente considerando todos os pontos de dados como
exemplos potenciais. As mensagens de valor real sdo trocadas entre os pontos de dados até que
um conjunto de exemplares de alta qualidade e os clusters correspondentes aparecem

gradualmente (FREY J, DUECHEM D, 2007).

¢ Semelhancas entre pontos de dados: representa o quao adequado um ponto € para
ser o exemplar de outro. Se ndo houver semelhanca entre dois pontos, eles nao
podem pertencer ao mesmo cluster, essa semelhanca pode ser omitida ou definida

como Infinity dependendo da implementacao.

e Preferéncias: Representa a adequagao de cada ponto de dado para ser um exemplar.
Pode se ter algumas informagdes a priori de quais pontos poderiam ser favorecidos

para essa fungdo, e assim podemos representa-los por meio de preferéncias.

Tanto as semelhangas quanto as preferéncias sao frequentemente representadas por
meio de uma Unica matriz, onde os valores na diagonal principal representam as preferéncias.
A representagdo matricial ¢ boa para conjuntos de dados densos. Onde as conexdes entre os
pontos sdo esparsas, ¢ mais pratico ndo armazenar toda a matriz n x n na memoria, mas manter

uma lista de semelhangas com os pontos conectados.
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O algoritmo entdo passa por varias iteracdes, até convergir. Cada iteragdo tem duas

etapas de passagem de mensagens:

Calculo de responsabilidades: A responsabilidade r(i, k) reflete a evidéncia
acumulada de como o ponto k ¢ adequado para servir como exemplo para o ponto i, levando
em consideragdo outros exemplos potenciais para o ponto i. A responsabilidade é enviada do

ponto de dados i para o ponto de exemplo candidato k.

Calculo de disponibilidades: A disponibilidade a(i, k) reflete a evidéncia acumulada
de quao apropriado seria para o ponto i escolher o ponto k como seu exemplar, levando em
consideragdo o suporte de outros pontos de que o ponto k deveria ser um exemplar. A

disponibilidade ¢ enviada do ponto de exemplar candidato k para o ponto i.

Para calcular as responsabilidades, o algoritmo usa semelhangas e disponibilidades
originais calculadas na iteragdo anterior, na primeira iteracdo eles sdo considerados iguais a

Z€ro.

As responsabilidades sao definidas para a similaridade de entrada entre o ponto i € o
ponto k como seu exemplar, menos o maior da soma de similaridade e disponibilidade entre o
ponto i e outros exemplares candidatos. A logica por tras do calculo de quao adequado ¢ um
ponto para um exemplar € que ele ¢ mais favorecido se a preferéncia inicial a priori for maior,
mas a responsabilidade diminui quando ha um ponto semelhante que se considera um bom
candidato, entdo ha uma ‘competicao’ entre os dois até que um seja decidido em alguma

iteragdo. (FREY J, DUECHEM D, 2007).

O célculo de disponibilidades, entdo, usa responsabilidades calculadas como evidéncia
de que cada candidato seria um bom exemplo. A disponibilidade a(i, k) ¢ definida como a
autorresponsabilidade r(k, k) mais a soma das responsabilidades positivas que o candidato

exemplar k recebe de outros pontos.

Finalmente, podemos ter diferentes critérios de parada para encerrar o procedimento,
como quando as mudangas nos valores caem abaixo de algum limite ou o nimero maximo de
iteragdes ¢ atingido. Em qualquer ponto através do procedimento de propagacdo de afinidade,
a soma das matrizes Responsabilidade (r)e Disponibilidade (a) nos da a informacdo de
agrupamento que precisamos: para o ponto i, 0 k com maximo r(i, k) + a(i, k) representa o

ponto exemplar. Ou, se precisarmos apenas do conjunto de exemplares, podemos escanear a
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diagonal principal. Se r(i,i) + a(i,i) > 0, 0pontoisdo umexemplar. (FREY J, DUECHEM
D, 2007).

Com o Affinity Propagation, ndo ¢ preciso especifica-lo explicitamente, mas ainda
pode precisar de alguns ajustes se obtivermos mais ou menos clusters do que podemos
encontrar. Desta forma, apenas ajustando as preferéncias podemos diminuir ou aumentar o

numero de clusters.

Definir preferéncias para um valor mais alto levard a mais clusters, pois cada ponto €
“mais certo” de sua adequacdo para ser um exemplo e, portanto, ¢ mais dificil de “bater” e
inclui-lo sob a “dominacao” de algum outro ponto. Como regra geral, podemos definir todas as
preferéncias para a similaridade mediana para um nimero médio a grande de clusters, ou para
a similaridade mais baixa para um nimero moderado de clusters. No entanto, algumas
execugoes com preferéncias de ajuste podem ser necessarias para obter o resultado que atenda

exatamente as nossas necessidades. (FREY J, DUECHEM D, 2007).

O algoritmo tem como base as seguintes equagoes:

a(k, k) < Z max{0,r(i’, k)} 9)

i'tal que ir£k

Onde a autodisponibilidade a(k, k) ¢ definida a soma das responsabilidades positivas que o

candidato exemplar k recebe de outros pontos.

r(i,k) < s(k) _krmfc}ﬁ’émk{a(i’k’)+S(i’k’)} 9.1)

Onde a responsabilidade r(i, k) reflete a evidéncia acumulada s(i, k), de como o ponto k é

adequado para servir como exemplo para o ponto i.

a(i,k) « min{0,r(k, k) + Z max{0, r(i’,k)} 9.2)
i'tal que i'¢{i,k}

Onde a disponibilidade a(i, k) ¢ definida como a autorresponsabilidade r(k, k) mais a soma

das responsabilidades positivas que o candidato exemplar k recebe de outros pontos.
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c(i,k) «r(i,k) +a(i, k). (9.3)

Onde c(i,k)¢é definidko como a soma das matrizes Responsabilidade (r)e

Disponibilidade (a), e é o ponto exemplar.

Veja na figura 26 um exemplo da aplicacdo do algoritmo Affinity Propagation,
podemos ver trés grupos que foram separados apds a aplicacdo dos calculos utilizando as

equagoes citadas acima.

Figura 26: Exemplo do algoritmo Affinity Propagation

3 Estimated number of clusters: 3

2L

-3 = = 0 1
Fonte: LEARN (2015)

3.1.2 Hierarchical clustering

De acordo com Friedman, Jerome (2009). "14.3.12 Hierarchical clustering". The

Elements of Statistical Learning.

Os algoritmos de agrupamento hierarquico se dividem em 2 categorias: de cima para
baixo e de baixo para cima. Os algoritmos ascendentes tratam cada ponto de dados como um
unico cluster no inicio e, em seguida, aglomeram pares de clusters sucessivamente até que todos
os clusters tenham sido mesclados em um tnico cluster que contém todos os pontos de dados

(FRIEDMAN, JEROME, 2009).
Para entender o algoritmo vamos ver as seguintes definicdes de Métricas de distancia:

e Distancia euclidiana ¢ a distdncia mais curta entre dois pontos em qualquer


https://web.archive.org/web/20091110212529/http:/www-stat.stanford.edu/~tibs/ElemStatLearn/
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dimensdo.

lla — bll; = (10)

Onde a; representa a caracteristica do individuo a, b; representa a caracteristica do

individuo b, e i ¢ o nimero de parcelas da amostra.

e Distancia euclidiana quadrada

lla — b5 = (11)

Onde a; representa a caracteristica do individuo a, b; representa a caracteristica do

individuo b, e i ¢ o nimero de parcelas da amostra.

e Distancia manhattan, define que a distancia entre dois pontos ¢ a soma das

diferencas absolutas de suas coordenadas.

lla = bll, = Zlai_bil (12)

4

Onde a; representa a caracteristica do individuo a, b; representa a caracteristica do

individuo b, e i ¢ o nimero de parcelas da amostra.
e Distancia maxima ¢ a distancia maxima de um ponto ao outro.

lla = bllc = max;|la; — b;| (13)

Onde a; representa a caracteristica do individuo a, b; representa a caracteristica do

individuo b, e i ¢ o numero de parcelas da amostra.
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A escolha para o calculo da distancia depende da linguagem de programagao que sera
utilizada. Depois da escolha do método a ser utilizado para o calculo da distancia, ¢ importante

ver os critérios de ligagdo, temos trés tipos, a ligagdo simples, completa e média.

A ligacao simples ¢ calculada pela distdncia minima absoluta entre os pontos, a
completa ¢ dada pela distdncia maxima absoluta, e por fim a ligagdo média ¢ calculada em cima

da média da distancia de todos os pontos.

Veja abaixo as equacdes dos critérios de ligacdo simples, completa e média

respectivamente.

L(r,s) = min(D(x,;, x5;)) (14)

A equacdo (14) representa o critério de ligacdo simples.

L(r,s) = max(D (x,;, xg;)) (14.1)

A equagao (14.1) representa o critério de ligacdo completa.

Ny Ng

1
Lrs) = D) D) (14.2)

i=1 j=1

A equagao (14.2) representa o critério de ligacdo média.

A figura 27, mostra o diagrama com os critérios de ligacdo, simples, completa e média
respectivamente.

Figura 27: Diagrama com os critérios de ligacdo
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Fonte: Autoria propria (2022)

el P

Depois que tudo isso realizado, temos que criar um dendrograma, que ¢ um grafico
que nos ajuda a identificar qual o nimero de agrupamentos que podemos criar, apresentado na

figura 28.



43

Figura 28 — Dendograma
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Fonte: MINITAB (2022)

Analisando o dendrograma, podemos ter uma no¢ao mais precisa sobre a quantidade

de clusters que podemos formar.

O agrupamento top-down interpreta todos os dados como um unico cluster e vai os
dividindo de forma recursiva sempre tendo em vista a métrica de distancia e o critério de ligagao
escolhidos. O agrupamento aglomerativo ¢ diferente do top-down pois ele forma clusters com
o minimo de distancia interna possivel, ele comeca com a construgdo de clusters individuais e
vai os agrupando de forma a ter os pontos mais proximos, tendo em vista a métrica de distancia

e o critério de ligagdo escolhidos (FRIEDMAN, JEROME, 2009)

O agrupamento hierdrquico de baixo para cima €, portanto, chamado agrupamento
aglomerativo hierarquico ou HAC. Essa hierarquia de clusters ¢ representada como uma arvore
(ou dendrograma). A raiz da arvore ¢ o unico cluster que reune todas as amostras, sendo as

folhas os clusters com apenas uma amostra.

No inicio cada ponto dos dados ¢ tratado como um unico cluster, ou seja, se houver X
pontos de dados em nosso conjunto de dados, teremos X clusters. Em seguida, selecionamos
uma métrica de distancia que mede a distancia entre dois clusters. Como exemplo, usaremos a
ligacdo média que define a distancia entre dois clusters como a distdncia média entre os pontos
de dados no primeiro cluster e os pontos de dados no segundo cluster. (FRIEDMAN, JEROME,
2009)
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Em cada iteragdo, combinamos dois clusters em um. Os dois clusters a serem
combinados sdo selecionados como aqueles com a menor ligagdo média. Ou seja, de acordo
com nossa métrica de distancia selecionada, esses dois clusters tém a menor distancia entre si

e, portanto, s3o os mais semelhantes ¢ devem ser combinados.

O passo 2 ¢ repetido até chegarmos a raiz da arvore, ou seja, temos apenas um cluster
que contém todos os pontos de dados. Desta forma, podemos selecionar quantos clusters
queremos no final, simplesmente escolhendo quando parar de combinar os clusters, ou seja,

quando paramos de construir a arvore.

O agrupamento hierarquico ndo exige que especifiquemos o nimero de clusters e
podemos até selecionar qual nimero de clusters parece melhor, pois estamos construindo uma
arvore. Além disso, o algoritmo ndo ¢ sensivel a escolha da métrica de distancia; todos eles
tendem a funcionar igualmente bem, enquanto com outros algoritmos de agrupamento, a
escolha da métrica de distancia ¢ critica. Um caso de uso particularmente bom de métodos de
agrupamento hierarquico ¢ quando os dados subjacentes t€ém uma estrutura hierarquica e vocé
deseja recuperar a hierarquia; outros algoritmos de agrupamento ndao podem fazer isso. Essas
vantagens do agrupamento hierarquico vém ao custo de menor efici€éncia, pois possui uma
complexidade de tempo de O(n?), diferentemente da complexidade linear de K-Means e GMM.
(FRIEDMAN, JEROME, 2009).

3.1.3 BIRCH

De acordo com o artigo An Efficient Data Clustering Method for Very Large
Databases, dos autores Tian Zhang, Radgu Ramakrishnan, Miron Livny. SIGMOD, disponivel
na Conferéncia do ACM Special Interest Group on Management of Data, de 1996, BIRCH ¢
um algoritmo de clusterizagdo com uma metodologia de agrupamento hierarquico, ¢ projetado
para trabalhar com grandes conjuntos de dados ntimericos, ele utiliza a ideia de clustering

features (CF).

O CF ¢ um vetor de trés dimensdes que possui informagdes sobre os objetos de um

determinado grupo (RAMAHRISHNAN et. Al, 1996), sendo definido por:

CF =< n,LS,SS (15)

Onde 7n ¢ o nimero de pontos de um cluster, LS é a soma dos »n pontos, e SS ¢ a soma
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quadrada dos n pontos.

Os CF possui as informacgdes necessarias para a tomada de decisdo do algoritmo
BIRCH e sio tiradas de uma leitura do conjunto de dados. Através das CFs ¢ montado uma CF
tree inicial, uma arvore que guarda os CFs para um agrupamento hierarquico, que pode ser

entendido como uma compressao dos dados tentando preservar suas caracteristicas.

As caracteristicas do CF sdo aditivas, ou seja, se temos dois clusters disjuntos C;e C,,
que possuem os CF;e CF,, respectivamente, um novo cluster composto pela juncdo de Cje

C,,sera simplesmente CF; + CF,.

O algoritmo BIRCH aplica uma técnica multiface com uma leitura tinica do conjunto
de dados, e se por acaso for necessario o algoritmo faz mais uma ou duas leituras adicionais,

para melhorar a qualidade do resultado.

Fase 1: o algoritmo faz a leitura do conjunto de dados e constroi uma CF tree inicial,
a qual pode ser vista como uma compressao multinivel dos dados que tenta preservar

caracteristicas da estrutura de cluster existente nos dados.

Fase 2: o algoritmo aplica um segundo algoritmo para clusterizar os nos folhas da CF
tree, o qual remove clusters esparsos como outliers e agrupa clusters densos dentro de outros

ainda maiores.

O procedimento de execugao do algoritmo € o seguinte, a partir da raiz ¢ encontrada
a folha apropriada para insercao: siga o caminho CF mais proximo usando uma métrica de

similaridade.

Logo apos ¢ necessario modificar o n6 folha encontrado, se o né folha mais proximo
ndo pode receber o dado, ou seja, o cluster deste no ja alcancou o didmetro maximo, crie um
novo no folha. Se ndo houver espago para o novo nd, quebre o n6 pai, atualize os CFs como

resultado apenas da inser¢do do dado ou como resultado da inserc¢do e da quebra de um né.

Dado n pontos x;, em um espago d-dimensional, podemos definir este grupo de pontos

como sendo um cluster em que os seguintes parametros o identificam

1
Xy = Ez X; (16)



Onde x, ¢ o centroide que ¢ dado pela Eq. 16, R ¢ o raio que ¢ dado pela Eq

didmetro que ¢ dado pela Eq. 16.2.

n

R = %Z('xl — Xxg)?

i=1

D= ﬁii(% — X0)?

i=1j=1
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.16.1eD éo

(16.1)

(16.2)

Onde R ¢ a distdncia média dos objetos ao centroide do cluster e D ¢ a distancia par a

par média dentro de um cluster. Ambos medem o espalhamento (ou a concentragao) dos dados

ao redor do centroide do cluster.

O algoritmo BIRCH possui 3 parametros, sao eles:

e Limite: E o nimero maximo de pontos de dados que um subcluster no né folha

da arvore CF.

e Fator de ramificacio: Este especifica o nimero maximo de subclusters CF em

cada no.

e Numero de clusters: E o numero de clusters que serdo retornados apos a

conclusao de todo o algoritmo BIRCH.



Uma aplicagao do algoritmo BIRCH em linguagem python ¢ ilustrada na figura 29.

Figura 29: Algoritmo BIRCH com python
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3.1.4 DBSCAN

DBSCAN abreviagdo de “Density Based Spatial Clustering of Application with
Noise” que em portugues significa (Clusterizagdo Espacial Baseada em Desnidade de
Aplicagdes com Ruido) ¢ um algoritmo de clusterizagdo ndo paramétrico baseado em
densidade, semelhante ao desvio médio, foi proposto por (ESTER et al., 1996), ¢ um método
muito efetivo para identificar clusters de formato arbitrario e de tamanhos diferentes, ele
identifica e separa os ruidos dos dados sem qualquer informacao preliminar do grupo. O método
so precisa de um parametro de entrada, mas oferece um suporte para determinar um valor

apropriado para ele.

(ESTER et al.,1996) explica que a nocao de clusters e o algoritmo DBSCAN podem
ser aplicados para espacos Euclidianos de duas e trés dimensdes, como para qualquer espago
caracteristico de alta dimensdao. O método DBSCAN pode ser aplicavel a qualquer base de
dados contendo dados de um espaco métrico, isto €, bases de dados com uma fungdo de

distancia para pares de objetos (ESTER et al., 1998).

A ideia central do DBSCAN ¢ que para cada ponto de um cluster, a vizinhanga para
um dado raio contém, pelo menos, um certo nimero de pontos, sendo assim, a densidade na

vizinhanga deve exceder um limiar. Para comprender o método, vamos ver algumas defini¢des:
g-vizinhanc¢a de um ponto: A vizinhanga de um objeto p com raio € ¢ definida como
€-vizinhanga de p sendo definida como: Ne(p) = {q em D| dist(p, q) < €}.
A defini¢do de e-vizinhanga de um ponto ¢ mostrada na figura 30.

Figura 30: Vizinhanca de um ponto
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Fonte: Autoria propria (2022)
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Ponto Central: Se ¢-vizinhanga de um objeto p contém pelo menos um niimero

minimo, MinPts, de objetos, entdo o objeto p é chamado de ponto central.

Pontos de Borda: Quando a g-vizinhanga de um objeto o contém menos que MinPts,

porém tem um ponto central, entdo o objeto p é definido como ponto de borda.

Alcance Direto por Densidade: Um objeto p ¢ alcangavel por densidade diretamente

do objeto ¢, quando p estd na e-vizinhanga de ¢, e ¢ ¢ um ponto central.

A figura 31 ilustra o alcance por densidade utilizado pelo método DBSCAN.

Figura 31: Alcance direto por densidade
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Fonte: Autoria propria (2022)

Alcance por Densidade: Um objeto p ¢ alcangavel por densidade do objeto ¢, em um
conjunto D, se existe uma cadeia de objetos {p;, p,, -..,Pn}, talque py = qep, = q e piyq €
alcancavel por densidade diretamente de p; com respeito a € e a MinPts, paral < i < n, p; em
D, representada na figura 32.

Figura 32: Alcance por densidade método DBSCAN.

Fonte: Autoria propria (2022)
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Conexio por densidade: Um objeto p é conectado por densidade do objeto ¢, em um

conjunto D, se existe um objeto em tal os dois p e g sdo alcangavéis por densidade do objeto.

Cluster DBSCAN: Consideremos D como uma base de dados de pontos. Um cluster
C com respeito a € e MinPts ¢ um subconjunto ndo vazio de D satisfazendo as condi¢des a

seguir:

1. Vp,q:sep € Ceqc¢alcangavel por densidade a partir de p com respeito a € e MinPts,

entdo q € C.
2. Vp,q:sep € C: p é conectado por densidade a q com respeito a € e MinPts.

Ruido: Consideremos Cj, Cs, ..., C, 0s clusters da base de dados D com respeito aos
parametros € e MinPts, i= 1, 2,..., K. Entdo, o ruido ¢ definido como o conjunto de pontos na
base de dados D que nao pertenca a qualquer grupo Ci, sendo assim, o ruido={p € D | Vi:p &
Ci}.

Etapa 1: O DBSCAN comeca com um ponto de dados inicial arbitrario que ndo foi
visitado. A vizinhanga deste ponto ¢ extraida usando uma distancia € (todos os pontos que estao

dentro da distancia € sdo pontos de vizinhanga).

Etapa 2: Se houver um numero suficiente de pontos (de acordo com MinPts) dentro
dessa vizinhanga, o processo de agrupamento serd iniciado e o ponto de dados atual se tornara
0 primeiro ponto no novo agrupamento. Caso contrario, o ponto sera rotulado como ruido (mais
tarde esse ponto barulhento pode se tornar parte do cluster). Em ambos os casos esse ponto ¢

marcado como “visitado”.

Etapa 3: Para este primeiro ponto no novo cluster, os pontos dentro de sua vizinhanga
de distancia € também passam a fazer parte dele. Este procedimento de fazer com que todos os
pontos da vizinhanga € pertencam ao mesmo cluster ¢ entao repetido para todos os novos pontos

que acabaram de ser adicionados ao grupo de clusters.

Etapa 4: Este processo das etapas 2 e 3 ¢ repetido até que todos os pontos do cluster
sejam determinados, ou seja, todos os pontos dentro da vizinhanga € do cluster foram visitados

e rotulados.

Uma vez que terminamos com o cluster atual, um novo ponto ndo visitado é recuperado

e processado, levando a descoberta de mais um cluster ou ruido. Esse processo se repete até que



51

todos os pontos sejam marcados como visitados. Uma vez que ao final disso todos os pontos

foram visitados, cada ponto sera marcado como pertencente a um cluster ou sendo ruido.

O DBSCAN apresenta algumas grandes vantagens sobre outros algoritmos de
agrupamento. Em primeiro lugar, ndo requer um nimero pré definido de clusters. Ele também
identifica outliers como ruidos, ao contrario do desvio médio, que simplesmente os langa em
um cluster, mesmo que o ponto de dados seja muito diferente. Além disso, ele pode encontrar

clusters de tamanho e formato arbitrarios muito bem.

A principal desvantagem do DBSCAN ¢ que ele ndo funciona tdo bem quanto os outros
quando os clusters sao de densidade varidvel. Isso ocorre porque a configuragdo do limiar de
distancia € e MinPts, para identificar os pontos de vizinhanca varia de cluster para cluster
quando a densidade varia. Essa desvantagem também ocorre com dados de dimensdes muito

altas, pois novamente o limite de distancia € torna-se dificil de estimar. (ESTER et al.,1996)

O diagrama da figura 33, descreve o funcionamento do algoritmo DBSCAN.

Figura 33: Diagrama de blocos DBSCAN.
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Para o primeiro ponto do agrupamento é iniciado
novo cluster os pontos e o ponto de dados atual
dentro de sua vizinhanga [* se torna o primeiro
de distincia £ também ponto do novo
passam a fazer parte agrupamento
dele (Marcado como visitado)

l

Repetir esse processo
para todos os pontos
do grupo até que
todos sejam visitados

Terminado esse grupo,
um novo ponto nac
visitado @ recuperado e o
processo & reiniciado

Fonte: Autoria propria (2022)
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A figura 34 representa os parametros do algoritmo DBSCAN, com MinPts=4, eps=1

Figura 34: Parametros do algoritmo DBSCAN

MinPts =4eeps=1
Ponto de Borda

TR

Ponto Central Ruido

Fonte: Autoria propria (2022)

Na figura 35 ¢ apresentado como ¢ feito o reconhecimento baseado em densidade

usando o método DBSCAN.

Figura 35: Reconhecimento DBSCAN

Fonte: SCHUBERT et al. (2017)
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Na figura 36 podemos ver uma aplica¢do do algoritmo DBSCAN em um grupo de

dados.

Figura 36: Algoritmo DBSCAN

%9

Fonte: GEORGE SEIF (2018)
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3.1.5 K-Means

As informagdes apresentadas estdo disponiveis em “The (black) art of runtime
evaluation: Are we comparing algorithms or implementations?", dos autores Hans-Peter;

Schubert, Erich; Zimek, Arthur; publicado em 2016.

O K-Means ¢ um algoritmo de aprendizado ndo supervisionado usado para encontrar

grupos similares em um dado conjunto de dados (SCULLEY, 2010).

E o algoritmo de clusterizacdo mais utilizado, e mais simples, foi descoberto
primeiramente por STEINHAUS (1956) e LLOYD (1957) foi proposto em 1957, mas s6 foi
publicado no ano de 1982, ¢ um dos algoritmos mais usados para clusterizagdo, pois ¢ de facil
implementagdo, simplicidade, eficiéncia e sucesso empirico e possui varias extensoes

desenvolvidas em varias formas (JAIN,2009).

O algoritmo K-Means faz parte do grupo de algoritmos chamados de métodos
particionais, € a fun¢do objetiva mais utilizada para espagos métricos nos métodos particionais

¢ o erro quadratico, dado por:

E= Z llp — m;l|?, parak € (1,n) (17)

Jj=1x€C;

Vamos apresentar agora alguns conceitos e notagdes. Consideremos um cojunto de

dados com n pontos, definido:
P = {xi}?=1> (18)

um agrupamento, particiona esse conjunto P em & subconjuntos.

C = {Cl' C2, ey Ck} 5 (19)

Cada C; ¢ denominado um cluster do conjunto. E para cada C; assosciaremos um y; que serd
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chamado de centroide, este representa o cluster e serd comparado com todos os elementos do

mesmo. Para determinarmos serd feita a média de todos os pontos pertecentes ao cluster,

1
Vi = o Lxjec; Xy (20)

Onde n;sera o nimero de elementos de C;.

Para medir a dispersao dos elementos do cluster, e verificar o quao proximo eles estao,
compararando a distancia dos pontos ao centroide correspondente, usaremos a funcao de

semelhanca,
F;'(P) = §=1ij€CiD(xj'yi)a (21)

Onde D ¢ a distancia euclidiana entre x; e y;, sendo assim F;, € a soma de todas as

distancia entre cada elemento e o centroide do seu cluster, medindo assim quao bem o centroide
representa seu grupo. O algoritmo consiste nos seguintes passos quando se encontra com um

conjunto de dados.
e Distribui todos os pontos do conjunto P de forma aleatoria em k clusters.
e Calcula usando a equagdo (4), o centroide de cada cluster C;.

e Atribui cada ponto x; € P, aum cluster C;,, do centroide y;,, mais proximo ao ponto,

ou seja,

"= argmin”xj - yi”z, (22)

1=1,2,..,

Isso quer dizer que um ponto x; qualquer, serd agrupado a C;, quando este pponto

possuir a menor distancia ao centroide desse cluster, comparado com a distdncia dos outros

centroides dos restos dos outros clusters.

e Com a realizagdo do passo acima muitos pontos irdo mudar de grupo, por isso €

necessario a atualizacdo do centroide de cada cluster. Desta forma ¢ so repetir o 2°



passo, onde serd encontrado um novo centroide y; para o cluster C;.
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Os dois ultimos passos serdo repetidos de forma iterativa, até que os respectivos

centroides nao mudem mais de local ou satisfaga a precisdo estabelecida, entdo esta

iteracdo serd o "~ minimo local do nosso problema.

Chegamos assim no teste de parada, que ¢ analisado através da soma das diferencas

dos centroides da iteragdo atual pela inferior.

limite da convergéncia. Abaixo podemos ver o pseudo-codigo do algoritmo K-means.

Considere: P conjunto dos pontos, k numero de clusters, € erro.

k
Dyt = g <e
i=1

(23)

Onde y;* representa o centroide da iteragdo atual, €> 0 ¢ a precisdo determinada e o

Algoritmo de Clusterizagdo k-means

1: Inicio

2 Iteracdao < 0

3 Inicializar y;,i = {1,2,3, ..., k} Com pontos aleatérios de P
4 Repita

5: Ci<0, Vi=12,.. .k

6 Para x; € P faca

7 i* — argmin”xj _ yiiteragéo ”2
8 Ci» = Ci, U {x;}

9: Fim

10: Parai = 1 até k Faca

11: yiiteragéo — ﬁzxeci X;

12: Fim

13: Até chzluyjiteragéo _ yiiteragéo—ln <e€

14: Fim
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A ilustragdo de como seria a aplicagdo do K-Means em um agrupamento ¢ mostrada

na figura 37, para achar os centroides e posteriormente o minimo local do problema.

Figura 37: Funcionamento K-Means
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Fonte: RUMDEEP (2013)

Veja na figura 38 a aplicagdo do algoritmo K-Means em um agrupamento, o

agrupamento antes da aplicacdo K-Means ¢ o lado da esquerdo, e a direita € apos a aplicagao

do algoritmo.

Figura 38: Aplicacdo do K-Means
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Fonte: Autoria prépria (2022)
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Na figura 39 podemos ver um diagrama de blocos de como ¢ feito o processo de
clusterizagdo do k-means.

Figura 39: Diagrama de blocos k-means
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Fonte: Autoria propria (2022)

3.1.6 Mini Batch K-Means

As informagdes apresentadas estdo disponiveis em K-means vs Mini Batch K-means:
A comparison do autor Javier Béjar, do Departament de Llenguatges i Sistemes Informatics

Universitat Politecnica de Catalunya.

Segundo o artigo a ideia principal do algoritmo Mini Batch K-Means ¢ usar pequenos
lotes aleatdrios de dados de tamanho fixo, para que possam ser armazenados na memoria. A
cada iteracdo uma nova amostra aleatoria do conjunto de dados € obtida e utilizada para
atualizar os clusters e isso € repetido até a convergéncia. Cada minilote atualiza os clusters
usando uma combinag@o convexa dos valores dos prototipos e dos dados, aplicando uma taxa
de aprendizado que diminui com o niimero de iteragdes. Essa taxa de aprendizado € o inverso

do nimero de dados atribuidos a um cluster durante o processo. A medida que o niimero de
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iteragdes aumenta, o efeito de novos dados ¢ reduzido, de modo que a convergéncia pode ser
detectada quando ndo ocorrem alteragdes nos clusters em varias iteragdes consecutivas (BEJAR

7, 2013).

Os resultados empiricos sugerem que ele pode obter uma economia substancial de
tempo computacional as custas de alguma perda de qualidade do cluster, mas ndo foi feito um
estudo extensivo do algoritmo para medir como as caracteristicas dos conjuntos de dados, como

o namero de clusters ou seu tamanho, afetam a qualidade da parti¢do (BEJAR J, 2013).

O algoritmo leva pequenos lotes escolhidos aleatoriamente do conjunto de dados para
cada iteracdo. Cada dado no lote € atribuido aos clusters, dependendo das localizagdes
anteriores dos centroides do cluster. Em seguida, ele atualiza as localizacdes dos centroides do
cluster com base nos novos pontos do lote. A atualizacdo ¢ uma atualizacdo de gradiente
descendente, que ¢ significativamente mais rapida do que uma atualizagao normal do Batch K-

Means.

O mini Batch K-Means ¢ mais rapido, mas fornece resultados ligeiramente diferentes
do que o K-Means normal do lote. A medida que o nimero de clusters ¢ o nimero de dados
aumentam, a economia relativa em tempo computacional também aumenta. A economia de
tempo computacional ¢ mais perceptivel apenas quando o numero de clusters ¢ muito grande.
O efeito do tamanho do lote no tempo computacional também ¢ mais evidente quando o nimero
de clusters ¢ maior. Pode-se concluir que, aumentando o nimero de clusters, diminui-se a
similaridade da solug¢do Mini-Batch K-Means com a solu¢do K-means. Apesar de a
concordancia entre as particoes diminuir a medida que o nimero de clusters aumenta, a fungao
objetivo ndo se degrada na mesma taxa. Isso significa que as parti¢des finais sdo diferentes,

mas mais proximas em qualidade. (BEJAR J, 2013).

A figura 40 apresenta a diferenca da aplicacdo do algoritmo, K-Means e Mini-Batch
K-Means.
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Figura 40: Comparacio entre K-Means e Mini-Batch K-Means.

KMeans MiniBatchKMeans Difference

Fonte: GeeksforGeeks (2019)

3.1.7 Mean Shift

Segundo Dorin Comaniciu e Peter Meer, “Mean Shift: A robust approach toward

feature space analysis”.

O agrupamento de deslocamento médio ¢ um algoritmo baseado em janela
deslizante que tenta encontrar areas densas de pontos de dados. E um algoritmo baseado em
centroides, o que significa que o objetivo ¢ localizar os pontos centrais de cada grupo/classe,
que funciona atualizando candidatos para pontos centrais para serem a média dos pontos
dentro da janela deslizante. Essas janelas candidatas sdo entdo filtradas em um estagio de
poOs-processamento para eliminar quase duplicatas, formando o conjunto final de pontos

centrais e seus grupos correspondentes (COMANICIU D, MEER P, 2002)

Comegamos com uma janela deslizante circular centrada em um ponto C (selecionado
aleatoriamente) e tendo o raio r como kernel. O deslocamento médio ¢ um algoritmo de escalada
que envolve o deslocamento desse kernel iterativamente para uma regido de densidade mais

alta em cada etapa até a convergéncia.

A cada iteragdo, a janela deslizante ¢ deslocada para regides de maior densidade,
deslocando o ponto central para a média dos pontos dentro da janela. A densidade dentro da
janela deslizante é proporcional ao nimero de pontos dentro dela. Naturalmente, ao mudar para
a média dos pontos na janela, ela se moverd gradualmente para areas de maior densidade de

pontos.
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Continuamos deslocando a janela deslizante de acordo com a média até que ndo haja

direcdo na qual um deslocamento possa acomodar mais pontos dentro do kernel.

Este processo das etapas 1 a 3 é feito com muitas janelas deslizantes até que todos os
pontos estejam dentro de uma janela. Quando varias janelas deslizantes se sobrepdem, a janela
que contém o maior mimero de pontos € preservada. Os pontos de dados s3o entdo agrupados

de acordo com a janela deslizante em que residem.

Diferente do agrupamento K-Means, ndo ha necessidade de selecionar o nimero de
agrupamentos, pois o deslocamento médio descobre isso automaticamente. Isso ¢ uma
vantagem enorme. O fato de os centros dos clusters convergirem para os pontos de densidade
maxima também ¢ bastante desejavel, pois ¢ bastante intuitivo de entender e se encaixa bem
em um sentido naturalmente orientado a dados. A desvantagem ¢ que a selecdo do tamanho da

janela/raio “r” pode nao ser trivial (COMANICIU D, MEER P, 2002)

A figura 41 apresenta um exemplo do Mean shift, com as devidas separacdes, a Regido
de interesse, o centro de massa, € os vetores Mean shift

Figura 41: Exemplo de Mean Shift
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Fonte: GeeksforGeeks (2019)

A figura 42 apresenta os parametros do método Mean shift, detalhadamente.

Figura 42: Parametros Mean Shift



62

@ . e
° L Mean shift
@ vector

g - s ®®

Initial window

\ (kernel)
® e P
\
\ I .
®
@ ;@
|/ New centroid
L ®
P New window
@ P ®

Fonte: BEPERY (2021)

3.1.8 OPTICS

De acordo com Kriegel, Hans-Peter; Kroger, Peer; Sander, Jorg; Zimek, Arthur; (May
2011). "Density-based clustering”. Wiley Interdisciplinary Reviews: Data Mining and
Knowledge Discovery. (KRIEGEL et.al, 2011)

O Algoritmo OPTICS ¢ um parente do DBSCAN, que invoca um processo diferente.
Ele criard um grafico de acessibilidade que € usado para extrair clusters e, embora ainda haja
uma entrada, épsilon maximo, os outros parametros nao t€m um efeito tdo grande quanto seus
equivalentes em outros algoritmos de agrupamento e sdo muito mais faceis de usar os padrdes.

(KRIEGEL et.al, 2011)

Para entender o funcionamento do OPTICS ¢ necessario saber o funcionamento do

DBSCAN, os parametros que ele usa e a diferenca entre pontos centrais e limites.

Distancia do nucleo: O épsilon minimo para tornar-se um ponto distinto um ponto

central, dado um parametro MinPts finito.

Distancia de Acessibilidade: A distancia de acessibilidade de um objeto p em relagao
a outro objeto o ¢ a menor distdncia de o se o for um objeto central. Também ndo pode ser

menor que a distancia do ntcleo.

A figura 43 mostra os parametros utilizados no algoritmo OPTICS.


https://portal.findresearcher.sdu.dk/da/publications/be8fe7b9-d5e2-415c-91bc-5ac6fa00994b
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Figura 43: Parametros do algoritmo OPTICS
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Fonte: SINCLAIR (2019)

Embora o parametro MinPts seja usado nesses calculos, a ideia € que ndo teria muito

impacto porque todas as distancias seriam dimensionadas aproximadamente na mesma taxa.

Essas defini¢cdes sdo utilizadas para criar nosso grafico de acessibilidade, que sera
usado para extrair os clusters. Primeiro, come¢amos calculando as distancias do nicleo em
todos os pontos de dados no conjunto. Em seguida, percorreremos todo o conjunto de dados e
atualizaremos as distancias de acessibilidade, processando cada ponto apenas uma vez.
Atualizaremos apenas as distancias de acessibilidade de pontos que precisam ser melhorados e
ainda ndo foram processados. Isso ocorre porque quando processamos um ponto, definimos em
pedra sua ordenacao, bem como sua distancia de alcance. O préximo ponto de dados escolhido
para processar sera aquele que tiver a distancia de alcance mais proxima. E assim que o

algoritmo mantém os clusters proximos uns dos outros na ordenagdo de saida (KRIEGEL et.al,

2011).

O préximo passo serd extrair os rotulos de cluster reais do grafico. A maneira mais
comum de fazer isso € procurando por “vales” na parcela, usando minimos e maximos locais.

Alguns parametros mais podem entrar em jogo aqui, dependendo do método usado.

A figura 44 mostra uma comparagao de alguns dados de amostra gerados e os rotulos
opticos resultantes e o grafico de acessibilidade. Os pontos coloridos sdo aqueles identificados

como clusters, enquanto os cinzas representam ruidos.
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Figura 44: Dados de amostra gerados e os réotulos opticos resultantes
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Fonte: LEARN (2021)

Observe que hd uma boa quantidade de pontos identificados como pontos de ruido
neste exemplo gerado. Eles tém densidades semelhantes a do aglomerado amarelo, mas nao sao
reconhecidos nesta extragio porque se concentra em separar as regides mais densas. E aqui que
o ajuste fino dos pardmetros de extracao se beneficiaria. Outros métodos de extragao de clusters

também podem ser usados neste caso.

Outro aspecto interessante do algoritmo OPTICS ¢ uma extensdo dele usada para
deteccdo de outliers, chamada OPTICS-OF, isso dard uma pontuacdo discrepante para cada
ponto, que ¢ uma comparagdo com seus vizinhos mais proximos, em vez de todo o conjunto.
Este ¢ um tipo unico de deteccdo de valores discrepantes devido a este principio “local”.

(KRIEGEL et.al, 2011)
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Primeiro, precisamos criar uma medida “densidade de acessibilidade local”, que € o
inverso da acessibilidade média (em relagdo ao ponto que vocé esta calculando) dos vizinhos

MinPts.

Na figura 45 podemos ver uma aplicagdo do algoritmo OPTICS
Figura 45: Aplicacio do algoritmo OPTICS
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Fonte: YING-SI, SHEN, (2013)

3.1.9 Spectral Clustering

As informagdes aqui apresentadas podem ser encontradas em “Learning spectral

clustering”. dos autores BACH, F. e JORDAN, M.

Spectral Clustering ¢ definido como um algoritmo de agrupamento crescente € que
tem um desempenho melhor do que muitos algoritmos de agrupamento tradicionais em muitos
casos. Ele trata cada ponto de dados como um n6 de grafo e, assim, transforma o problema de
agrupamento em um problema de particionamento de grafos (BACH, JORDAN,2006). Uma

implementagao tipica consiste em trés etapas fundamentais:

Construindo o Grafico de Semelhanca: Esta etapa constroi o Grafico de Semelhanga
na forma de uma matriz de adjacéncia que ¢ representada por A. A matriz de adjacéncia pode

ser construida das seguintes maneiras:

Grafico Epsilon-vizinhanga: Um pardmetro épsilon é fixado de antemao. Entdo, cada
ponto ¢ conectado a todos os pontos que estdo em seu raio épsilon. Se todas as distancias entre
quaisquer dois pontos forem semelhantes em escala, normalmente os pesos das arestas, ou seja,
a distancia entre os dois pontos ndo sera armazenada, pois ndo fornecem nenhuma informacao

adicional. Assim, neste caso, o grafo construido ¢ um grafo ndo direcionado e ndo ponderado.
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K-Vizinhos Mais Proximos um parametro k ¢ fixado de antemdo. Entdo, para dois
vértices u e v, uma aresta ¢ direcionada de u para v somente se v estiver entre os k vizinhos
mais proximos de u. Observe que isso leva a formacgdo de um grafo ponderado e direcionado
porque nem sempre € o caso de que para cada u tendo v como um dos k-vizinhos mais préximos,
sera 0 mesmo caso para v tendo u entre seus k-vizinhos mais proximos. vizinhos. Para tornar
este grafico ndo direcionado uma das seguintes abordagens ¢ seguida. (BACH,

JORDAN,2006).

Direcione uma aresta de u para v e de v para u se v estiver entre os k vizinhos mais

proximos de u ou onde estiver entre os k vizinhos mais proximos de v.

Direcione uma aresta de u para v e de v para u se v estiver entre os k vizinhos mais

proximos de u E u estiver entre os k vizinhos mais proximos de v.

Grafico totalmente conectado: Para construir este grafico, cada ponto ¢ conectado com
uma aresta ndo direcionada ponderada pela distancia entre os dois pontos a todos os outros
pontos. Como essa abordagem ¢ usada para modelar as relagdes de vizinhanga local,

normalmente a métrica de similaridade gaussiana ¢ usada para calcular a distancia.

Projetando os dados em um espaco dimensional inferior: Este passo ¢ feito para levar
em conta a possibilidade de que membros do cluster possam estar distantes no espaco
dimensional dado. Assim, o espago dimensional é reduzido para que esses pontos estejam mais
proximos no espaco dimensional reduzido e, portanto, possam ser agrupados por um algoritmo
de agrupamento tradicional. Isso ¢ feito pelo célculo da Matriz Laplaciana do Grafo. Para

calcula-lo, primeiro, o grau de um no precisa ser definido. (BACH, JORDAN,2006).

O Grau do i-ésimo no ¢ dado por:

di = Xi=1\ijyeE Wij (24)

Observe que w;; € a aresta entre os nos i e j conforme definido na matriz de adjacéncia acima.

A matriz de graus ¢ definida da seguinte forma:
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_ dl,lzj
D”'_{Qiij (25)

Assim, a Matriz Laplaciana do Grafo ¢ definida como:

L=D-A (26)

Esta Matriz ¢ entdo normalizada para eficiéncia matemadtica. Para reduzir as
dimensdes, primeiro sdo calculados os autovalores e os respectivos autovetores. Se o nimero
de clusters for k, entdo os primeiros autovalores e seus autovetores sdo tomados e empilhados

em uma matriz de modo que os autovetores sejam as colunas.

Agrupando os dados: Esse processo envolve principalmente o agrupamento dos dados
reduzidos usando qualquer técnica tradicional de agrupamento — normalmente o agrupamento
K-Means. Primeiro, a cada nd ¢ atribuida uma linha da normalizada da Matriz Laplaciana do
Grafo. Em seguida, esses dados sdo agrupados usando qualquer técnica tradicional. Para
transformar o resultado do clustering, o identificador do n6 ¢ retido. Abaixo podemos ver

algumas propriedades: (BACH, JORDAN,2006).

Assuncao-Menos: Esta técnica de agrupamento, ao contrario de outras técnicas
tradicionais, ndo assume que os dados seguem alguma propriedade. Assim, isso faz com que

essa técnica responda a uma classe mais genérica de problemas de agrupamento.

Facilidade de implementacdo e velocidade: Este algoritmo ¢ mais facil de
implementar do que outros algoritmos de agrupamento e ¢ muito rapido, pois consiste

principalmente em calculos matematicos.

Nao escalavel: Uma vez que envolve a construcao de matrizes e calculo de autovalores

e autovetores, ¢ demorado para conjuntos de dados densos.

Na figura abaixo 46 podemos ver a diferenga do algoritmo k-Means e o Spectral

Clustering.
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Figura 46: Comparacio do algoritmo K-Means e Spectral Clustering
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3.2 Mixture of Gaussians

As informagdes sobre Mixture of Gaussians, podem ser encontradas no livro Pattern
Recognition and Machine Learning (2006) Springer-Verlag Berlim, Heidelberg. do autor
Bishop Christopher M.

Os modelos de mistura gaussiana (GMMs) ¢ uma fungdo composta por varias
Gaussianas, cada uma identificada por k € {1,...,K}, onde K é o nimero de clusters do nosso

conjunto de dados. Cada Gaussiana k na mistura ¢ composto pelos seguintes parametros:
e Uma média u que define seu centro.

e Uma covariancia ), que define sua largura. Isso seria equivalente as dimensdes de

um elipsoide em um cenario multivariado.

e Uma probabilidade de mistura n que define qudo grande ou pequena sera a funcao

gaussiana.

Na figura 47 ¢ ilustrado trés fun¢des gaussianas, logo K = 3. Cada gaussiana explica

os dados contidos em cada um dos trés clusters disponiveis.



69

Figura 47: Mistura Gaussiana
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Fonte: Autoria prépria (2022)

Os coeficientes de mistura sao probabilidades e devem atender a esta condicao:

K
dme=1 @7)
k=1

Os parametros devem ser escolhidos de forma que eles fiquem mais perto do valor
ideal possivel, isso ¢ feito garantindo que cada gaussiana se ajuste aos pontos de dados

pertencentes a cada cluster, ¢ utilizado a funcdo maxima de probabilidade (BISHOP M

CHRISTOPHER, 2006), assim a fun¢do densidade gaussiana ¢ dada por:

1 1
NExwY) =—F——7Fexp|—sC -’y ' (x — ) 28
emz[yfz ( 2 ) .

Onde x representa nossos pontos de dados, D ¢ o nimero de dimensdes de cada ponto

de dados. 1 e Y, sdo a média e a covariancia, respectivamente.

Para fins posteriores, também ¢ util tomar o logaritmo dessa equacdo, que ¢ dado por:
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D

In(x|w, ¥) = — 5

In2m 213 2 (e = )75 (x — ) (28.1)

Diferenciando esta equacdo em relagdo a média e covariancia e depois igualando a
zero, poderemos encontrar os valores 0timos para esses parametros. Porém, como estamos
lidando com muitas gaussianas, as coisas ficardo um pouco complicadas quando chegar a hora

de encontrarmos os parametros para toda a mistura (BISHOP M CHRISTOPHER, 2006).

Nesse sentido, precisaremos introduzir alguns aspectos adicionais que sera mostrado
adiante. Vamos agora introduzir algumas notagdes adicionais. Primeiro, vamos supor que

queremos saber qual € a probabilidade de que um ponto de dados xn venha do gaussiano k.

Podemos expressar isso como:
p(Znk = 1lx,) (28.2)

Que ¢ lido como “‘dado um ponto de dados x, qual é a probabilidade de ter vindo de

Gaussiano k?” Nesse caso, z ¢ uma variavel latente que recebe apenas dois valores possiveis.

E um quando x veio do gaussiano k, e zero caso contrario. Na verdade, ndo conseguimos ver
essa variavel z na realidade, mas conhecer sua probabilidade de ocorréncia sera util para nos

ajudar a determinar os parametros da mistura gaussiana, como discutiremos mais adiante

(BISHOP M CHRISTOPHER, 2006).

Da mesma forma, podemos afirmar o seguinte:

T = P(Znk = 1) (28.3)

O que significa que a probabilidade geral de observar um ponto que vem da Gaussiana
k ¢ na verdade equivalente ao coeficiente de mistura para aquela Gaussiana. Isso faz sentido,
porque quanto maior for a Gaussiana, maior serd essa probabilidade. Agora seja z o conjunto

de todas as possiveis varidveis latentes z, (BISHOP M CHRISTOPHER, 2006), portanto:
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z =124, ., Zx} (28.4)

Sabemos de antemdo que cada z ocorre independentemente dos outros e que eles s

podem assumir o valor de um quando k ¢ igual ao cluster de onde vem o ponto. Portanto:

K

p(z) =p(zy = 1)Mp(z, = 1% .. p(zg = D) = ﬂni" (28.5)

k=1

Podemos encontrar a probabilidade de observar nossos dados, acontece que na verdade
¢ a propria fungdo gaussiana seguindo a mesma logica que usamos para definir p(z), podemos

afirmar:

K
p(x,lz) = HN(xnluk,Zk)Zk (28.6)
k=1

O objetivo ¢ determinar qual a probabilidade de z dada nossa observagao x, as
equagoes que foram derivadas acima, juntamente com a regra de Bayes, irdo determinar essa

probabilidade.

Pela regra do produto de probabilidades, sabemos que:

p(xy,2) = p(x,|2)p(2) (28.7)

Os operandos a direita s3o o que acabamos de encontrar. No entanto, primeiro

precisaremos de p(xn) ndo de p(xn, z). Sé precisamos somar os termos em z, logo:

K

K
Pra) = ) pOal2Ip(2) = D e N Cenlbis ) 28.9)
k=1

k=1

Esta ¢ a equagdo que define uma Mistura Gaussiana, e vocé pode ver claramente que
ela depende de todos os pardmetros que mencionamos anteriormente. Para determinar os
valores Otimos para estes, precisamos determinar a méaxima verossimilhanca do modelo.

(BISHOP M CHRISTOPHER, 2006),

A verossimilhanga como a probabilidade conjunta de todas as observagdes xn,
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definidas por:

p(X) = ﬁp(xn) = ﬁi e NV Ol ttge, Xie) (28.9)

n=1 k=1

Da mesma forma que foi feito com a fun¢do densidade gaussiana original, vamos

aplicar o logaritmo a cada lado da equacao:

N

K
Inp(0) = > 10 0 N (el i) (29)
k=1

n=1

Agora, para encontrar 0os parametros 6timos para a mistura gaussiana, tudo o que
precisamos fazer ¢ diferenciar essa equacdo em relagdo aos parametros. Porém aqui temos um
problema. Podemos ver que ha um logaritmo que estd afetando a segunda soma. Calcular a

derivada dessa expressao e depois resolver os parametros serd muito dificil.

Precisamos usar um método iterativo para estimar os parametros, neste momento ja

temos tudo para definir como sera essa probabilidade. Pela regra de Bayes, sabemos que:

p(xnlzy = Dp(z = 1)

p(zx = 1lx,) = (30)
" 1 p(xalz; = 1) p(z = 1)
De nossas derivacdes anteriores, temos que:
p(zx =1) = my, pleplze = 1) = N el 2i) (31

Entdo, vamos agora substitui-los na equagdo anterior:

N (| tge, Yoge)
( = 1| n) = = n 32
Pz ve ?:17TjN(xn|.“j'2j) Y (Znk) (32)

E isso que procurdvamos, daqui para frente vamos ver muito essa expressdo. Em
seguida, continuaremos nossa discussdo com um método que nos ajudara a determinar

facilmente os parametros para a mistura gaussiana. (BISHOP M CHRISTOPHER, 2006),
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Expectativa algoritmo de maximizagdo: E amplamente utilizado para problemas de
otimizagdo onde a func¢do objetivo possui complexidades como a que acabamos de encontrar

para o caso GMM. (BISHOP M CHRISTOPHER, 2006).

Sejam os parametros do nosso modelo:

0 = {m un 2} (33)

Passo 1: Inicialize 8 de acordo. Por exemplo, podemos usar os resultados obtidos por

uma execucao anterior de K-Means como um bom ponto de partida para nosso algoritmo.

Passo 2: Avaliar

0(6°,6) = E[lnp(X,216")] = Y p(ZIX,0) Inp(X,Z|0") (4)

Bem, na verdade ja encontramos p(Z|X, 0). Vamos trazer nossa equagao anterior aqui:

TN (Xn | Uies Qi)
SN (X1, X

p(Zk = 1|xn) = ) = V(an) (29)

Para modelos de mistura gaussiana, o passo de expectativa se resume a calcular o valor
de y em (29) usando os valores dos parametros antigos. Agora se substituirmos (29) em (34),

teremos:

0(6%,6) = ) y(zn) Inp(X,216") a7
Z

Ainda falta p(X,Z| 8*). E apenas a probabilidade completa do modelo, incluindo X e

Z, e podemos encontra-la usando a seguinte expressao:

N K
p(x,2107 = [ [ [momeav Conli Zi7ns G8)

n=1 k=1
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Que ¢ o resultado do célculo da probabilidade conjunta de todas as observagdes e
varidveis latentes e ¢ uma extensdo de nossas derivacdes iniciais para p(x). O log desta

expressao ¢ dado por:

N K
Inp(,Z107) = > zelInm + In W Ceylies 5] (39)

n=1k=1

E finalmente nos livramos desse logaritmo problematico que afetou a soma em (29).
Com tudo isso no lugar, serd muito mais facil estimar os pardmetros apenas maximizando Q
em relacdo aos parametros, mas lidaremos com isso na etapa de maximizagdo. Além disso,
devemos levar em consideracdo que a varidvel latente z s6 sera 1 uma vez toda vez que a soma
for avaliada (BISHOP M CHRISTOPHER, 2006). Com esse conhecimento, podemos

facilmente nos livrar dele conforme necessario para nossas derivacdes.

Finalmente, podemos substituir (39) em (37) para obter:

N K
0(6°,6) = ) >y lInmy + In N ol )] (0)
n=1k=1

Na etapa de maximizagdo, encontraremos os parametros revisados da mistura. Para
isso, precisaremos fazer de Q um problema de maximizagdo restrita e, assim, adicionaremos

um multiplicador de Lagrange. Vamos agora revisar a etapa de maximizagao.

0* = argmaxg Q(0%,6) 41)
Onde:
N K
Q(6*,6 z z Yz [Inm, + In NV Qe e, Xi)] (42)
n=1k=1

Que ¢ o que acabamos com na etapa anterior. No entanto, Q também deve levar em
conta a restri¢gdo de que todos os valores de m devem somar um. Para fazer isso, precisaremos

adicionar um multiplicador de Lagrange adequado. Portanto, devemos reescrever desta forma:
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0(6°,6) = ) > ¥z Ny + In N Gy 5001 - (Z my 1) @)
k=1

n=1k=1

E agora podemos determinar facilmente os parametros usando a maxima

verossimilhangca. Vamos agora tomar a derivada de Q em relacdo a « e igualar a zero:

2(6%,0) _ ¥ (zuwe)

07‘[k T
n=1

—21=0 (44)

Entdo, reorganizando os termos e aplicando uma soma sobre k£ em ambos os lados da

equagao, obtemos:

iy(zn,a = md = Z Z (i) = iy(zna = )
n=1 k=1

Sabemos que a soma de todos os coeficientes de mistura « € igual a um. Além disso,
sabemos que somar as probabilidades y sobre k também nos dara 1. Assim, obtemos A = N.

Usando este resultado, podemos resolver para m:
N
T = 2n=11)\/](znk) (46)

Da mesma forma, se diferenciarmos Q em relagcdo a pn e X, igualarmos a derivada a
zero e, em seguida, resolvermos os parametros usando a equacdo de probabilidade logaritmica

(28.1) que definimos (BISHOP M CHRISTOPHER, 2006), obtemos:

u* Zn 1Y (Znk)Xn Z — Zn 1Y Zni) O — i) (Xn— :uk)T
k™ anﬂ/(znk) k Zn=1y(znk)

(47)

Em seguida, usaremos esses valores revisados para determinar y na proxima iteracao
EM e assim por diante, até vermos alguma convergéncia no valor de verossimilhanga. Podemos
usar a equacao (29) para monitorar a probabilidade logaritmica em cada etapa e sempre temos

a garantia de atingir um maximo local (BISHOP M CHRISTOPHER, 2006).



Na figura 48 mostra a aplicacao do algoritmo Mixture of Gaussians.

Figura 48: Aplicacio do algoritmo Mixture of Gaussians.
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Fonte: MAKLIN (2019)

COMPARACAO DOS ALGORITMOS DE CLUSTERIZACAO
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O quadro 3 mostra as vantagens e desvantagens de algoritmo de clusterizagao, a tabela

esta construida baseada em féormulas matematicas de probabilidade, pois os algoritmos tem

como principio, o0 modelo de distribuicao, conectividade, centroides, densidade e similaridade.

Além disso, a tabela apresenta se o algoritmo tem a necessidade de definir o numero de cluster

k, e o grau de complexidade do algoritmo.
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Quadro 3 - Comparacio dos algoritmos de clusterizacio.

Algoritmo

Vantagem

Contra

Affinity Propagation

Definir o nimero de clusters: Nao
Principios de similaridade
Usada em formato matricial

Equacdo base:

a(k, k) « max{0,r(i’,k)}

i'tal que ir+k

E inferior ao algoritmo K-
Means e DBSCAN

Hierarchical clustering

Definir o numero de clusters: Nao
Principios de similaridade

Funciona bem em qualquer situagdo de
distribui¢do dos pontos.

Equag@o base:

L(r,s) = min(D (x,;, x;))

L(r,s) = max(D (x,;, X))

ny ng

1
n,ng z z D(xri' xsi)

i=1 j=1

L(r,s) =

Porém sua complexidade nao ¢
linear, sendo O (n?).

BIRCH Definir o niimero de clusters: Néo S6 processa atributos métricos,
Agrupamento hierarquico se'ndo assim s6 ¢ possivel
Principios de similaridade aplicar se o valores poderem
Grande conjuntos de dados set repr e'sentados 1o espago
: euclidiano, desta forma
nenhum atributo categorico
Equagdo base: deve estar presente.
n
1
xo = E X i
i=1

DBSCAN Definir o numero de clusters: Nao Nao funciona tdo bem quando

Conexao por Densidade

Aplicavel em diferentes tipos de distribui¢do de
dados.

Equacao base:

Ne(p) = {qgem D| dist(p,q) < €}.

a densidade dos dados é
variavel.

Porem € um algoritmo de
muito sucesso.
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K-Means

Definir o namero de clusters: Sim
Facil implementagao

Equacdo base:
k

F(P) = Z Z D(x;, yi)

i=1 XjEC;

i*= grgmin”xj - yl-||2

i=1,2,..,

Modelos de centroides e semelhangas.

E preciso estimar o numero de
cluster para aplicar o
algoritmo, além de ser lento
para grandes conjuntos de
dados, e poder convergir para
minimos locais.

Mini-Batch K-Means

Definir o namero de clusters: Sim

Modelos de centroides e semelhangas.

Facil implementacao

Grande numero de clusters e de dados.

Equag@o base:
k

F(P) =z z D(x;,y:)

i=1 x;€C;

i = argmin”x]- — yl-||§

1=1,z,..,

Nao ¢é tdo eficiente para
pequenos grupos de dados.

Mean Shift

Definir o namero de clusters: Nao
Conexao por Densidade
Modelos Centroéides

Equagio base:

1
Vi = n_izijCixja

A selec¢do do tamanho da
janela/raio “r” pode ndo ser
trivial, isto é, se os
pardmetros nao definidos com
um valor proxima do ideal, os
clusters no saem como
esperado.

OPTICS

Definir o namero de clusters: Nao
Conexao por Densidade
Gréfico de acessibilidade

Equacao base:
dist(p,q) < €.

A complexidade de tempo do
algoritmo é 0 (n?).

Para bases com milhares de
dados, a dimensionalidade,
faz com que os pontos se
tornem esparsos e se perca
regides densas que
caracterizam grupos.

Spectral Clustering

Definir o numero de clusters: Nao
Aplicavel para conjuntos pequenos.
Usada em formato matricial
Particionamento de grafos.

Equagdo base:

_ di,i :]
Dy _{o,iqej

Nao recomendavel para
conjuntos de dados grandes.
Pois como nao sdo escalares,

A construgdo de matrizes e

calculo de autovalores e

autovetores, podem ser

demoradas.
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L=D-A
Definir o numero de clusters: Nao Convergéncia lenta.
Mistura Gaussiana Converge para o 6timo
Mixture of gaussians Probabilidade de mistura « local s6.

Dimensio R?
Equacdo base:

1 1
NxlwY) =——F—exp (—E(x —w)TY M x —p) )
@mz|g|2
K
Z 7tk = 1
k=1

Fonte: Autoria propria (2022)

4 APLICACAO DOS ALGORITMOS E SIMULACAO

Conforme foi mostrado na tabelas 3 e 3.1 cada algoritmo tem suas caracteristicas
especificas, e desta forma cada um tem sua aplicagdo para determinando tipo de distribuicdao
dos dados, ou seja, ndo existe algoritmo ruim, cada um deles tem suas vantagens e
desvantagens, sendo melhores aplicado em determinados tipos de distribuicao. Para a aplicacao
em um sistema de radar automotivo, os algoritmos com as caracteristicas semelhantes ao tipo
de distribuicdo dos dados (points clouds) gerados pelo radar sdo: K-Means, Mean Shift e
DBSCAN.

Para todas as simulagdes, sera utilizado o MATLAB R2021a, pois 0 mesmo tem a opgao
de gerar codigo e também a opcao de transferir para o diagrama de blocos do Simulink, o que
facilita muito na hora de aplicar em uma situa¢do real na industria automotiva, porém a
aplicagdo da clusterizagdo em um conjunto de dados ndo relacionados com a industria
automotiva, pode ser feita em outros programas e linguagens de programacao, para realizagdo

da simulagdo serdo utilizados codigos disponibilizados no GitHub.



4.1.1 Simulagao K-Means

O algoritmo K-Means ¢ um dos mais utilizados, pois ¢ simples de entender e facil de
aplicar, para a simulagdo em questdo foi colocado aleatoriamente um grupo de pessoas com

diferentes idades e a sua renda, desta forma em cima desse grupo foi aplicado o algoritmo de

agrupamento K-means.

O quadro 4 mostra os dados utilizados na aplica¢do do algoritmo K-means, como o

nome, idade e a renda possuida.

Quadro 4: Dados para aplicacio do K-means

Nome Idade Renda
Daniel 27 60000
Michael 30 60000
Joao 29 61000
Carlos 28 60000
Gabriel 42 150000
Gustavo 39 155000
Davi 41 160000
Andrea 38 162000
Jose 36 156000
Angelina 35 145000
Donald 37 150000
Tom 26 50000
Arnold 27 48000
Isaque 28 51000
Lucas 29 49500
Rogerio 31 57000
Antonio 40 65000
Bruno 41 70000
Matheus 43 64000
Leonardo 39 75000
Rodrigo 41 80000
Claudio 40 70000

Fonte: Autoria propria (2022)
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A primeira simulacdo ¢ realizada, colocando o ntimero de entrada de clusters igual a

1.A figura 49 mostra a distribuicdo dos dados.

Figura 49: Distribuicdo dos dados
x10° conjunto de dados de renda e idade
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Fonte: Autoria prépria (2022)

A figura 50 mostra o centroide para K=1.

Figura 50: Centroide para K=1.

. x10% conjunto de dados de renda e idade

16
©

14}

12}

Renda

08

06

0.4 1 L L
25 30 35 40 45

Idade

Fonte: Autoria propria (2022)
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Na figura 51 mostra o resultado da aplicacdo do K-Means para K=1.

Figura 51: Resultado aplicacio K-means, K=1
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Fonte: Autoria propria.

A segunda simulagdo ¢ realizada, colocando o nimero de entrada de clusters igual a

2.A figura 52 apresenta a localizagdo dos centroides para K=2.

Figura 52: Centroides para K=2

x10° conjunto de dados de renda e idade

Renda

08F

06 F . . * .

0-4 L |
25 30 35 40 45

|dade
Fonte: Autoria propria (2022)



Na figura 53 mostra o resultado da aplicacao do K-Means para K=2.

Renda

A terceira simulagdo ¢ realizada, colocando o niimero de entrada de clusters igual a

Figura 53: Resultado da aplica¢do K-means, K=2
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Fonte: Autoria prépria.

2.A figura 54 mostra a localizagdo dos centroides para K=3.

Figura 54: Centroides para K=3
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Fonte: Autoria propria (2022)
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Na figura 55 mostra o resultado da aplicacdo do K-Means para K=3.

Figura 55: Resultado da aplicacio K-means, K=3.
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4.1.2 Simulacdo Mean Shift

Como vimos na fundamentagdo tedrica o algoritmo Mean Shift ¢ outro algoritmo
bastante interessante, a figura 56 mostra o conjunto de dados em que recebera a clusterizagao
do algoritmo Mean Shift.

Figura 56: Conjunto de dados Mean Shift.
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Na figura 57 vemos o resultado na aplicagdo do algoritmo Mean Shift no conjunto de

dados mostrados acima.
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Figura 57: Aplicacio Mean Shift.

[ERRETR N

40

Fonte: Autoria propria (2022)

100

120

140



4.1.3 Simulagdo DBSCAN

87

Para realizar a simulagdo DBSCAN, o arquivo utilizado como o conjunto de dados,

esta disponivel no GitHub, e para realizar a simulacdo ¢ preciso instalar a toolbox DBSCAN,

Fungdo estatistica e Machine Learning Toolbox DBSCAN.

A figura 58 mostra o conjunto de dados, em que o algoritmo DBSCAN sera aplicado.

Figura 58: Conjunto de dados DBSCAN.
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Fonte: Autoria propria (2022)

A figura 59 mostra a aplicagdo do método DBSCAN em um conjunto de dados.

Figura 59: Aplicacio DBSCAN.
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O algoritmo DBSCAN ¢ baseado em densidade, e ¢ muito interessante para aplicacio
em sistema automotivos, outra vantagem ¢ que ndo precisamos estimar o nimero de clusters
para a aplica¢dao do algoritmo, vejamos como seria a aplicagio DBSCAN, em um sistema de
radar, exemplo que encontramos no MATLAB R2021a, onde ¢ fornecido um arquivo com
nuvens de pontos de um sensor e ¢ feita a clusteriza¢do, ¢ um modelo bastante proximo para a
aplicagdo em veiculos autonomos, porém para aplicar em um sistema de radar real seria preciso
fazer mais algumas etapas descritas na Figura 21, para que o reconhecimento de objetos fosse
feito com sucesso.

E visivel na figura 60 que a clusterizagio ndo sai como o esperado dependendo do

valor de épsilon, veja a seguir o valor para épsilon = 3.

Figura 60: Exemplo DBSCAN, épsilon=3.
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Com épsilon = 2 o resultado ¢ superior ao da figura 60, como mostrado na figura 61.

Figura 61: Exemplo DBSCAN, épsilon=2.
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O resultado mais préximo do real, com épsilon=1.5 ¢ mostrado na figura 62.

Figura 62: Exemplo DBSCAN, épsilon=1.5.
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5 APLICACAO DE ALGORITMO DE CLUSTERIZACAO PARA
RECONHECIMENTO DE OBJETOS

Nesta parte do trabalho, faremos algumas simulagdes na ferramenta Driving Scendario
Design do MATLAB, mostrando como o radar detecta os objetos a sua frente, como pedestre,
ciclista, um veiculo parado e em movimento, veremos também como o radar detecta varios
objetos ao mesmo tempo, isto ¢ pedestre, ciclista, veiculo juntos, para isso utilizaremos o
MATLAB R2021a. Sera feita a comparacao entre os 3 algoritmos, K-Means, Mean Shift e
DBSCAN.

Para vamos adotar as seguintes nomenclaturas:

- Caminhao — T = Truck

- Carro — V = Vehicle

- Motocicleta — M = Motorcycle

- Pedestre — P > Pedestrian

- Ciclista — C = Ciclist

Nao sera considerado as condi¢des de tempo, manha, tarde, noite, chuva fraca, chuva
forte e neblina, essas condicdes serdo consideradas em trabalhos futuros com aplicacao de
MIMO radar.

No quadro 5 ¢ mostrado os cenarios de testes que serao realizados, os cenarios de testes
serdo feitos com caminhao, carro, motociclista, pedestre e ciclista, partindo com a analise de
trés algoritmos de clusterizagcdo, K-Means, Mean Shift, DBSCAN.

Quadro 5. Cenarios de testes

Caminhao Carro Motocicleta Pedestre Ciclista
K-Means SCE-1.1 SCE-1.2 SCE-1.3 SCE-1.4 SCE-1.5
Mean Shift SCE-2.1 SCE-2.2 SCE-2.3 SCE-2.4 SCE-2.5
DBSCAN SCE-3.1 SCE-3.2 SCE-3.3 SCE-3.4 SCE-3.5

Onde SCE - Cenario.

As métricas para avaliar o desempenho e compara¢do entre os algoritmos foram
listadas tomando como referéncia os 6rgaos de regulamentagdo de seguranga automotiva, como
a Euro NCAP e a Latin NCAP, as métricas sdo as seguintes:

a) Distancia em que identificam e reconhecem objetos. (Quanto antes reconhecer, melhor o
algoritmo).
b) Qual distancia real dos objetos. (Quando mais longe estiverem os objetos melhor)

c¢) Velocidade dos objetos. (Caso o objeto esteja em baixa velocidade, o nosso veiculo autonomo



saberd e tera melhor tempo pra reagdo caso possa haver uma colisdo).
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O teste serd o mesmo para todos, o radar usado na simulagdo terd o range de 50 m, sera

usado o teste do AEB de 50 metros, disponivel no Driving Scenario Design no caminho:

Open >PrebuiltScenario>

C:\ProgramFiles\MATLAB\R2021a\toolbox\shared\drivingscenario\PrebuiltScenarios.

Quadro 5.1 Avaliacido de Desempenho para K-Means

Velocidade | Métricas SCE-1.1 SCE-1.2 SCE-1.3 SCE-1.4 SCE-1.5
Veiculo De

Autonomo | Avaliacio
= a) 45 m 45 m 40 m 45 m 45 m
g b) 45 m 45 m 40 m 45 m 45 m
S c) Parado Parado Parado Parado Parado
= a) 40 m 40 m 40 m 45 m 42 m
g b) 40 m 40 m 40 m 45m 42 m
¥ c) 40 km/h 40 km/h 40 km/h 2 km/h 20 km/h
= a) 40 m 40 m 40 m 45 m 40 m
g b) 40 m 40 m 40 m 45 m 40 m
2 c) 60 km/h 60 km/h 60 km/h 4 km/h 30 km/h

Fonte: Autoria propria (2022)
Quadro 5.2 Avaliacdo de Desempenho para Means Shift

Velocidade | Métricas SCE-2.1 SCE-2.2 SCE-2.3 SCE-2.4 SCE-2.5
Veiculo De

Auténomo | Avaliacdo
= a) 40 m 40 m 40 m 40 m 40 m
£ b) 40 m 40 m 40 m 40 m 40 m
S c) Parado Parado Parado Parado Parado
= a) 40 m 40 m 40 m 40 m 40 m
£ b) 40 m 40 m 40 m 40 m 40 m
¥ c) 40 km/h 40 km/h 40 km/h 2 km/h 40 km/h
< a) 40 m 40 m 40 m 40 m 40 m
£ b) 40 m 40 m 40 m 40 m 40 m
= c) 60 km/h 60 km/h 60 km/h 4 km/h 30 km/h

Fonte: Autoria propria (2022)



Quadro 5.3 Avaliacido de Desempenho para DBSCAN
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Velocidade | Métricas SCE-3.1 SCE-3.2 SCE-3.3 SCE-3.4 SCE-3.5
Veiculo De

Auténomo | Avaliacdo
= a) 47 m 47 m 45 m 45 m 45 m
E b) 47 m 47 m 45 m 45 m 45 m
S c) Parado Parado Parado Parado Parado
= a) 47 m 47 m 45 m 45 m 45 m
E b) 47 m 47 m 45 m 45 m 45 m
¥ c) 40 km/h 40 km/h 40 km/h 2 km/h 20 km/h
= a) 47 m 47 m 45 m 45 m 45 m
g b) 47 m 4m 45 m 45 m 45 m
e c) 60 km/h 60 km/h 60 km/h 4 km/h 30 km/h

Fonte: Autoria prépria (2022)
Quadro 5.4 Melhor Cenario de cada algoritmo

Velocidade | Métricas | SCE-1.1 SCE-1.2 SCE-1.3 SCE-1.4 SCE-1.5
Veiculo De SCE-2.1 SCE-2.2 SCE-2.3 SCE-2.4 SCE-2.5

Auténomo/ | Avaliagdo | SCE-3.1 SCE-3.2 SCE-3.3 SCE-3.4 SCE-3.5

Algortimo

< <ZC a) 47 m 47 m 45 m 45 m 45 m
E 9 b) 47 m 47 m 45 m 45 m 45 m
S 8 c) Parado Parado Parado Parado Parado
= g a) 45 m 45 m 40 m 45 m 42 m
g § b) 45 m 45 m 40 m 45 m 42 m
N N c) Parado Parado Parado Parado Parado
=% a) 40 m 40 m 40 m 40 m 40 m
g < b) 40 m 40 m 40 m 40 m 40 m
o § c) Parado Parado Parado Parado Parado

Fonte: Autoria propria (2022)
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A figura 63 mostra o grafico da analise comparativa do melhor desempenho de cada
algoritmo, o cendrio do melhor desempenho dos 3 algoritmos foi com o objeto parado, e os

veiculos com os radares a 20 km/h.

Figura 63: Grafico Comparativo dos algoritmos de Clusterizacio
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Fonte: Autoria propria (2022)

Observando o grafico e os resultados apresentados nos quadros, o algoritmo com
melhor desempenho no reconhecimento de objetos segundo as métricas de avaliagdo, € o
DBSCAN, como ja vimos na fundamentagao teorica por ser um algoritmo de densidade, ¢ um
algoritmo de bastante sucesso para diversas aplicagdes, inclusive aplicacdes em sistemas de

radares automotivos para o reconhecimento de objetos.
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A Figura 64 mostra o desempenho dos algoritmos baseado nas notas (0 a 10),
atribuidas a cada métrica.

Figura 64: Grafico do desempenho dos algoritmos.
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Fonte: Autoria propria (2022)

A figura 65 mostra a aba que ¢ utilizada para adicionar sensores no Driving Scendrio.

Figura 65: Aba de sensores Driving Scenario
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Camera Radar Lidar
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Fonte: Autoria propria (2022)

A figura 66 mostra a aba Actors e Sensors utilizadas para alterar os parametros dos
sensores que ¢ utilizada para adicionar sensores e ver quais sensores estdo presentes na

simulacdo na ferramenta Driving Scenario.

Figura 66: Aba de Actors e Sensors Driving Scenédrio
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| Roads | Actors 1 | Roads | Actors _I Sensors

Name: : | | Set As Ego Vehicle 4 Radar? - Enabled
LEEE | | 1: Camera
3D Display Type: | | 2: Radar
¥ Actor Properties 3: Radar1
Length (m): Vvidth (m): Height (m):
L I | ¥ Sensor Placement
Roll (*): Pitch (") Yaw (°) 1 1 .
X (m): _D.QE- | Y (m): _El | Height (mj}: _U.2
¥ Radar Cross Section e Roll (*): |0 | Pitch (*). |0 Yaw () 19.983
Azimuth Angles (deg): [ | ¥ Detection Parameters

Elevation Angles (deg): | | Detection Probabilty: 0.9

Pattern (dBsm})

False Alarm Rate: _-1 e-06 |
Field of View Azimuth: |20 | Elevation: =
Max Range (m): :150 |
vi o £ Wy AP Range Rate Min: |-100 | Max: |100
Actor spawn and despawn Has Elevation

_Entry Time(s): _ _E““ Time(s): Has Occlusion

¥ Advanced Paramsters
Constant Speed (mis): |

Reference Range: [100
VWaypoints, Speeds, Wait Times, and Yaw 9 -
- Reference RCS: [
x(m) | y(m) | z@m) | v(m/s) | wait (s) | L
Limit # of Detections: |
Detection Coordinates: Ego Cartesian
. = ¥ Accuracy & Noise Settings

Fonte: Autoria propria (2022)

A figura 67 mostra a aba utilizadas para verificar os sinais presentes durante a simulagao, nela
¢ possivel extrair todos os dados durante a simulagdo, como por exemplo, verificar o tempo de

frenagem do AEB.

Figura 67: Aba de sinais da simulacio Driving Scenario
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Fonte: Autoria propria (2022)
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Abaixo serd mostrado, como funciona a visdo do radar para o reconhecimento de
objetos, como pedestre, caminhdo, carro, ciclista, em uma nuvem de pontos (Point Clouds) na
simulagdo do Driving Scenario Design, dentro do MATLAB

Na figura 68 mostra como o radar detecta um pedestre a 3 metros distancia, podemos

ver que quando o veiculo se aproxima do pedestre o radar detecta 5 pontos.

Figura 68: Radar detectando pedestre Driving Scenario Design
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Fonte: Autoria propria (2022)

Na figura 69 mostra como o radar detecta um ciclista a 2 metros de distancia, podemos
ver que quando o veiculo se aproxima do ciclista o radar detecta 4 pontos.

Figura 69: Radar detectando ciclista Driving Scenario Design.
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Fonte: Autoria propria (2022)
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Na figura 70 mostra como o radar detecta um veiculo parado a 6 metros de distancia,
quando o veiculo se aproxima do veiculo parado o radar detecta 5 pontos.

Figura 70: Radar detectando veiculo parado Driving Scenario Design.
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Fonte: Autoria prépria (2022)

Na figura 71 mostra como radar detecta um veiculo em movimento, quando o veiculo

se aproxima do veiculo em movimento o radar detecta 3 pontos.

Figura 71: Radar detectando veiculo em movimento Driving Scenario Design.
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A figura 72 ilustra como o radar detecta um veiculo parado, um ciclista e um pedestre,

quando o veiculo se aproxima dos objetos o radar detecta os pontos.

Figura 72: Radar detectando varios objetos Driving Scenario Design.
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Fonte: Autoria propria (2022)

Na figura 73 ¢ mostrado como o algoritmo DBSCAN, reconhece os pontos quando se

trata de varios objetos, como o nimero de pontos ¢ maior, ¢ melhor para aplicagdo do algoritmo.

Figura 73: DBSCAN reconhecendo varios objetos.
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Na figura 74 ¢ apresentado como fica o reconhecimento dos objetos, feita pelo

algoritmo DBSCAN.

Figura 74: DBSCAN reconhecendo e classificando os objetos.
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Fonte: Autoria prépria (2022)

Quando mais distante esta o objeto menos pontos o radar consegue capturar, € mais o

objeto se aproxima, melhor o radar captura os pontos, o caminhdo por exemplo quando esta

distante o radar capta 5 pontos pois 0 objeto € maior, e quando se aproxima o radar captura 7

ou & pontos.

Agora veremos como funciona a detec¢ao de objetos pelo Driving Scenario Design do

MATLAB. Primeiro ¢ necessario carregar o Cenario desejado e apos isso, colocar o radar no

veiculo como mostra a figura 75.

Figura 75: Carregando o Cenario Driving Scenario MATLAB
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Fonte: Autoria propria (2022)




100

A figura 76 mostra onde podemos colocar o radar no veiculo, o recomendado é sempre

na parte frontal do veiculo, para ter maior alcance dos objetos a sua frente.

| Scenario Canvas | Sensor Canvas

Figura 76: Colocando o radar no veiculo.
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Fonte: Autoria propria (2022)

Apbs iss0, inicie a simulagdo em “RUN”, rode o cenario de teste e depois exporte o

arquivo no botao “Export” em seguida Export Sensor Data, figura 77.

Figura 77: Exportando o arquivo para o MATLAB.
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Apds isso, de

Fonte: Autoria prépria (2022)

um nome ao arquivo que sera exportado, depois disso no Command
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Window no MATLAB digite o nome dado ao arquivo, como mostrado na figura 78.

Figura 78: Nomeando o arquivo exportado.

4 Export = X

Save sensor data to vanable named: Sensurﬂadaf[

OK Cancel

Fonte: Autoria propria (2022)

Logo apos, basta digitar, o0 “Nome do arquivo. O dado que estamos buscando” neste
caso o PointClouds.

Figura 79: Extraindo dados do arquivo para o MATLAB.

>> SensorRadar
SensorRadar =
struct with fields:

Time: 0
ActorPoses: [2x]1 struct]
ObjectDetections: {5x1 cell} . ~
LaneDetections: [] Dados da simulacio.
PointClouds: {1x0 cell}
INSMeasurements: {1x0 cell)

S >> sensorRadar. pointclouds| _ Nome do arquivo/Dado desejado

Fonte: Autoria propria (2022)
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Logo apds basta pegar os PointClouds e aplicar o algoritmo desejado. Bom esses
passos foram para aplicacdo em um cendrio de simulagdo no MATLAB muito proximo do real,
porém para aplicar o algoritmo em uma varredura de nuvem de pontos de um radar real que
armazenada como uma cole¢do de pontos 2D ou 3D dependendo da geragdo do radar, aqui vale
ressaltar que quanto mais moderno melhor a resolugdo e a qualidade dos pontos captados pelo
radar como explicado no topico sobre radares, que contém as coordenadas dos objetos ao redor
de um veiculo, basta ter um arquivo “. mat” e aplicar no algoritmo, veja o exemplo.

Carregue as coordenadas x, y, ou x, y, z dos objetos, depois defina a area de interesse,
se desejar visualize o grafico em 2D, aplique o algoritmo desejado, ¢ se desejar circule os

objetos de interesse.

Figura 80: Esboco da aplicando em Varredura de Radar real MATLAB.

1 % Carregar o Arguivo

2 load{ ' radar_subset.mat’)

3 loc = radar_subset;

5 - % defina a regldo de interesse

& % para abranger 28 metros a esquerda e a direita do veiculo,
7 % 20 metros & frente e atrds do veiculo

8 % e a drea acima da superficie da estrada.

9 xBound = 28; % em metros

18 yvBound = 28; % em metros

11 ZlowerBound = @; ¥ em metros

12

13 indices = loc(:,1) <= xBound & loc(:,1) >= -xBound ...
14 & loc(:,2) <= yBound & loc(:,2) »>= -yBound ...

15 & loc(:,3) » zlLowerBound;

16 loc = loc(indices,:);

17

18 Z0bservar em grafico 2D

19 scatter(loc(:,1),loc(:,2),".");

plo] annotation('ellipse’,[0.48 8.48 .1 .1], 'Color’, 'red")
21

22 D = pdist2{lec,loc);

23

24 ®Aplicar o Algoritmo nesse caso DBSCAN

25 [idx, corepts] = dbscan(D,2,5@, 'Distance’, 'precomputed”);
26

27 [l % Fazer o reconhecimento dos Objetos

28 % Circulando os objetos de interesse

29 numGroups = length{unigue{idx}};

39 gscatter({loc(:,1),loc{:,2),1idx, hsv{numGroups});

31 annotaticen('ellipse’,[8.54 8.41 .87 .87], 'Color’, 'red")
32 grid

Fonte: Autoria propria (2022)
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E desta forma que os algoritmos de clusterizagdo podem ser aplicados em sistema de
radar automotivo para o reconhecimento de objetos, depois dessa etapa do reconhecimento
manual circulando os objetos, basta reconhecer os padroes que os pontos gerados pelo radar
formam para cada objeto e fazer um treinamento de /4 Machine Learning, rede neural como
por exemplo a YOLO v3, treinar a rede para o reconhecimento desses padrdes de pontos e
associar aos objetos para que o proprio radar reconhega os objetos partindo da clusterizacgdo e
dos pontos gerados pelo radar, e assim teremos mais uma ferramenta que trard seguranga e

confiabilidade na utilizagdo do reconhecimento de objetos para veiculos autonomos.
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6 CONCLUSAO
6.1 ANALISE DOS RESULTADOS FINAIS
Conforme mostrado nesse trabalho. Conclui-se que ndo existe algoritmo de
clusterizagdo bom ou ruim, cada algoritmo deve ser aplicado em situagdes especificas de
distribuicdo de dados, claro que um algoritmo pode mostrar melhor desempenho em mais de
um tipo distribui¢ao de agrupamento, como por exemplo o método DBSCAN que ¢ um método
de muito sucesso, € com certeza pode ser utilizado na aplicagdo de um sistema de radar
automotivo, vimos também que o equipamento utilizado para captar a nuvem de pontos
influéncia bastante no resultado, como vimos, os diferentes tipos de radar e suas aplicagdes, as
geragdes de radares, a evolucao dos radares que antes mediam a velocidade e posicdo de um
veiculo e hoje € capaz de identificar objetos, quando aplicamos em sua nuvem de pontos,
algoritmos de clusterizacao, essa evolucao dos radares ajuda e muito a tecnologia de veiculos
autdbnomos, pois com essa tecnologia, o carro autonomo € capaz de detectar objetos em tempo
real e em qualquer tipo de situacdo climatica, visto que outros sensores como cameras por
exemplo ndo funcionam tdo bem, em dias chuvosos ou com neblinas, infelizmente ndo foi
possivel realizar a simulagdo com arquivo de nuvem de pontos gerados por autoria propria,
mesmo estando em parceria com o grupo GSA do programa Rota 2030 da UTFPR-PG, pois
ainda ndo temos o sensor devidamente instalado para realizar esses testes. Do mais, esse
trabalho pode trazer uma grande contribuicao na parte de simulagcdo sobre essa nova tecnologia

que vem sendo desenvolvida.
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6.2  LIMITACOES

As limitagdes encontradas na realizacdo desse trabalho, foram as dificuldades para
achar bons materiais sobre os algoritmos de clusterizagao e, principalmente sobre as tecnologias
de radares, pois ¢ algo que esta em constante desenvolvimento e ¢ propriedade intelectual das
empresas fabricantes, da mesma forma a juncdo do trabalho em si, pois os algoritmos de
clusterizagdo para reconhecimento de objetos em sistema de radar automotivo ¢ um tema
recente que ainda estd sendo desenvolvido e estudado. Outro fator que trouxe limitacdes, foi a
questao da simulacao, pois o programa utilizado para realizar as simula¢des exige um alto custo

computacional.

6.3 TRABALHOS FUTUROS

e Estudo e Aplicacao de Radar 4G

e Utilizagdo de modelos de radar sintético para maior exatidao e precisao;

e Mc¢todos de testes sob diferentes condi¢des climaticas considerando falsos positivos e
falsos negativos;

e Utilizagao de multiplos radar num veiculo para ampliar o campo de visao;

e Melhoria e otimizagao de algoritmos de clusterizacao;

e Aplicacao de algoritmos de clusterizacdo em MIMO radar;

e Aplicacao de inteligéncia artificial para melhoras a exatidao e precisao de MIMO

radar;

e (Geracao de dataset de MIMO radar para desenvolvimento e testes de novos algoritmos

e estratégias de clusterizagao.
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