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RESUMO

Este trabalho tem como objetivo realizar a comparagao de trés modelos de previsao
de séries temporais do software WEKA: a Regressédo Linear (LR), a Maquina de
Vetores de Suporte (SMOreg) e a Rede Neural Artificial (MLP). A base de dados,
expandida por interpolagcdo em python, foi obtida através do Instituto Nacional de
Meteorologia (INMET). Esta base apresenta uma série historica de velocidade do
vento, na estacdo meteoroldgica de Palmeira dos indios, no periodo entre 2008 e
2020. Modelos de previsdo, baseados em redes neurais MLP, Maquina de Vetores
de Suporte e Regresséao Linear, foram implementados no WEKA, um software livre e
de ampla utilizacdo em pesquisas académica. Resultados obtidos, dos trés modelos,
foram comparados por meio das métricas RMSE (Root Mean Squared Error), MAPE
(Mean Absolute Percent Error) e MAE (Mean Absolute Error). Verificou-se, para um
horizonte de curto prazo (14 instancias), que a Rede Neural Multilayer Perceptron
apresentou o melhor desempenho.

Palavras-chave: banco de dados; métodos de simulacgdo; circulagcdo atmosférica;
velocidade.



ABSTRACT

This work aims to compare three time series forecasting models from the WEKA
software: the Linear Regression (LR), the Support Vector Machine (SMOreg) and the
Artificial Neural Network (MLP). The database, expanded by interpolation with
python, was obtained from the Instituto Nacional de Meteorologia (INMET). This
database presents a historical series of wind speed, at the meteorological station of
Palmeira dos Iindios, in the period between 2008 and 2020. Forecast models, based
on neural networks MLP, Support Vector Machine and Linear Regression, were
implemented in WEKA, a free software widely used in academic research. Results
obtained from the three models were compared using the metrics RMSE (Root Mean
Squared Error), MAPE (Mean Absolute Percent Error) and MAE (Mean Absolute
Error). It was verified, for a short term horizon (14 instances), that the Neural Network
Multilayer Perceptron performed better.

Keywords: data base; simulation methods; atmospheric circulation; speed.
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1 INTRODUGAO

O aumento da demanda de energia, através dos anos, e a necessidade de
buscar fontes alternativas e, sobretudo, limpas, tem fomentado cada vez mais a
exploracédo da geracao de energia edlica. Os dados da ANEEL (Agéncia Nacional de
Energia Elétrica), segundo o Ministério de Minas e Energia, indicam que, no Brasil,
estdo em construgcdo usinas edlicas com o potencial de geragdo que deve atingir
5,5GW, a estimativa é que 2,95 GW devem estar em operagdo ao longo de 2022
(MME, 2022).

O Brasil possui um grande potencial edlico, entretanto, para que uma usina
ellica seja instalada e possa funcionar de maneira efetiva, se faz necessario que
alguns pré-requisitos sejam atendidos, dentre eles esta a velocidade do vento. A
ABEEOdlica (Associacdo Brasileira de Energia Edlica) estima que, os aspectos
territoriais, comportam um potencial edlico de mais de 700 GW. Pensando nisso, a
utilizacdo de ferramentas de previsdo, ou seja, capazes de predizer os valores da
velocidade do vento em uma regido, a partir de dados histéricos, tem a
potencialidade de determinar se uma regiao possui o potencial edlico necessario ou
nao (ABEEOdlica, 2022).

As séries temporais sdao amplamente utilizadas por todas as areas do
conhecimento, elas sao uteis, em especial, na caracterizacdo de processos
evolutivos, propagacdo de doengas, comportamento de indices de precos etc
(SICSU, 2012). Séries temporais podem ser definidas como um conjunto de dados
coletados ao longo de um periodo de tempo, geralmente em intervalos iguais.
Segundo CUNHA (2019), é possivel, por meio de modelagem matematica, extrair
informacdes destes dados, supondo a continuidade do comportamento apresentado
anteriormente.

Varios trabalhos existentes na literatura utilizam modelos, de redes neurais
artificiais, maquinas de vetor de suporte e regressao linear, para realizar previsdes
de séries temporais. Regressao Linear Multivariada € uma técnica que gera uma
equacao que descreve uma relagcao estatistica entre as variaveis preditoras e a
variavel de resposta. Maquinas de vetor de suporte € uma técnica de previséo, de
séries temporais, baseada na teoria do aprendizado estatistico e as Redes Neurais

Artificiais € uma técnica baseada na estrutura biolégica do cérebro humano.
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Neste contexto, este trabalho tem como objetivo comparar trés modelos, de
previsao por séries temporais, do software WEKA: a Regressao Linear (LR), as
Redes Neurais Artificiais (RNA) e as maquinas de vetores de suporte (SVM). De
maneira a verificar qual, dos trés modelos, apresenta melhor adequacado aos dados

e, portanto, apresenta previsdes mais precisa sobre a situagao futura.

1.1 Objetivos

Este trabalho tem como objetivo comparar trés modelos, de previsao por
séries temporais com Regressao Linear (LR), Redes Neurais Artificiais (RNA) e
Maquinas de Vetor de Suporte (SVM), do software WEKA, e testar seu desempenho
nas meétricas de Erro Médio Absoluto Percentual (MAPE), Raiz Quadrada do Erro
Médio Quadratico (RMSE) e Erro Médio Absoluto (MAE) em um banco de dados

climaticos da velocidade do vento.

1.1.1 Objetivos especificos

Os obijetivos especificos, descritos abaixo, sdo propostos para que o objetivo

geral possa ser alcangado.

1.Obter e tratar os dados histéricos de velocidade do vento de uma estacao
meteorologica.

2.Entender o funcionamento e desenvolver a pesquisa no software WEKA,
fazendo a utilizagdo de suas ferramentas de previsdo e algoritmos de
aprendizagem.

3.Implementacdo de uma fungdo, na linguagem python, para interpolacéo
linear dos dados.

4.Desenvolver modelos de previsdo com base em regressao linear, redes
neurais e maquinas de vetor de suporte.

5.Validar os modelos gerados por meio de métricas de erro (RMSE, MAE e
MAPE).
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6. Comparar os modelos desenvolvidos e identificar qual deles tém o melhor

desempenho.
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2 FUNDAMENTAGAO TEORICA

Para um melhor entendimento sobre os dados as ferramentas utilizadas na
edificacao deste trabalho, este capitulo foi dedicado a apresentar os principais itens
e conceitos relacionados aos ventos, tipo de dado trabalhado, mineragao de dados

com métodos de séries temporais e algoritmos de aprendizagem de maquina.

2.1 Meteorologia

A Meteorologia € a ciéncia que estuda os processos fisicos, quimicos e
dinamicos da atmosfera e as interagdes desses processos com os sistemas litosfera,
hidrosfera, criosfera e biosfera, sendo, portanto, inserida no contexto das Ciéncias
Ambientais (YNOUE et al., 2017).

Os estudos meteorologicos sdo importantes para a compreensdo das
mudancgas climaticas e seus impactos sobre o meio ambiente e a sociedade. A
aplicacao da meteorologia é extensa e influenciam diversas atividades humanas,
dentre elas estdo: o tipo de moradia, vestuario, agricultura, recursos hidricos,
estratégias militares, construgao civil, saude, cultura, entretenimento e sensagdes
pessoais (YNOUE et al., 2017). Pensando nisso, a meteorologia ajuda a avaliar as
tendéncias e variagdes climaticas ao longo do tempo, a identificar os fatores que as
influenciam e a projetar cenarios futuros, o que é fundamental para a tomada de
decisodes politicas e para o desenvolvimento sustentavel.

De acordo com Ynoue et al. (2017), dentre a ampla variedade de
informacdes referentes ao estado da atmosfera, ou tempo, que podem ser
fornecidas por uma estagdo meteoroldgica, estdo as variagdes de temperatura do ar,
umidade, nebulosidade, precipitagao, visibilidade e vento. As informacdes fornecidas
por esta estagdo podem ser usadas para prever as condi¢gées do tempo e do clima,
avaliar riscos de desastres naturais, apoiar decisbes de negocios e planejamento
urbano, entre outras aplicagoes.

Apesar dos avangos significativos na tecnologia e no conhecimento
cientifico, ainda existem dificuldades e imprecisdées que podem afetar a qualidade e

precisdo das previsbes meteorologicas. Conforme o artigo publicado na revista
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Super Interessante em 2018, a previsao do tempo pode errar por varios motivos.
Primeiro, o clima é um dos fendmenos mais complexos da natureza e nem todos os
fatores e leis que o governam s&o totalmente conhecidos. Outra causa de erro séo
falhas e lacunas nas observagdes, que resultam em um modelo global menos
preciso. Tudo isso faz com que as previsdes se desviem da realidade a medida que

avangam para o futuro.

2.1.1Ventos

Os ventos sdo o movimento das massas de ar presentes na atmosfera
terrestre e, frequentemente, sdo descritos em fungcdo da sua diregao e intensidade.
Podem variar desde brisas suaves até tempestades climaticas como tornados e
furacdes. De acordo com Matias (2023), professor de geografia, em sua publicagcédo
para o site Brasil Escola, o movimento dessas massas € essencial para a circulagao
atmosférica global, ajudando na distribuicdo do calor ao redor do planeta e
regulando a temperatura nas diversas regioes.

A movimentagcdo das massas de ar é causada por uma combinacdo das
forcas referentes a rotagcdo da terra e diferencas de pressao e temperatura. A
atmosfera é aquecida pelo sol de forma indireta, porque os raios solares a aquecem
quando incidem sobre a superficie terrestre. Essa energia, em forma de calor, é
transferida a atmosfera até suas regidées mais altas, por movimentos verticais do ar
(convecgao) ou para outras regides (advecgao) ocasionando ventos que adquirem
velocidade diferentes em areas adversas (OLIVEIRA; GARCIA, 2022). Segundo
Pinto (2013), o vento € uma grandeza vetorial. A direcdo do vento indica a dire¢ao
de onde ele provém. Geralmente o vento sofre algumas flutuagdes, e o nivel de
perturbagao vindo de tais flutuagcdes € chamado de rajada.

Dentre os diversos setores nos quais a presenca dos ventos € importante,
uma notavel aplicagdo da poténcia presente nos ventos é na produgdo de energia
elétrica. O ar em movimento produz energia. Dizemos que a energia cinética desse
movimento é a energia edlica. Sabe-se que o vento tem natureza estocastica, existe
uma variagao constante tanto na sua direcao quanto em sua velocidade (PINTO,

2013). Sendo a for¢ga motriz das turbinas edlicas, e sendo uma fonte considerada
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renovavel e limpa, cada vez mais a energia dos ventos € utilizada na geracao de

energia elétrica.

2.2 Regressao linear

A regressao linear € um método utilizado em estatistica com o objetivo de
linearizar o comportamento de um conjunto de dados com variaveis correlacionadas,
assim é utilizado como método preditivo. Segundo Favero (2015), o objetivo da
analise de regressao € propiciar ao pesquisador condi¢gdes de avaliar como se

comporta uma variavel Y com base no comportamento de uma ou mais variaveis X.

Y;::ﬂ—f‘leli‘f‘nggf‘E‘""!‘kakf-i-Hf (1)

A equacao 1 apresenta o modelo geral para uma regresséo linear, onde a €
o coeficiente linear, os fatores b s&o os coeficientes angulares para cada variavel X,

u € 0 erro relativo e ¥ a variavel de saida linearizada.

A técnica da regressao linear é amplamente utilizada em diversas areas,
dentre elas, as mais comuns sado na economia, finangas, engenharia e computagéo.
Em um estudo realizado por Rasera (2015), por exemplo, foram utilizados modelos
de regressao linear para avaliar a relagao entre a pressao de CO2 expirado com a
retirada da ventilagdo mecanica invasiva (VMI), como um preditivo de sucesso em
pacientes no periodo pos-operatério de cirurgia cardiaca em UTI. De acordo com a
autora, os resultados do estudo mostraram que a analise dos parametros
ventilatérios é relevante no processo de retirada do paciente da prétese VMI,
aumentando a seguranca da equipe interprofissional quanto a extubar ou ndo um
paciente.

Além disso, a regressao linear também pode ser usada em pesquisas de
mercado, segundo Oliveira (2017), as equagbes da analise de regressao linear sao

utilizadas nas seguintes situagoes:
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e Estimar valores de uma variavel com base em valores conhecidos de
outra.
e Explicar valores de uma variavel em termos de outra.

e Predizer valores futuros de uma variavel.

2.3 Redes neurais

As Redes Neurais Artificiais (RNAs) sdo estruturas criadas com a
finalidade de simular a mente humana, ou seja, com a capacidade de aprender
comportamentos e reconhecer padrées. Elas possuem pesos sinapticos, os
neurdnios, que ditam a relevancia de cada entrada que, em seguida, passa por um
combinador que possui um limiar de ativagdo (HAYKIN, 2001). Quando este &
ativado, a funcdo de ativagcdo da rede reproduz o comportamento aprendido
resultando em uma resposta de saida. Em seguida, ha uma comparacgao entre a
referéncia e a saida, o erro, e caso esta seja maior que o desejado, 0 processo se
repete até que o erro esteja dentro da margem projetada.

A importancia das redes neurais € inestimavel e vem do fato de que elas sao
capazes de lidar com dados complexos e nao-lineares, que apresentam grande
dificuldade, muitas vezes impossibilidade, de serem tratados por outros métodos. As
RNAs sao amplamente utilizadas para solu¢cdes de problemas complexos, onde o
comportamento das variaveis nao € rigorosamente conhecido. Sao utilizadas nas
mais diversas areas do conhecimento, principalmente em aplicagbes que envolvam
reconhecimento de padrdes, assim como, analise de séries temporais, diagndsticos
médicos, previsdes no mercado financeiro, etc. (SPORL et al., 2011). Além disso, as
redes neurais possuem a habilidade de se adaptar a novas situagdes. Ainda de
acordo com Sporl et al. (2011), a RNA é capaz de reconhecer padrdes, ou seja,
possui a capacidade de aprender por meio de exemplo e de generalizar a
informacgéo aprendida, gerando um modelo ndo-linear, o que torna a sua aplicagao
na analise espacial bastante eficiente.

A inspiragao para a criagao de redes neurais artificiais surgiu da tentativa de
compreender o cérebro humano. As redes neurais artificiais sdo muito parecidas

com as redes bioldgicas, tendo estrutura, fungado, técnicas de processamento de
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dados e métodos de calculo muito similares. As redes neurais artificiais podem
aprender com os dados e resolver problemas complexos (CAMILO; SILVA, 2019).
Segundo Haykin (2001), o uso de redes neurais oferece as seguintes

propriedades e aspectos utilizaveis, dos quais se destacam:

1.Nao-linearidade: o neurdnio e a propria rede neural podem ser lineares e
nao lineares, podendo se adaptarem as diversas possibilidades de
aplicagao.

2.Mapeamento de Entrada-Saida: o treinamento da rede é repetido e, dessa
forma, a rede aprende dos resultados anteriores.

3.Adaptabilidade: a arquitetura da rede neural tem a capacidade inata de
adaptar seus pesos sinapticos a modificagdes do meio ambiente.

4.Resposta a Evidéncias: pode ser usada para selecionar padroes de forma
a rejeitar padrées ambiguos, tendo um melhor desempenho de
classificagao.

5.Toleréncia a Falhas: as RNAs possuem degradagdo suave em seu

desempenho e, operagdes adversas.

As redes neurais artificiais ganham este nome justamente por serem
compostas por neurdnios que imitam o funcionamento do cérebro humano. De
acordo com Haykin (2001), cada neurbnio € uma unidade fundamental responsavel

por processar as informagdes de entrada da rede neural.

Figura 1 — Diagrama do modelo do neurénio.
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Fonte: Haykin (2001)
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A Figura 1 apresenta o diagrama de blocos do modelo do neurénio nao
linear, em que, a partir dos sinais de entrada, esta o conjunto de sinapses que
associa pesos a estes sinais e, em seguida, sdo somados e enviados a funcéo de
ativagao que define a magnitude do sinal de saida.

A escolha da arquitetura de uma rede neural e a configuragdo de seus
parametros podem variar de acordo com o objetivo almejado, e a escolha errada
pode resultar em uma rede que nunca apresenta resultados satisfatérios. Com isso,
determinar qual é a melhor arquitetura a se utilizar ndo € algo trivial, fatores como
objetivo, dataset, tempo, recursos computacionais e conhecimento acerca das
arquiteturas devem ser considerados no momento da escolha (SANTOS ,2022).

Para este trabalho sera utilizada a rede Multi Layer Perceptron (MLP).

2.3.1 Multilayer perceptron

A arquitetura da rede MLP consiste de um conjunto de unidades sensoriais
que constituem a camada de entrada, uma ou mais camadas ocultas de nés
computacionais e uma camada de saida de ndés computacionais (HAYKIN, 2001).
Devido as suas varias camadas ocultas, a MLP é considerada uma rede neural
profunda, o que permite que ela aprenda representacdes complexas de dados. Ela é
utilizada principalmente para problemas de classificagéo binaria e multiclasse, bem
como para problemas de regressao. Assim, o grande diferencial da arquitetura
perceptron de multiplas camadas para a camada unica € a capacidade de resolver
problemas nao lineares.

O modelo de aprendizagem MLP é muito utilizado para resolugédo de
diversos problemas com caracteristicas complexas tais como previsdes: de dados
meteorologicos, do consumo de energia elétrica, do pre¢co de agdes no mercado
financeiro, etc.

Segundo Haykin (2001), a rede perceptron de multiplas camadas possui trés

caracteristicas que a particularizam. Entre elas estao:

1.A funcéo de ativacao de cada neurénio € nao-linear:
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o) = o @

2.A rede contém uma ou mais camadas de neurbnios ocultos, as quais nao
pertencem a entrada nem a saida da rede;

3.A rede tem um alto grau de conectividade, o qual é determinado pelas

sinapses.

A Figura 2 apresenta o modelo genérico da arquitetura de um perceptron de

multiplas camadas.

Figura 2 — Arquitetura de uma rede MLP.
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Fonte: Haykin (2001)

O treinamento de uma rede neural € realizado pelo algoritmo de
aprendizagem Backpropagation. Este algoritmo utiliza pares de entrada e saida para
ajustar, por meio de correcao de erros, os pesos da rede. Este processo acontece
em duas fases: a fase foward responsavel por definir uma saida relativa a uma
entrada e a fase backward que compara o valor de saida encontrado com o valor

esperado e determina o erro para atualizar os pesos das conexdes (CUNHA, 2019).
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2.4 Maquina de vetores de suporte

O método da maquina de vetores de suporte (Support Vector Machine, SVM)
€ uma técnica de aprendizado de maquina que tem como objetivo encontrar um
hiperplano de separagao 6timo entre as classes de um conjunto de dados. Segundo
(ZHANG et al., 2019), elas fazem o mapeamento do espago de entrada para o
espaco de recurso, de dimensdo superior, com o uso de funcdes de Kernel. Com
isso é possivel obter uma relagao de entrada e saida.

De acordo com Cristianini e Shawe-Taylor (2000), o hiperplano & definido
como um subespaco de dimensao (d-1) em um espaco de dimensao d. No caso de
problemas de classificacdo binaria, o hiperplano € um limite de decisao que separa
os exemplos de duas classes. O hiperplano € encontrado pela maximizacdo da
margem entre o hiperplano e os exemplos de treinamento mais proximos, que sao
chamados de vetores de suporte.

No livro de Haykin (2001), ele define que os vetores de suporte constituem
um nucleo de produto interno gerado por um subconjunto de dados extraidos pelo

préprio algoritmo. Haykin também destaca trés aplicagdes das SVM'’s, sendo estas:

¢ Maquinas de aprendizagem polinomial.
e Redes de funcao de base radial.

e Perceptrons de duas camadas.

Durante o treinamento, procura-se uma funcao linear em que os dados de
treinamento estejam dentro de uma regido com uma margem de proximidade do
hiperplano (FACELI, K. et al, 2021). O objetivo da maquina de vetores de suporte, de
acordo com Haykin (2001), & encontrar o denominado hiperplano 6timo, para o qual
a margem de separagcdo p seja maxima. A Figura 3 representa esta regido

considerando a margem de erro para um hiperplano étimo.
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Figura 3 — Hiperplano 6timo para padrées separaveis.
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Assim, monta-se o problema dual pelo uso de uma lagrangiana, obtendo o

problema final de otimizacao solucionado pela equacéo 3 (FACELI, K. et al, 2021).

H n n

Y@= B)K(x = x) =y (@ =@+ Y vl -@) @)

i=1 i=1 i=1

Com restrigdes:

(Z:;l(ﬂ': Y (4)

l a, @, € [0,C]

Assim como as redes perceptron, as maquinas de vetores de suporte sao
amplamente utilizadas em diferentes areas, como reconhecimento de padrdes,
processamento de imagem, bioinformatica, finangcas e muitas outras. De maneira
resumida, SVM'’s realizam tarefas de classificacdo binaria, mas também podem ser

aplicadas a problemas de classificagao multiclasse e regressao.



23

2.5 Mineragao de dados e o software weka

Para desempenhar pesquisas e analises relevantes, muitas vezes é
necessario trabalhar com grandes quantidades de dados, assim, € fundamental a
utilizacao de ferramentas auxiliares para a mineragao de dados. Mineragao de dados
sao processos para explorar e analisar grandes volumes de dados em busca de
padroes, previsoes, erros, associacdes entre outros. Normalmente a mineracédo de
dados esta associada ao aprendizado de maquina: uma area da inteligéncia artificial
qgue desenvolve algoritmos capazes de fazer com que o computador aprenda a partir
do passado: usando dados de eventos que ja ocorreram (AMARAL, 2016). Algumas
das técnicas de mineragcdo mais comuns incluem a classificagdo, regressao,
clustering, associacao e analise sequencial.

Os resultados da mineragcao de dados podem ser usados para tomada de
decisdo, planejamento estratégico e previsdo em diversos setores, auxiliando
gestores e pesquisadores em seus respectivos trabalhos. Nesse contexto, o
software escolhido para realizacado deste trabalho foi o WEKA.

De acordo com o site oficial (www.cs.waikato.ac.nz), WEKA (Waikato
Environment for Knowledge Analysis) é um software de mineragdo de dados e
aprendizado de maquina open-source, muito popular e escrito em Java. Foi
desenvolvido na Universidade de Waikato, na Nova Zelandia, e € amplamente
utilizado em pesquisa e na industria para analise de dados, classificacao,
agrupamento, visualizagao, entre outros. O software apresenta uma interface grafica
do usuario (GUI) amigavel e um conjunto de algoritmos de aprendizado de maquina
e ferramentas de pré-processamento de dados, que podem ser usados para realizar
uma ampla gama de tarefas.

De acordo com Amaral (2016), alguns dos motivos que destacam o WEKA

na escolha do software utilizado para mineragao sao as seguintes:

e Por ser open-source: pode facilmente ser baixado e utilizado, sem custo
de aquisigao.

e E uma ferramenta madura, produzida desde o inicio dos anos 90, que
possui um conjunto muito grande de algoritmos capazes de executar as

mais diferentes tarefas de aprendizado de maquina.
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e Possui uma GUI, uma interface grafica onde o usuario ndo precisa digitar

cédigos, tornando o aprendizado muito mais facil e intuitivo.

Segundo Hall (2009) o software WEKA contempla um abrangente conjunto
de técnicas de mineragao de dados. Isso abre possibilidades para diversas analises

concentradas em um unico programa.
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3 PROCEDIMENTOS METODOLOGICOS

Esta seg¢do é dedicada a apresentagdo dos materiais, métodos, e técnicas
utilizados na realizagdo deste trabalho. Aqui encontram-se as informagdes
detalhadas sobre tipo de pesquisa, origem e tratamento dos dados utilizados,
apresentacdo e configuragbes do software, assim como de seus modelos de
previsdo, processo de avaliagdo comparativa destes modelos e os passos de

desenvolvimento completo do trabalho.

3.1 Tipo de pesquisa

Os procedimentos metodolégicos, desenvolvidos nesta pesquisa, sao

apresentados no fluxograma da Figura 4 (GIL, 2010).

Figura 4 — Procedimentos metodologicos.

Objetivos: Procedimentos:
Pesquisa

Descritiva

Abordagem:

Natureza:
Pesquisa Basica

Pesquisa
Operacional

Pesquisa
Quantitativa

Fonte: Adaptada de Gil (2010)

Onde:

e Pesquisa Quantitativa: porque que utiliza dados numéricos historicos.
Nesta abordagem aplica-se também técnicas estatisticas como média,
desvio padrao, coeficiente de variacao, etc.

e Pesquisa Basica: porque visa analisar conhecimentos uteis para o avango
da ciéncia.

e Pesquisa Descritiva: porque a partir dos dados reais coletados, analisa-se
a relagbes entre eles.

e Pesquisa Operacional: porque busca solugdo para um determinado
problema por meio de modelos matematicos ou estatistico.
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3.2 Base de dados

Inicialmente, para previsdo da velocidade do vento, obteve-se da estacdo
meteoroldgica A327, localizada no municipio de Palmeira dos indios no estado do
Alagoas (Figura 5), uma base de dados com 156 instancias (Jan/2008 - Dez/2020)
(INMET, 2022).

A estacdo de Palmeira dos Indios possui uma torre com 100m de altura, com
anemoémetros em 03 niveis (30m, 70m e 100m) e sensores de dire¢do de vento
(30m e 70m). As medidas utilizadas na composi¢cado da base de dados sao geradas a

partir da média das medidas dos sensores anemometricos no periodo de um més.

Figura 5 — Estacdo Meteorol6gica de Palmeira dos indios.

L

Fonte: Pereira et al. (2017)

Os algoritmos de previsao tém um melhor desempenho em um conjunto de
dados com um numero grande de instancias. Segundo Silva (2014) métodos
numeéricos como a interpolagcéo de dados, os ajustes de dados e a transformada de
Fourier podem ser utilizados para incrementar o numero de instadncias de uma base
de dados existente. Neste trabalho, para aumentar o numero de instancias, utilizou-
se uma fungado na linguagem python para expandir o conjunto de dados (Figura 6)
para valores diarios, por meio de interpolagao linear. Inicialmente, o conjunto de
dados possuia 156 instancias, sendo que apds a interpolagcdo passou para 4749

instancias, das quais 14 foram destacadas para validagao.
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Figura 6 — Fung¢ao para interpolar os dados.
from pandas import read_csv
from pandas import datetime

def parser(x):
return datetime.strptime('190"+x, "%Y-%m-%m')

series = read_csv(’velocidadeLcsv‘, header=08, parse_dates=[0], index col=0, squeeze=True, date_parser=parser)
resample = series.resample('D")

quarterly mean sales = resample.mean()

print(quarterly_mean_sales.head())

Fonte: Brownlee (2016)

Os dados, do conjunto interpolado, sdo apresentados, na Figura 7, na forma

de boxplot.

Figura 7 — Boxplot dos dados de velocidade do vento.
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Fonte: Autoria prépria (2023)

A série histérica dos dados interpolados € apresentada na Figura 8.
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Figura 8 — Série histoérica da velocidade do vento.
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Na Tabela 1 apresenta-se um recorte de 7 meses do banco de dados obtido

do INMET. Este recorte apresenta os dados mensais, das medidas de vento,

fornecido pela estag¢ao no periodo de 2014 a 2020.

Tabela 1 — Parte do conjunto de dados do INMET.

2014 2015 2016 2017 2018 2019 2020
3,389113  3,715346 2,094892 3,598253 3,042204 2,677554 2,911828
2,947768  3,208036 1,950718 3,461756 2,823363 2,987202 1,720833
2,999731 3,155914  1,996237 3,028091 2,515726 2,409946 1,220699
2,269306 2,630833 1,361945 2,287222 1,278333 1,964861 1,447361
1,489919  2,169812 1,367204 1,610753 0,844355 2,066532 1,111559
1,554028 null 1,639861 1,4 1,068889 1,734167 1,372778
1,542204 null 1,692339 1,575472 1,457661 1,374597 0,985081
1,739919  1,939247  2,20699  1,476613 2,335215 null 0,985081
2,457361  2,869028 null 2,081944  3,003611 null 1,841389
2,781048  2,954032 3,595389 2,497581  3,528226 null 2,484677
3,175278  3,584722 3,932639 3,701806 3,793472 null 1,445694
3,311659  2,421505 3,873118 3,444489 3,064247 3,541398 1,813775

Fonte: Autoria prépria (2023)

Destaca-se que o conjunto de dados disponibilizado pelo INMET além de

apresentar poucas instancias apresentou também muitos valores mensais vazios.
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Os dados nulos podem ser nocivos para a precisdo das previsdes. Isso ocorre por
afetarem a capacidade de aprendizagem e reconhecimento de padrdes das redes
neurais. Estas falhas no conjunto de dados podem levar também a problemas como
aumento do custo de tempo, tornando o processo mais lento, além de gerarem erros
interpretativos. Para substituir os valores discrepantes utilizou-se a média entre os

valores do mesmo més do ano anterior e posterior do dado faltante.

3.3 Etapas do trabalho

Trés etapas foram realizadas, neste trabalho, para formar os modelos de
Regresséo Linear (LR), Redes Neurais Multi Layer Perceptron (MLP) e de Maquina
de Vetor de Suporte otimizada para regressao (SMOReg):

1.Analise de dados: Inicialmente, na primeira etapa, realizou-se um pré-
processamento dos dados, visando adequa-los aos algoritmos. Isso se fez
por meio da eliminacdo da incompletude dos dados e da aplicagdo da
interpolagdo. Na sequéncia realizou-se uma analise exploratéria dos
dados obtidos do INMET.

2.Treinamento e Validagdo: Na segunda etapa, treinamento e validagao, foi
selecionado, por meio de métricas, os melhores modelos LR, MLP e
SMOReg.

3.Teste: Na ultima etapa, etapa de teste, os modelos foram testados para

dados que nao participaram da etapa de treinamento e validagao.

3.4 Recursos de software

Como recurso de software, neste trabalho foi utilizado o WEKA, um software
gratuito muito utilizado no meio académico. Este software foi também utilizado, como
ferramenta de previsdo, em trabalhos como o de Antoniolli (2021) e Kuchiniski
(2018).
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3.4.1 Preparacao do ambiente

O WEKA trabalha com arquivos no formato ARFF (Attribute-Relation File
Format). O ARFF é um arquivo texto contendo um conjunto de observagdes,
precedido por um pequeno cabecgalho (Figura 9). O cabegalho é utilizado para
fornecer informagdes a respeito dos campos que compdem o conjunto de
observacbes. Neste cabecalho os atributos sdo declarados, podem ser numeric,
date ou string. Na segunda parte do arquivo se localizam os dados, que sao
estruturados de acordo com as declaragdes da primeira segao e sao separados por
virgula (SOUZA, 2021).

Figura 9 — Arquivo ARFF.
@relation 'Vento'
@attribute Data date "yyyy-MM-dd"
@attribute Velocidade numeric

@data

2008-01-01,3.446476
2008-01-02,3.438435
2008-81-03,3.430395
2008-01-04,32.422354
2008-01-05,32.414313
2008-01-06,3.4006272
2008B-01-07,3.398232
2008-01-08,2.390191
2008-01-09,3.38215

2008-01-10,32.374109

Fonte: Autoria prépria (2023)

Ao iniciar o software, é apresentada a janela da Figura 10 com o menu
Applications. Ao selecionar a opcao Explorer € possivel acessar a interface de

ferramentas de analise de dados (Figura 11).



Figura 10 —- WEKA.
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Figura 11 — WEKA Explorer: Preprocess.
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Apply
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b Visualize All

Fonte: Autoria prépria (2023)

Nativamente, nesta interface ja é possivel realizar o carregamento da base

de dados, na aba Preprocess e fazer algumas analises preliminares de dispersao,
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tais como média, desvio padrao, valores maximos e minimos. No WEKA Explorer, ha
também as abas de classificagdo, agrupamento, associagao, selegcao por atributo e
visualizagdo. Entretanto, para realizar esta pesquisa foi necessario instalar um
pacote timeseriesForecasting, de extensao das ferramentas do software, para
trabalhar com series temporais. A Figura 12 mostra como acessar o gerenciador de
pacotes.

Como informagdo adicional, o gerenciador de pacotes possui diversas
categorias para todo tipo de analise, incluindo analise de reconhecimento de texto e
imagem, por exemplo. Isto mostra o quao versatil e util este software de mineragao

de dados pode ser.

Figura 12 - WEKA — Tools: Package Maneger.
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Fonte: Autoria prépria (2023)

3.4.2 A aba forecast

ApoOs a instalacdo do pacote de séries temporais, ao acessar 0 menu
explorer, nota-se que ficou disponivel a aba Forecast do WEKA. Nesta aba sao
disponibilizadas as areas Basic Configuration e Advanced Configuration
(ANTONIOLLI, 2021):
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3.4.2.1Basic configuration

Na secao Parameters (Figura 13) sdo configuradas as variaveis relacionadas
as unidades de tempo e avaliagao da previsdo. O Number of time units to forecast
controla o horizonte de previsdo, que no caso deste trabalho foi de 14 dias,
conforme o numero de dados retirados em primeira instdncia para validagao
posteriormente. O Time stamp foi configurado para que os dados tenham rétulo do
tipo datas. Para o campo Periodicity foi cadastrado diario. Sendo, que neste estudo,

as caixas Confidence intervals e Perform evaluation foram acionadas.

Figura 13 — Aba Forecast — Basic configuration — Segao Parameters.

Preprocess Classify Cluster Associate  Select attributes  Visualize  Forecast  Auto-WEKA

Basic configuration  Advanced configuration

Target Selection Parameters
Al None T S Number of time units to forecast 14|
Time stamp Data ~
No. | _ Name Periodicity Daily
1[I Velocidade Skip st

Confidence intervals [v]
Level (%) 95 |2

Perform evaluation
A

Start S0y Help Output/Visualization
Resuilt list Output
Status
OK Log “‘». x0

Fonte: Autoria prépria (2023)

3.4.2.2Advanced configuration

Neste trabalho utilizou-se as seguintes configuracdes referentes a aba

Advanced configuration (Figura 14):
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e Base learner: Esta aba fornece diferentes bases de aprendizagem. Neste
trabalho utilizou-se as bases de Regressao Linear (LR), Redes Neurais
Artificiais (MLP) e Maquina de Vetores de Suporte (SMOReg).

e Lag creation: As variaveis defasadas sao o principal mecanismo pelo qual
o relacdo entre os valores passados e atuais de uma série pode ser
capturados por algoritmos de aprendizado. Ele cria uma "janela" ao longo
de um periodo de tempo. Neste trabalho utiliza-se uma janela de 7 dias.

e Evaluation: Nesta aba sdo selecionadas as métricas de avaliagcdo. Neste
estudo utilizaram-se as métricas MAE (Mean Absolute Error), RMSE (Root
Mean Squared Error) e MAPE (Mean Absolute Percent Error). Configura-
se também, nesta aba, a porgdo dos dados que sera utilizada no conjunto

de validacéo.

Observa-se que, neste trabalho, ndo foram utilizadas as configuragbes das

abas Periodic atributes e Overlay data.

Figura 14 — Aba Advanced configuration.

Preprocess  Classify Cluster Associate Selectattributes  Visualize  Forecast  Auto-WEKA
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Fonte: Autoria prépria (2023)
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3.5 Configuragoes dos modelos

O WEKA possui diversos recursos para analise de dados para a base de
aprendizagem. Como ja mencionado anteriormente, e devido ao sucesso de suas
aplicagdes em outros trabalhos, os recursos que se destacam para este trabalho séo
aos modelos de regressao linear, a rede multi layer perceptron e a maquina de
vetores de suporte.

Cada um dos modelos selecionados para a analise dos dados possui
caracteristicas préprias em suas configuragdes, o que podemos chamar de
hiperparametros. Ao abrir a aba de configuragdes em qualquer um dos modelos, é
apresentado, além dos campos dos hiperparametros, uma se¢ao de nome About. Ao
clicar em More, sao descritos cada um dos campos referentes aquele modelo, o que
ajuda no preenchimento dos mesmos.

Assim como no trabalho de Antoniolli (2021), afim de encontrar o melhor
modelo para cada método de analise, foram seguidas as orientagbes de Faceli
(2021), usando processos de tentativa e erro para testar diversas combinagdes por
modelo. Desta forma, o procedimento geral de testagem para os hiperparametros é

apresentado conforme o fluxograma simplificado da Figura 15.

Figura 15 — Procedimento Geral de Otimizacao de Hiperparametros.

Execucdao com
Hiperparametros
Nativos

Nova
Combinacao de
Hiperparametros

Verificagao de
Erros

Fonte: Autoria prépria (2023)

A partir deste esquema recursivo, € possivel nos aproximarmos, de uma
forma mais eficiente, a parametrizacao final de cada um dos modelos. Entretanto
como cada um dos modelos possui diversos atributos distintos, foram feitos
procedimentos especificos de alteracdo de hiperparametros para cada um. Este
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processo € descrito individualmente nos itens seguintes. Na etapa referente a
verificacao de erros, no processo geral de testagem, foram utilizadas métricas que

serao descritas no item 3.6.

3.5.1Modelo de regressao

No modelo de regressdo os hiperparametros que podem ser configurados
sdo apresentados na Figura 16 com os valores nativos do software. Dentre eles
estdo algumas ferramentas que auxiliam no ajuste dos dados, que é o caso do
eliminateColinearAttributes. O desempenho da regressao linear, quando os dados
de treinamento estdo correlacionados, pode ser reduzido. O WEKA, quando o
campo eliminateColinearAttributes estiver ativado, detecta e remove os atributos de
entrada altamente correlacionados (ANTONIOLLI, 2021).

Figura 16 — Configuragao da Regressao Linear no WEKA.
&3 weka.gui.GenericObjectEditor x

weka.classifiers.functions.LinearRegression
About
Class for using linear regression for prediction. More
Capabilities
attributeSelectionMethod | M3 methed W

batchSize | 100

debug | False v
doMotCheckCapabilities | False v
eliminateColinearAttributes | True b
minimal | False b

numDecimalPlaces | 4

outputddditionalStats | False o
ridge | 1.0E-3
useQRDecomposition | False L
Open... Save... OK Cancel

Fonte: Autoria prépria (2023)

O WEKA utiliza, para o modelo de Regressado Linear, a técnica de

regularizacao de Ridge. Esta técnica € utilizada para reduzir a complexidade da
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aprendizagem do modelo. Na Tabela 2 sao listados os parametros avaliados para

este modelo.

Tabela 2 — Valores de pardmetros avaliados para o modelo de regresséo.
PARAMETROS DA LR

[No atribute selection, M5 method,

attributeSelectionMethod
Greedy method]

batchSize [1, 10, 100]
Ridge [1x10-'2, 1x10% 1x10+4]
Fonte: Autoria prépria (2023)

3.5.2Modelo da rede MLP

As redes neurais foram configuradas para utilizarem 75% das amostras em
treinamento e os 25% restantes para teste. Estas configuragcdes foram feitas na
seguindo na aba Forecast - Advanced Configurations — Evaluation. A Figura 17
apresenta a sec¢ao test options, onde estdo as configuragdes de teste. Neste campo

foi definido o percentual de dados que foi utilizado na etapa de teste.

Figura 17 — Advanced configuration - Evaluation — Test options - WEKA.
€3 Weka Explorer - O x

Preprocess Classify Cluster Associate Select attributes Visualize Forecast

Basic cenfiguration Advanced configuration

Base learner Lag creation Periodic attributes Cwverlay data Evaluation OQutput

Metrics Test options
Mo, Mame Evaluate on training
1 [¥] Mean absolute error (MAE) [/ Evaluate on held out training | 0.25
2 Mean squared error (MSE)
3 Root mean squared error (RMSE)
4[] Mean absclute percentage error (MAPE)
5| | Direction accuracy (DAC)
Start Star Help Output/Visualization
Result list Output  Test pred. fortargets  Train future pred.  Test future pred,
11-10-2020* 2.529
12-10-2020* 2.5215
13-10-2020% 2.5108
14-10-2020% 2.4983
== Ewvaluation on test data =——
Target 1-step-ahead 2-steps-ahead 3-steps-ahead 4-steps-ahead
velocidade
124 1164 1183 1162 116l
Mean absolute error 0.0052 0.0105 0.0175 0.0261
Mean absolute percentage error 0.2858 0.5722 0.9505 1.4115
RooTt mean squared error 0.0085 0.0183 0.028 0.0374

Status

oK Log w x0
Fonte: Autoria prépria (2023)
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O modelo de rede neural MLP presente no WEKA possui muitos parametros
que podem ser configurados em diferentes combinag¢des (Figura 18). Por este
motivo, foi definida uma sequéncia de testagem por parametro, isto é, cada
parametro foi variado e testado, até chegar ao melhor valor, avangando entdo para o
parametro seguinte. Foram selecionados os parametros e definida a ordem de

testagem de acordo com a Tabela 3.

Figura 18 — Aba de configuragdo da MLP no WEKA.

&# weka.guiGenericObjectEditor X
weka.classifiers.functions.MultilayerPerceptron
About
A classifier that uses backpropagation to learn a multi-layer More
perceptron to classify instances. Capabiiitics
GUl | False hd
autoBuild | True hd
batchSize | 10
debug | False v
decay | False v
doMotCheckCapabilities | False w
hiddenlLayers | 32
learningRate = 0.1
maomentum | 0.3
nominalToBinaryFilter | True e
normalizefttributes | True e
normalizeMumericClass | True e
numDecimalPlaces | 2
reset | False hd
resume | False hd
seed |0
trainingTirme | 1000
validation5et5ize | 0

Fonte: Autoria prépria (2023)
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Tabela 3 — Valores de pardmetros avaliados para o modelo de MLP.
PARAMETROS DA MLP

Activation Sigmoid
batchSize [5,10,15,20]
hiddenLayers [1,2,3]
neurons [8,16,32,64]
learningRate [0.01,0.1,0.2]
momentum [0.1,0.2,0.3,0.4]
trainingTime [500,1000,1500,2000]

Fonte: Autoria prépria (2023)

A Tabela 3 descreve as combinacdes, dos parametros avaliados, na busca

pelas melhores métricas para o modelo MLP, onde:

Activation: A funcao de ativacdo utilizada pelos neurdnios artificiais € a
Sigmoid.

batchSize: corresponde ao numero de casos de treino que sao utilizados
em cada época;

hiddenLayers: € o numero de camadas escondidas;

neurons: para trazer mais ou menos complexidade ao modelo pode-se
adicionar ou remover neurbnios nas camadas;

learningRate: indica o ritmo que os pesos séo atualizados;

momentum: O termo Momentum é utilizado para ajustes nos pesos da
rede. Seu valor varia entre O e 1;

trainingTime: é a quantidade de vezes que o conjunto de treinamento,
tambem conhecido como épocas, € acessado pelo algoritmo de

aprendizado, para atualizar os pesos dos neurdnios.

3.5.3Modelo da SVM

O modelo de maquina de vetores de suporte disponivel no WEKA através do

pacote de séries temporais € o modelo SMOreg, abreviagdo do inglés para

optimizagdo minima sequencial para resolugdo de problemas de regressdo. O
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SMOreg é um algoritmo de otimizagdo desenvolvido para o treinamento de redes
SVM.

Ao selecionar o modelo SMOreg na aba Base learner, pode-se configurar os
parametros do modelo clicando sobre o nome dele. E aberta entdo a janela de
configuracbes de parametros do SMOreg (Figura 19). Para este modelo foram
variados apenas os hiperparametros batchSize e o fator de complexidade C. A
funcdo de kernel e o otimizador de regressdo ndo foram variados. Os valores

testados para o batchSize e para a complexidade C estdo na Tabela 4.

Figura 19 — Aba de configuragcao do SMOreg no WEKA.
L] weka.gui.GenericObjectEditor *

weka.classifiers.functions. 5MOreg

About
SMOreg implements the support vector machine for regression. Mare
Capabilities

batchSize | 100

| 14
debug | False s
doMotCheckCapabilities | False s
filterType | Mormalize training data he

kernel Choose PolyKernel -E 1.0 -C 250007

numDecimalPlaces 2

regﬂptimizer Choose -REgSMOImprqud -T0.001 - -P 1.0E-12 -L U.:.

Open... Save... oK Cancel

Fonte: Autoria prépria (2023)

Tabela 4 — Valores de pardmetros avaliados para o modelo de SVM.
PARAMETROS DA SMOreg

batchSize [1,10, 100]
Complexidade C [1,1.5, 2]
Fonte: Autoria prépria (2023)
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3.6 Métricas de validagao

Neste trabalho, os modelos obtidos foram avaliados pelas métricas Erro
Médio Absoluto Percentual (MAPE), Raiz Quadrada do Erro Médio Quadratico
(RMSE) e Erro Médio Absoluto (MAE). O RMSE ¢ a raiz do erro médio quadratico da
diferenga entre a predi¢ao e o valor real, o MAE representa o desvio médio entre os
valores observados e preditos pelo modelo. Ja o MAPE mede o tamanho do erro em
termos percentuais (CANKURT; SUBASI, 2015; PINHEIRO, 2020).

As equagdes, das métricas MAE, MAPE e RMSE, sido apresentadas na
Tabela 5.

Tabela 5 — Equacdes: MAE, MAPE e RMSE.

Sigla Equago
]
1 __ 5
MAE 31—l
I']_ "
i § CPRRT - b Ty
RMSE IHZ;N}E $39)
) =t
f
1 i )
MAPE FZ ICy; — 5731 > 100

Fonte: Autoria prépria (2023)

Onde: y; é o valor real do periodo i, y; € a previsdo para o periodoie n é o
numero de observacgoes.

Estes erros foram observados na interface Output/Visualization na aba
Forecast do WEKA durante a variagao e testagem das combinagdes de parametros
de configuragdo de cada um dos modelos, buscando a minimizagao destes. Apds a
definigdo da melhor configuragéo, as previsées, fornecidas por cada modelo, foram
testadas utilizando métricas de erro percentual em relacdo aos 14 dados reais

retirados inicialmente do conjunto de dados.
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4 RESULTADOS E DISCUGOES

Nesse capitulo sdo apresentados e analisados os dados de velocidade do
vento obtidos do Instituto Nacional de Meteorologia (INMET). Inicialmente, fez-se
uma breve analise dos dados. Na sequéncia foram realizados testes empregando
algoritmos, fornecidos pelo software WEKA, de Regresséo Linear, Redes Neurais

Multilayer Perceptron (MLP) e Maquina de Vetores de suporte (SMOreg).

4.1 Analise descritiva dos dados

Inicialmente, neste trabalho, realizou-se uma analise descritiva dos dados
fornecidos pelo INMET (Tabela 6).

Tabela 6 — Analise descritiva dos dados.

Resumo Descritivo Velocidade (m/s)
Quantidade 4735
Média (m/s) 2,392
Minimo (m/s) 0,844
Maximo (m/s) 4,269
Desvio Padrao (m/s) 0,788
Coeficiente de Variagéo (%) 32,9

Fonte: Autoria prépria (2023)

Pode-se observar, dos dados apresentados na Tabela 6, que a velocidade
ficou, para o periodo em estudo, em média de 2,392 m/s. Apresentando, neste
periodo, velocidade minima e maxima de 0,844 m/s e 4,269 m/s. Nota-se também,
da tabela, um coeficiente de variacdo dos dados de 32,9% considerado alto de
acordo com Pimentel-Gomes (2009). Observa-se que quanto maior o coeficiente de
variacao maior a variagao nos dados.

A média mensal da velocidade do vento, durante o periodo estudado, é

apresentada na Figura 20. Pode-se notar, por meio desta figura, que os meses, com
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menor velocidade, ocorrem entre abril e setembro. Observou-se também uma
velocidade média minima no més junho e uma velocidade média maxima para o

més de novembro.

Figura 20 — Média mensal da velocidade do vento.

Velocidade do vento (m/s)

Jan Fev Mar Abr Mai Jun Jul Ago Set Out Nov Dez

Fonte: Autoria prépria (2023)

4.2 Ajuste de variancia

O WEKA disponibiliza, para ajustar as variagdes nos dados de entrada, a
técnica de ajuste de variancia (Figura 21). Neste trabalho os trés algoritmos

utilizaram o ajuste de variancia para os dados de entrada.

Figura 21 — Ajuste de variancia.
€3 More options [ﬂ

[] Remove leading instances with unknown lag values

[T] Indude powers of time

|| Induded products of time and lagged variables

[¥] Adjust for variance

=

Fonte: Autoria prépria (2023)
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4.3 Regressao linear

No modelo de regresséo linear, foram variados os valores de parametros, na
seguinte sequéncia: attributeSelectionMethod, bacthSize e ridge. Em cada variagao
foram avaliadas as métricas MAE, MAPE e RMSE. Os resultados encontrados nesta

etapa de treinamento e validagao estdo elencados na Tabela 7.

Tabela 7 — Parametros testados para o modelo LR.
REGRESSAO LINEAR

attributeSelectionMethod MAE (m/s) MAPE (%) RMSE (m/s)

No atribute selection 0,1209 5,981 0,1481

M5 method 0,1209 5,981 0,1481

Greedy method 0,1209 5,981 0,1481
batchSize MAE (m/s) MAPE (%) RMSE (m/s)

1 0,1209 5,981 0,1481

10 0,1209 5,981 0,1481

100 0,1209 5,981 0,1481
Ridge MAE (m/s) MAPE (%) RMSE (m/s)

1x107-12 0,1209 5,981 0,1481

1x107-8 0,1209 5,981 0,1481

1x10"-4 0,1209 5,981 0,1481

Fonte: Autoria prépria (2023)

De acordo com a observacdo das métricas MAE, MAPE e RSME, as
combinagdes dos parametros de entrada no modelo LR obtiveram resultados
idénticos, nao apresentando diferencas perceptiveis. Portanto, utilizaram-se, para o

modelo de regressao linear, os parametros nativos do software (Tabela 8).

Tabela 8 — Melhor combinagao para o modelo LR.
PARAMETROS DA MLP

attributeSelectionMethod M5 Method
batchSize 100
Ridge 1x107-8

Fonte: Autoria prépria (2023)

Os resultados das métricas, para o conjunto de validagao, com 1 step head,

sao apresentados na Tabela 9.
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Tabela 9 — Resultados — Métricas (LR).

METRICAS LR
MAE (m/s) 0,1209
MAPE (%) 5,9810

RMSE (m/s) 0,1481

Fonte: Autoria prépria (2023)

As figuras (Figura 22 e Figura 23) apresentam os resultados obtidos, pela
regressao linear (LR), para os conjuntos de treinamento e validagéo, considerando
um intervalo de confianca de 95%. O modelo de regresséo ndo obteve um resultado
muito satisfatério, obtendo no primeiro step head um erro de quase 6%. Este € um
indicio de que a regressao linear possa ndo ser o método ideal para o banco de

dados, uma vez que o erro cresce conforme a equacao da LR avanca.

Figura 22 — Velocidade (m/s) — Conjunto de treino (LR).

4.50
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|—lvelocidade-ac1ua| - velocidade-predicted |

Fonte: Autoria propria (2023)
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Figura 23 — Velocidade (m/s) — Conjunto de validagao (LR).
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Fonte: Autoria prépria (2023)

Os graficos da velocidade do vento no conjunto de treino (Figura 22) e
validacao (Figura 23) representam de forma clara a distor¢ao dos dados preditos em

relagdo ao conjunto de dados reais.

4.4 Redes neurais

A construgao dos modelos, de rede neural artificial (MLP), testou diferentes
camadas de arquitetura e ajuste de hiperparametros, com o objetivo de obter a
melhor modelagem possivel da velocidade do vento. As redes neurais foram
treinadas com 3551 amostras, 75% dos dados, e validadas com 1184 amostras,
25% dos dados.

A Tabela 10 descreve as combinacdes, dos parametros avaliados, e os
respectivos erros, MAE, MAPE e RSME, observados na busca pelas melhores

métricas para o modelo MLP.

Tabela 10 — Parametros testados para o modelo MLP.
(continua)

MULTILAYER PERCEPTRON
batchSize MAE (m/s) MAPE (%) RMSE (m/s)
5 0,0101 0,5734 0,0142
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(conclusao)

batchSize MAE (m/s) MAPE (%) RMSE (m/s)

10 0,0101 0,5734 0,0142

15 0,0101 0,5734 0,0142

20 0,0101 0,5734 0,0142
hiddenLayers MAE (m/s) MAPE (%) RMSE (m/s)

1 0,0101 0,5734 0,0142

2 0,0140 1,0262 0,0251

3 0,0168 1,2373 0,0310
neurons MAE (m/s) MAPE (%) RMSE (m/s)

8 0,0101 0,5734 0,0142

16 0,0086 0,4761 0,0127

32 0,0082 0,4351 0,0119

64 0,0139 0,9618 0,0239
learningRate MAE (m/s) MAPE (%) RMSE (m/s)

0,2 0,0086 0,5465 0,0133

0,1 0,0055 0,2838 0,0098

0,01 0,0077 0,4610 0,0125
momentum MAE (m/s) MAPE (%) RMSE (m/s)

0,1 0,0060 0,3132 0,0100

0,2 0,0055 0,2838 0,0098

0,3 0,0053 0,2714 0,0098

0,4 0,0055 0,2763 0,0100
trainingTime MAE (m/s) MAPE (%) RMSE (m/s)

500 0,0053 0,2714 0,0098

1000 0,0053 0,2628 0,0094

1500 0,0069 0,3938 0,0104

2000 0,0075 0,4251 0,0107

Fonte: Autoria prépria (2023)

Como algumas variagdes de parametro ndo apresentaram diferenga nas
métricas de erro, como no caso do batchSize, o valor foi escolhido arbitrariamente.
Na Tabela 11 sdo dispostos os parametros da combinacdo em que o modelo de

rede MLP obteve a melhor performance.
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Tabela 11 — Melhor combinagao para o modelo MLP.
PARAMETROS DA MLP

Activation Sigmoid
batchSize 10
hiddenLayers 1
neurons 32
learningRate 0.1
momentum 0.3
trainingTime 1000

Fonte: Autoria prépria (2023)

Os resultados das métricas, para o conjunto de validagdo, com 1 step head,

sao apresentados na Tabela 12.

Tabela 12 — Resultados — Métricas (MLP).

METRICAS MLP
MAE (m/s) 0,0053
MAPE (%) 0,2628

RMSE (m/s) 0,0094

Fonte: Autoria prépria (2023)

As figuras (Figura 24 e Figura 25) apresentam os resultados obtidos, pela
rede MLP, para os conjuntos treinamento e validagdo, considerando um intervalo de
confianga de 95%. Com os graficos € possivel observar que o modelo se ajusta bem
aos dados. Na validacdo, especificamente, nota-se poucos pontos destoantes da

curva real de validacgao.



Figura 24 — Velocidade (m/s) — Conjunto de treino (MLP).
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Fonte: Autoria propria (2023)

Figura 25 — Velocidade (m/s) — Conjunto de validagao (MLP).
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Fonte: Autoria prépria (2023)

4.5 Maquina de vetores de suporte

Para Maquina de Vetores de Suporte utilizou-se, neste trabalho, os

parametros apresentados na Tabela 13. Assim como nos modelos anteriores, 0s

parametros foram variados em sequéncia e monitorados através das métricas MAE,

MAPE e RMSE até que fosse encontrada a melhor combinagao de ajuste.
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Tabela 13 — Parametros testados para o modelo SMOreg.
MAQUINA DE VETORES DE SUPORTE

batchSize MAE (m/s) MAPE (%) RMSE (m/s)

1 0,0035 0,1773 0,0075

10 0,0035 0,1773 0,0075

100 0,0035 0,1773 0,0075
Complexidade C MAE (m/s) MAPE (%) RMSE (m/s)

1 0,0035 0,1773 0,0075

1.5 0,0030 0,1549 0,0690

2 0,0031 0,1583 0,0067

Fonte: Autoria prépria (2023)

As variagdbes do parametro batchSize nao apresentaram alteracdo no
resultado do erro, portanto a escolha deste foi arbitraria. Na Tabela 14 foram

destacados os parametros escolhidos.

Tabela 14 — Melhor combinagéo para o modelo SMOreg.
PARAMETROS DO SMOreg

batchSize 10
Complexidade C 1.5
Fonte: Autoria propria (2023)

Os resultados das métricas, para esta combinagcdo de parametros, sao

apresentados na Tabela 15.

Tabela 15 — Resultados — Métricas (SMOreg).

METRICAS SMOreg
MAE (m/s) 0,0064
MAPE (%) 0,1549
RMSE (m/s) 0,0690

Fonte: Autoria prépria (2023)

As figuras (Figura 26 e Figura 27) apresentam os resultados obtidos, pela
maquina de vetores de suporte (SMOReg), para os conjuntos de treinamento e
validagao, considerando um intervalo de confianga de 95%.
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Figura 26 — Velocidade (m/s) — Conjunto de treino (SMOReg).
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Fonte: Autoria prépria (2023)

Figura 27 — Velocidade (m/s) — Conjunto de validagao (SMOReg).
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Fonte: Autoria propria (2023)

Assim como o modelo MLP, o modelo SMOreg obteve resultados muito
bons, tanto no treinamento (Figura 26), como na validagao (Figura 27). Entretanto
para verificar o melhor, ou seja, que mais se adequou ao conjunto de dados, foi feita

a analise comparativa entre todos os modelos através do erro percentual.
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4.6 Erro percentual

O erro percentual mede a percentagem do erro em relagdo ao valor real.
Calcula-se, subtraindo ao valor real (Observado), no periodo f, a previsdo no
respectivo periodo (Predito) e divide-se o resultado pelo valor real utilizado

anteriormente, conforme a equacgao 5.

|Gbser1:nda — Predito

ERP—]

= 100 5
Observado ®)

Na Tabela 16 apresentam-se os dados, observados, preditos, os Erros
Relativos Percentuais (ERP) e o0 MAPE, para as 14 instancias que nao participaram

da etapa de treino e teste.

Tabela 16 — Previsdes da velocidade (m/s), ERP (%) e MAPE (%).
Observado LR ERP_LR MLP ERP_MLP SVM ERP_SVM

1,491819 1,6367 9,7117 1,4954 0,2400 1,4945 0,1797
1,472881 1,6179 9,8459 1,4802 0,4969 1,4789 0,4087
1,453942 1,5991 9,9838 1,4660 0,8293 1,4648 0,7468
1,435003 1,5803 10,1252 1,4511 1,1217 1,4521 1,1914
1,416065 1,5614 10,2633 1,4296 0,9558 1,4405 1,7256
1,397126 1,5425 10,4052 1,4149 1,2722 1,4295 2,3172
1,378188 1,5236 10,5510 1,4001 1,5899 1,4194 2,9903
1,359249 1,6491 21,3243 1,3870 2,0416 1,4104 3,7632
1,34031 1,6304 21,6435 1,3745 2,5509 1,4022 4,6176
1,321372 1,6116 21,9641 1,3626 3,1201 1,3950 5,6721
1,302433 1,5929 22,3019 1,3505 3,6906 1,3889 6,6389
1,283495 1,5741 22,6417 1,3329 3,8493 1,3837 7,8072
1,264556 1,5554 22,9997 1,3209 4,4556 1,3788 9,0343
1,245618 1,5364 23,3444 1,3090 5,0884 1,3746 10,3549

MAPE = 16,2218 MAPE = 2,2359 MAPE = 4,0963
Fonte: Autoria propria (2023)

Por meio dos resultados apresentados, na Tabela 16, conclui-se que os

resultados das previsdes, dos trés modelos, estdo préoximos aos fornecidos pelo
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INMET. Contudo, o modelo MLP apresenta um MAPE menor que os modelos LR e
SMOreg (MAPE-LR= 16,22%, MAPE-MLP= 2,24% e MAPE-SMOReg=4,1%).
Os resultados das previsdes, da velocidade do conjunto de teste, em termos

graficos, sdo apresentados na Figura 28.

Figura 28 — Velocidade (m/s) — Conjunto de teste.
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Fonte: Autoria propria (2023)

No grafico fica clara a diferenga entre o comportamento dos trés modelos em
relagdo aos dados reais, em especial a discrepancia da regressao linear. Destaca-se
que o modelo SMOreg esteve levemente mais proximo do comportamento real
(observado) nas 4 primeiras previsdes, contudo, nas previsdes seguintes o erro

aumentou significativamente quando comparado a MLP.
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5 CONSIDERAGOES FINAIS

Neste trabalho, resultados de modelos de séries temporais, de arquitetura
LR, MLP e SMOreg, foram comparados. Os modelos foram construidos com base na
interpolagcao dos dados, de velocidade do vento, fornecidos pelo Instituto Nacional
de Meteorologia (INMET) no periodo de analise de 2008 a 2020, totalizando um
conjunto de 4735 dados.

A comparagao de modelos de previsao para velocidade do vento € complexa
pois os resultados sao influenciados por muitos fatores, como o volume de dados
para o teste, conjunto de entrada disponivel, amplitude da variagado da velocidade do
vento, configuragdo exata do algoritmo, etc. Portanto, assumir que um modelo é
melhor que o outro € um processo desafiador, devido ao numero de situacbes a
serem levadas em consideragdes.

No entanto, observou-se, neste trabalho, que os modelos MLP e SMOreg
apresentaram resultados relevantes para um horizonte de curto prazo (14
instancias). As previsdes dos modelos MLP e SMOreg para o conjunto de teste,
foram bem precisas e as diferencas entre valores reais e preditos foram pequenas.
Portanto, a proximidade entre valores preditos e reais demonstram a boa
capacidade de generalizagdo, para um horizonte de 14 instancias, dos modelos MLP
e SMOreg.

Embora, os algoritmos MLP e SMOreg tenham apresentado bons resultados,
sugere-se, para trabalhos futuros, uma comparagdo com redes neurais hibridas, a
busca por bancos de dados maiores e com maior precisao na leitura, uma vez que a
falta e a imprecisado dos dados dificultam a analise e levam a resultados equivocados
e incoerentes, e, por ultimo, a utilizacdo de outros softwares e linguagens como
MatLAB e python.
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