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RESUMO

AGUIAR, Marila Torres de. OTIMIZAÇ̃AO IRRESTRITA: ASPECTOS TÉORICOS E COM-
PUTACIONAIS. 41 f. Trabalho de Conclusão de Curso – Departamento de Matemática, Uni-
versidade Tecnológica Federal do Paraná. Corńelio Proćopio, 2015.

Neste trabalho s̃ao abordados problemas de otimização em que todas as funções usadas para
defini-los s̃ao continuamente diferenciáveis e ñao lineares, ou seja, são problemas de programação
não linear (PNL). O caso particular abordadoé o problema irrestrito. S̃ao estudadas algu-
mas situaç̃oes que garantem a existência de um minimizador e, em seguida, são discutidas as
condiç̃oes de otimalidade para o problema de otimização irrestrito. Para a obtenção da soluç̃ao
numérica s̃ao apresentadas estratégias de resolução baseadas no método iterativo do gradiente.

Palavras-chave:Programaç̃ao Ñao Linear. Otimizaç̃ao Irrestrita. Ḿetodo do Gradiente.



ABSTRACT

AGUIAR, Marila Torres de. UNCONSTRAINED OPTIMIZATION: THEORETICAL AND
COMPUTATIONAL ASPECTS. 41 f. Trabalho de Conclusão de Curso – Departamento de
Mateḿatica, Universidade Tecnológica Federal do Paraná. Corńelio Proćopio, 2015.

In this work, we consider unconstrained optimization problems, with nonlinear continuously
differentiable function, that are, Nonlinear ProgrammingProblems (NLPs). The existence of a
minimizer is studied at first, next optimization conditionsare discussed for the unconstrained
optimization problem. Solving strategies are applied, based on the Gradient method, in order to
obtain numerical solution.

Keywords: Nonlinear Programming Problem. Unconstrained Optimization. Gradient Method.
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–TABELA 4 Valores da funç̃ao e da norma do gradiente obtidos com a rotina do gra-
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3.2.2 Condiç̃oes de Otimalidade . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .. . . . . . . . . . . . . . . . 21
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1 INTRODUÇÃO

Otimizaç̃ao é um tema muito presente no dia a dia acadêmico e industrial. V́arios

campos da ciência fazem uso das ferramentas de otimização com o objetivo de ajudar na tomada

de decis̃ao. Dentre eles, pode-se citar, agricultura, finanças, transporte, processos quı́micos,

produtivos, recursos naturais, ambientais e energéticos, entre outros (ARENALES et al., 2007;

RIBEIRO; KARAS, 2013).

A otimizaç̃ao refere-se ao estudo de problemas que buscam otimizar alguma varíavel

atrav́es de uma escolha sistemática, deste modo, otimizar significa encontrar a melhor maneira

de se fazer algo, dada uma medida do queé ser melhor. Nesse processo, o objetivoé minimizar

ou maximizar a funç̃ao custo ou lucro em determinado processo.

A descriç̃ao mateḿatica dos problemas de otimizaçãoé feita por meio de modelos de

otimizaç̃ao. Um modelóe a representação simplificada de uma situação real. O conceito de

simplificaç̃ao inerente aos modelos está relacionado ao fato de que, dada a complexidade da

realidade,é praticamente impossı́vel e/ou economicamente inviável incluir na representação

do problema todas as variáveis que podem interferir no resultado do fenômeno que se esta

estudando. Assim, o modelo abrange apenas as variáveis mais relevantes e que exercem maior

impacto sobre o problema (GOLDBARG; LUNA, 2005).

Os modelos mateḿaticos usados em otimização seguem em geral um padrão queé

composto por uma função objetivo, um crit́erio de otimizaç̃ao a minimizar (min) ou maximizar

(max), e um conjunto de restrições que devem ser satisfeitas, expressas na forma de equações

ou inequaç̃oes, e ainda, por fim, a definição do conjunto de doḿınio das varíaveis. Dependendo

da forma do funcional objetivo e das restrições, os modelos matemáticos s̃ao classificados em

lineares e ñao lineares.

Neste trabalho será abordado apenas os modelos não lineares, ou seja, os modelos ma-

temáticos que no processo da modelagem apresentam aspectos queprejudicam a linearidade,

seja nas variáveis ou em uma de suas equações. A ñao linearidade pode aparecer na função

objetivo, a qual pode ser não linear e/ou no conjunto de restrições, sendo este formado por
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equaç̃oes ou inequaç̃oes ñao lineares. Outra classe importante dentro da otimização est́a rela-

cionada com as restrições, quando o problema de programação ñao linear (PNL) apresenta um

conjunto de restriç̃oes, t̂em-se o caso da otimização restrita, caso contrário, tem-se o problema

de otimizaç̃ao irrestrita.

As não linearidades englobadas em um modelo matemático est̃ao dentro de duas prin-

cipais categorias, que são

• Relaç̃oes observadas empiricamente, tais como variações ñao proporcionais em custos,

resultados de processos e caracterı́sticas de qualidade.

• Relaç̃oes deduzidas estruturalmente, que englobam fenômenos f́ısicos, deduzidos mate-

maticamente e regras administrativas.

Todos os fen̂omenos f́ısicos devem ser levados em consideração na elaboraç̃ao do mo-

delo mateḿatico, que, por sua vez, influenciam no nı́vel de complexidade do ḿetodo de soluç̃ao

empregado. A forma mateḿatica que a funç̃ao objetivo a ser minimizada (ou maximizada)

irá tomar, bem como as restrições e o tipo de variável, ir̃ao definir os diversos modelos de

otimizaç̃ao.

Outra forma de classificar os problemas de otimização é pela dimens̃ao: unidimensi-

onal e multidimensionais. Os problemas unidimensionais envolvem funç̃oes que dependem de

umaúnica varíavel dependente, assim, pode-se dizer, que a busca doótimo consiste em subir

e descer picos ou vales. Já os problemas multidimensionais, envolvem funções que dependem

de duas ou mais variáveis dependentes, portanto, a otimização multidimensional pode ser visu-

alizada como a busca de picos ou vales. Entretanto, não se est́a restrito a andar em umáunica

direç̃ao, em vez disso, a topografia deve ser examinada para se alcançar a meta de forma efici-

ente. Algumas referências para este assunto podem ser encontradas em Clarke Yu. S. Ledyaev

e Wonlenski (1998), Izmailov e Solodov (2009), Ribeiro e Karas (2013) e Vinter (2000).

Diante da import̂ancia que os problemas de otimização apresentam na solução de

problemas, na fı́sica, na mateḿatica, nas engenharias, entre outras, o estudo dos modelos de

otimizaç̃ao tornam-se fundamentais para a tomada de decisão em determinados processos, bem

como os estudos de estratégias de resolução nuḿerica.

Diversos autores tem estudado e proposto modelos de otimização com o objetivo de

reduzir os custos de produção, algumas referências sobre este assunto são Stiegelmeier et al.

(2010), Cacho (1998), Kotani et al. (2009, 2011) e Jones e Cacho(2000). Em Stiegelmeier et

al. (2010) foi proposto um modelo de otimização din̂amico ñao linear com o objetivo de mini-

mizar os custos de produção em um lavoura a partir da aplicação de controle qúımico usando
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programaç̃ao ñao linear. Em Cacho (1998) e Jones e Cacho (2000) foram desenvolvidas diver-

sas formas de controle para maximizar os lucros em uma determinada estaç̃ao ou ano e, conse-

quentemente, diminuir os custos em um sistema de colheita usando programaç̃ao din̂amica. J́a,

Kotani et al. (2009) e Kotani et al. (2011) propõe um modelo din̂amico de manejo de plantas

daninhas a partir da remoção de plantas daninhas na tentativa de minimizar as perdas associa-

dasá presenças das plantas invasoras. Outra problema usado naagricultura onde a otimização

est́a presentée no controle de populações de pestes, Rafikov e Balthazar (2005) e Christiaans e

Pething (2007) apresentam modelos populacionais baseadosno controle de populações.

Portanto, visando buscar estratégias de resolução de problemas de otimização ñao li-

near, no presente trabalho será abordado o problema de programação ñao linear (PNL) para

variáveis cont́ınuas. O caso particular abordadoé o problema irrestrito, ou seja, problemas

de otimizaç̃ao sem restriç̃oes. Ser̃ao descritas algumas situações que garantem a existência de

um minimizador e, em seguida, discutidas as condições de otimalidade para o problema de

otimizaç̃ao irrestrita. Resultados numéricos ser̃ao obtidos via ḿetodo do gradiente, o qual con-

siste em procurar o ḿınimo na direç̃ao de maior taxa de decrescimento da função objetivo a

partir de uma soluç̃ao inicial dada.

O presente texto esta dividido em 6 capı́tulos. O Caṕıtulo 2, seguinte a esta introdução,

apresenta definiç̃oes b́asicas sobre topologia noRn e alguns resultados importantes daÁlgebra

Linear e Ćalculo Diferencial importantes para o desenvolvimento da teoria. O Caṕıtulo 3 in-

troduz a teoria de otimização, onde s̃ao descritos o problema de otimização irrestrito, aspectos

teóricos sobre existência de soluç̃oes e condiç̃oes de otimalidade para problemas irrestritos e,

ainda, s̃ao apresentados alguns problemas para exemplificar o uso da teoria. No Caṕıtulo 4 s̃ao

descritos os aspectos computacionais baseados no método do gradiente, o qual será utilizado

para a resoluç̃ao nuḿerica. O Caṕıtulo 5 apresenta os resultados computacionais obtidos a partir

da implementaç̃ao do ḿetodo do gradiente, a análise da converĝencia e eficîencia do ḿetodo a

partir de testes computacionais realizados com o auxı́lio da rotina f minuncpresente no toolbox

do software Matlab. Finalmente, no Capı́tulo 6 s̃ao apresentadas as considerações finais sobre

o presente trabalho.
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2 FERRAMENTAS MATEM ÁTICAS

Nesta seç̃ao ser̃ao abordados conceitos da Topologia noR
n, da Álgebra Linear e do

Cálculo Diferencial considerados fundamentais para o desenvolvimento do trabalho. Algumas

refer̂encias sobre estes assuntos são Lima (1999) e Boldrini (1998), Guidorizzi (2001), respec-

tivamente.

2.1 NOÇÕES DE TOPOLOGIA NORN

Primeiramente destaca-se aspectos relevantes da teoria deconjuntos, que têm funda-

mental import̂ancia para o desenvolvimento deste trabalho.

Definição 1. Um ponto áe ponto interior do conjunto X⊂R
n se existeε > 0 tal que B(a,ε)⊂X

em que B(a,ε) = {x∈ R
n/ | x−a |< ε}, é uma bola de centro a e raioε.

Definição 2. O conjunto dos pontos interiores de X́e chamado de interior do conjunto X e

denotado por int X.

Definição 3. Um conjunto A⊂ R
n é dito aberto se A= intA, ou seja, todos os pontos de A são

interiores a A.

Definição 4. Um ponto aé ponto aderente do conjunto X⊂ R
n quando aé limite de alguma

seqûencia de pontos xn ∈ X.

Definição 5. O fecho de um conjunto X́e o conjuntoX̄ formado por todos os pontos aderentes

do conjunto X.

Definição 6. Um conjunto Xé dito fechado quando X= X̄ , ou seja, todo ponto aderente de X

pertence a X.

Definição 7. Um conjunto X⊂ R
n chama-se compacto quandoé limitado e fechado.

Definição 8. Uma cobertura do conjuntos X⊂ R
n é uma faḿılia C = (Cλ )λ∈L de conjuntos

Cλ ⊂ R
n, tais que X⊂

⋃

λ∈LCλ , isto é, para todo x∈ X existe algumλ ∈ L tal que x∈Cλ .
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Definição 9. Suponha x1 6= x2 ∈ R
n. Os pontos descritos por

λx1+(1−λ )x2 = x2+λ (x1−x2),

comλ ∈ R
n, descrevem a reta que passa por x1 e x2. Para0< λ < 1, a combinaç̃ao descreve

o segmento de reta entre x1 e x2.

Definição 10. Um conjunto Cé convexo se o segmento de reta entre dois pontos quaisquer do

conjunto estiver em C, istóe, para quaisquer x1,x2 ∈C eλ ∈ [0,1],

λx1+(1−λ )x2 ∈C.

Definição 11. Seja C⊂ R
n um conjunto convexo. Uma função f : C→ R é convexa se

f (θx+(1−θ)y)≤ θ f (x)+(1−θ) f (y)

para todo x,y∈C e0≤ θ ≤ 1.

Definição 12. Em termos precisos, f: X → R é cont́ınua em a∈ X quando,∀ ε > 0, exista

δ > 0 tal que x∈ X e|x−a|< δ ⇒ | f (x)− f (a)|< ε. Quando fé cont́ınua em cada ponto do

doḿınio, f é cont́ınua.

Definição 13. Uma funç̃ao é dita de classe C2 quando as derivadas parciais de segunda ordem

são cont́ınuas.

Definição 14. Uma funç̃ao é suave sempre que suas derivadas parciais de qualquer ordem

est̃ao definidas e s̃ao cont́ınuas.

2.2 RESULTADOS DAÁLGEBRA LINEAR

No desenvolvimento da teoria de otimizaçãoé fundamental ter em mente alguns con-

ceitos daálgebra linear como por exemplo, a matriz simétrica e matriz definida positiva, as

quais s̃ao usadas para definir as condições de otimalidade. Conforme apresentado a seguir.

Definição 15. Considere a matriz real A= (ai j ) de ordem mxn. Denomina-se transposta de

A e indica-se por At a seguinte matriz nxm: At = (b ji ) em que bji = ai j ,∀i = (1,2, . . . ,m)

e j= 1,2, . . . ,n).

Definição 16. Uma matriz quadradáe dita siḿetrica se A= At , ou seja, quando ai j = a ji , para

todo i e j com i= 1, . . . ,m e j= 1, . . . ,n.
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Definição 17. O núcleo de uma matriz quadrada A∈ Mnxn, denotado por N(A), é um subcon-

junto deRn formado por todas as soluções do sistema homogêneo Ax= 0, ou seja, N(A) = {x∈

R
n|Ax= 0}.

Definição 18. Seja A∈ Mnxn uma matriz siḿetrica. Diz que Aé definida positiva quando

xTAx> 0, para todo x∈ R
n\{0}. Tal propriedadée denotada por A> 0. Se xTAx≥ 0, para

todo x∈ R
n, A é dita semi definida positiva, fato este denotado por A≥ 0.

Definição 19. Os menores principais Ak da matriz A s̃ao as matrizes definidas pelo determi-

nante, denotado por det, das k primeiras linhas e colunas de A, ou seja, considere

A=









a11 a12 a13

a21 a22 a23

a31 a32 a33









,

ent̃ao,

A1 = a11,

A2 = det

[

a11 a12

a21 a22

]

e

A3 = det(A).

Para o caso geral, tem-se:

Ak = det















a11 a12 · · · a1k

a21 a22 · · · a2k
...

...
. . .

...

ak1 ak2 · · · akk















,

com k= 1, 2, . . . , n.

Definição 20. Considere A∈ R
nxn, u∈ R

n não-nuloé autovetor de A se existeλ ∈ R tal que:

Au= λu

Neste caso, úe autovetor de A associado ao autovalorλ .

Definição 21. Uma matriz real siḿetrica é definida positiva se e somente se todos seus autova-

lores s̃ao positivos.
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Definição 22. As seguintes propriedades são condiç̃oes necesśarias e suficientes para que uma

matriz A seja positiva definida.

• xTAx> 0,∀x 6= 0.

• Todos os autovalores de matriz A são positivos.

• Todas os menores principais da matriz A possuem determinantes positivos.

• Todos os piv̂os s̃ao positivos e ñao é preciso, teoricamente, fazer trocas de linhas na

eliminaç̃ao gaussiana em A.

2.3 RESULTADOS DO ĆALCULO DIFERENCIAL

Algumas ferramentas do Cálculo Diferencial s̃ao fundamentais para o desenvolvimento

do trabalho. Destaca-se os conceitos relacionados ao gradiente de uma funç̃ao e sua matriz

Hessiana, os quais são utilizados no desenvolvimento dos métodos nuḿericos.

O conceito de gradiente de uma função seŕa muito usado nesse trabalho, por isso, vale

destacar algumas propriedades, tais como:

1. O gradientée a direç̃ao de crescimento ou decrescimento da função.

2. O gradientée a direç̃ao de crescimento ou decrescimento mais rápido.

3. O gradientée perpendicular̀a curva de ńıvel da funç̃ao.

Definição 23. Considere f: Rn →R uma funç̃ao de classe C2. O gradiente de f́e definido por

∇ f =









∂ f
∂x1

...
∂ f
∂xn









e a Hessiana de f́e dada por

∇2 f =









∂ 2 f
∂x1∂x1

· · · ∂ 2 f
∂x1∂xn

...
. ..

...
∂ 2 f

∂xn∂x1
· · · ∂ 2 f

∂xn∂xn









.

Teorema 1. (Taylor de primeira ordem)

Considere f: Rn → R uma funç̃ao diferencíavel ex̄∈ R
n. Ent̃ao, pode-se escrever

f (x) = f (x̄)+∇ f (x̄)T(x− x̄)+ r(x)



17

com

lim
x→(x̄)

r(x)
||x− x̄||2

= 0.

Demonstraç̃ao. O polinômio p1(x) = f (x̄)+∇ f (x̄)T(x− x̄) é uma aproximaç̃ao linear paraf

em torno do ponto ¯x e é chamado polin̂omio de Taylor de ordem 1 da função. Dentre todos os

polinômios de grau menor ou igual a 1, eleé oúnico que satisfazp(x̄) = f (x̄) e∇p(x̄) = ∇ f (x̄).

O limite nulo significa que parax próximo dex̄ o restor(x) é muito pequeno e vai para zero

mais ŕapido que||x− x̄||. 2

Teorema 2. (Taylor de segunda ordem)

Se f : Rn → R é uma funç̃ao duas vezes diferenciável ex̄∈ R
n, ent̃ao

f (x) = f (x̄)+∇ f (x̄)T(x− x̄)+
1
2
(x− x̄)T∇2 f (x̄)(x− x̄)+ r(x)

com

lim
x→(x̄)

r(x)
||x− x̄||2

= 0.

Demonstraç̃ao. Analogamente, o polin̂omio

p2(x) = f (x̄)+∇ f (x̄)T(x− x̄)+
1
2
(x− x̄)T∇2 f (x̄)(x− x̄)

é uma aproximaç̃ao quadŕatica paraf em torno do ponto ¯x eé chamado polin̂omio de Taylor de

ordem 2 da funç̃ao.

Dentre todos os polin̂omios de grau menor ou igual a 2, eleé oúnico que satisfaz

p(x̄) = f (x̄),∇p(x̄) = ∇ f (x̄) e ∇2p(x̄) = ∇2 f (x̄).

O limite nulo significa que parax próximo dex̄ o restor(x) é muito pequeno e vai para zero

mais ŕapido que||x− x̄||2. 2

Teorema 3. (Teorema de Weierstrass)

Sejam D⊂ R
n um conjunto compacto não-vazio e f: D → R uma funç̃ao cont́ınua.

Então, a funç̃ao f assume valor ḿaximo e ḿınimo global em D.

Demonstraç̃ao. Deve-se primeiro mostrar que, seD ⊂ R
n é compacto ef é cont́ınua, ent̃ao

f (D) é compacto. Seja(yn) uma seqûencia emf (D), ent̃ao cadayn = f (xn) para algumxn ∈ D.

ComoD é compacto, existe uma subsequência(xnk) de (xn) tal quexnk → x ∈ D. Como f é

cont́ınua, f (xnk)→ f (x) ∈ f (D), logo, f (D) é compacto.
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Agora, sendof (D) compacto, da Definiç̃ao 7, sabe-se quef (D) é fechado e limitado, assim,

admitiŕa supremo éınfimo. Sejam,m= in f{ f (x)/x ∈ D}, M = sup{ f (x)/x ∈ D} ∈ f (D),

assim, existemx0 ex1 ∈ D tais quem= f (x0) eM = f (x1).

Logo,

f (x0)≤ f (x)≤ f (x1),

para todox∈ D.

Portanto, problemas de minimizar e de maximizarf em um conjuntoD têm soluç̃oes

globais. 2
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3 OTIMIZAÇ ÃO IRRESTRITA

Nesta seç̃ao seŕa apresentada a formulação mateḿatica dos problemas de otimização

não linear, com destaque para problema de otimização irrestrito. Resultados de existência de

soluç̃oes e as condiç̃oes necessárias e suficientes de otimalidade para essa classe de problemas

são apresentados. Ainda, são descritos alguns exemplos para mostrar a aplicação das condiç̃oes

apresentadas.

3.1 PROGRAMAÇ̃AO MATEMÁTICA

De forma geral, pode-se dizer que otimização consiste em encontrar pontos de mı́nimo

ou de ḿaximo de uma funç̃ao sobre um conjunto de restrições. O problema pode ser expresso

matematicamente como um problema de programação mateḿatica da seguinte forma:

min f (x)

sujeito a

gi(x) = ai , i = 1,2, . . . , p (1)

h j(x)≥ b j , j = 1,2, . . . ,n

em quex∈ R
n, f : Rn → R, gi : Rn → R ehi : Rn → R.

No problema expresso em (1) defini-sex como um vetor n-dimensional de variáveis,

f (x) o funcional objetivo ou a funç̃ao que deve ser maximizada ou minimizada,gi(x) restriç̃oes

expressas por igualdade,h j(x) restriç̃oes expressas por desigualdades eai eb j constantes. Note

que um problema de maximizarf pode ser substituı́do por minimizar− f .

Problemas de otimização em geral podem ser escritos usando a formulação (1), cha-

mada de formulaç̃ao padr̃ao. Uma distinç̃ao importante entre os problemas do tipo (1)é con-

forme a forma do funcional objetivof (x) e suas restriç̃oes. Nesse contexto, sef (x) não for li-

near e/ou as restrições forem ñao lineares, tem-se o caso da programação ñao linear. Aĺem disso,
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se existe pelo menos uma restrição, tem-se problemas de otimização restrito, caso contrário,

tem-se o problema irrestrito. Algumas referências para este assunto são Clarke Yu. S. Ledyaev

e Wonlenski (1998), Izmailov e Solodov (2009) e Ribeiro e Karas (2013).

3.2 OTIMIZAÇÃO IRRESTRITA

Problemas irrestritos surgem de modelos de problemas que naturalmente ñao possuem

restriç̃oes. Em alguns casos, o problema teria restrições, mas elas podem ser ignoradas. Em

outros casos, problemas originalmente restritos têm as restriç̃oes transformadas em um termo

de penalidade na função objetivo, tornando-se irrestritos.

Em minimizaç̃ao irrestrita, tem-se por objetivo minimizar uma função de varíaveis

reais a um valor real sem que haja restrições nos valores das variáveis, ou seja:

min f (x), x∈ R
n, (2)

em quef : Rn → R é uma funç̃ao suave.

Para a obtenç̃ao da soluç̃ao do problema descrito em (2)é necesśario utilizar uma

condiç̃ao necesśaria de otimalidade, a qual fornece uma candidataà soluç̃ao anaĺıtica para o

problema e, portanto, exata.

3.2.1 EXIST̂ENCIA DE SOLUÇÕES

A seguir s̃ao descritas as condições para a existência de soluç̃oes para o problema

irrestrito (2).

Considere um conjuntoD ⊂ R
n e uma funç̃ao f : Rn → R. O problema de minimizar

f descrito em (2) pode ser reescrito como:

min f (x), x∈ D, (3)

ondeD é o conjunto víavel do problema. O objetivo do problema (3)é encontrar o pontox∈ D

tal que o valor def seja o menor possı́vel.

Definição 24. Um ponto x∗ ∈ D é um minimizador global de(3), se

f (x∗)≤ f (x) ∀ x∈ D. (4)



21

Para determinar o minimizador global do problema (3) a condição (4) deve ser sa-

tisfeita, poŕem, em muitos casos, se tem apenas o conhecimento local def . Nesse caso, o

conjunto de soluç̃oes víaveis fica restrito a uma vizinhança dex∗ e, com isso, pode-se obter

apenas minimizadores locais def .

Definição 25. Um ponto x∗ ∈ D é um minimizador local fraco do problema(3), se existe uma

vizinhança U de x∗ tal que

f (x∗)≤ f (x) ∀ x∈ D∩U, (5)

em que a vizinhançaU é um conjunto aberto que contémx∗.

Definição 26. Um ponto x∗ ∈ D é um minimizador local forte ou minimizador local estrito do

problema(3), se existe uma vizinhança U de x∗ tal que

f (x∗)< f (x) ∀ x∈U, (6)

com x6= x∗.

Observa-se, pelas definições anteriores, que para determinar um ponto de mı́nimo x∗

do problema (3)́e necesśario fazer uma inspeção dos pontos do doḿınio de f e verificar se

nenhum deles possui valor de função menor. No entanto, quando uma funçãoé suave, existem

condiç̃oes suficientes de otimalidade que garantem a existência de um minimizador def , como

por exemplo, o Teorema de Weierstrass, descrito na Seção 2.3, o qual garante a existência de

um máximo ou ḿınimo global em um conjuntoD compacto.

3.2.2 CONDIÇ̃OES DE OTIMALIDADE

Considere o problema de minimização irrestrita (3), repetido aqui para facilitar o en-

tendimento:

min f (x), x∈ R
n, (8)

onde f : Rn → R.

Para que um dadox∗ ∈ R
n seja minimizador local do problema (8) algumas condições

devem ser satisfeitas. Condições estas chamadas de condições necessárias de otimalidade.

Teorema 4. (Condiç̃ao necesśaria de primeira ordem)

Considere a funç̃ao f :Rn→R diferencíavel no ponto x∗ ∈R
n. Se x∗ é um minimizador

local irrestrito de f , ent̃ao

∇ f (x∗) = 0. (9)
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Definição 27. Um ponto x∗ ∈R
n que satisfaz(9) é dito ponto cŕıtico ou estaciońario da funç̃ao

f .

Teorema 5. (Condiç̃ao necesśaria de segunda ordem)

Considere que a função f : Rn → R seja duas vezes diferenciável. Se x∗ é um minimi-

zador local irrestrito de f , ent̃ao vale(9) e a matriz Hessiana de f no ponto x∗ é semi-definida

positiva, istoé,

xT∇2 f (x∗)x≥ 0, (10)

para todo x∈ R
n.

Teorema 6. (Condiç̃ao suficiente de segunda ordem)

Considere que a função f :Rn →R seja duas vezes diferenciável na vizinhança aberta

de x∗. Se x∗ é um ponto estacionário da funç̃ao f e∇2 f (x∗) é definida positiva, então x∗ é

minimizador local estrito de f .

O Teorema 6 fornece as condições suficientes para que um pontox∗ seja minimizador

local de f .

O resultado a seguir caracteriza minimizadores locais e globais quando a função obje-

tivo é convexa.

Teorema 7. Se f : D → R uma funç̃ao convexa no conjunto convexo D⊂ R
n, ent̃ao todo mini-

mizador local x∗ de f em Dé um minimizador global de f nesse conjunto. Se fé diferencíavel,

ent̃ao, todo ponto estacionário x∗ é um minimizador global de f .

A demostraç̃ao dos Teoremas acima encontram-se em Izmailov e Solodov (2009).

No caso de problemas de maximização, resultados análogos dos Teoremas 5 e 6 são

obtidos invertendo a desigualdade (10) e considerando a matriz Hessiana definida negativa.

A seguir s̃ao apresentados alguns exemplos com o objetivo de aplicar ascondiç̃oes de

otimalidade descritas acima.

Exemplo 1(Funç̃ao de Rosenbrock) Considere a função

f (x) = 100(x2−x2
1)

2+(1−x1)
2.

Mostre quex∗ = [1 1]T é oúnico minimizante local def .

Soluç̃ao: O processo de resolução consiste em verificar a existência de pontos crı́ticos,

x∗, a partir da Definiç̃ao 27 e, ainda, verificar se esses pontos são minimizadores locais, segundo

o Teorema 5, ou seja,∇2 f (x∗) é definida positiva.
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A partir do ćalculo do gradiente def , tem-se:

∇ f (x) =

[ ∂ f
∂x1
∂ f
∂x2

]

=

[

200(x2−x1
2)(−2x1)−2(1−x1)

200(x2−x1
2)

]

∇ f (x) = 0⇔

{

−2(1−x1) = 0⇒ x1 = 1

x2−x1
2 ⇒ x2 = x1

2
,

ou seja,∇ f (x) = 0⇔ x1 = 1 ex2 = 1. Portanto,x∗ = [1 1] é oúnico ponto estaciońario de f .

Em seguida, verificando se a matrizé definida positiva, tem-se:

∇2 f (x∗) =









∂ 2 f
∂x1

2 (x1,x2)
∂ 2 f

∂x1x2
(x1,x2)

∂ 2 f
∂x2x1

(x1,x2)
∂ 2 f
∂x2

2 (x1,x2)









,

onde ∂ 2 f
∂x1

2 = 1200x1
2+2−400x2, ∂ 2 f

∂x2
2 = 200 e ∂ 2 f

∂x1x2
= ∂ 2 f

∂x2x1
=−400x1.

Obt̂em-se, assim,

∇2 f (x1,x2) =

[

1200x1
2+2−400x2 −400x1

−400x1 200

]

.

∇2 f (1,1) =

[

802 −400

−400 200

]

,

Como os autovetores de∇2 f (1,1) são positivos, então∇2 f (1,1) é definida positiva.

Portanto, o pontox∗ é um ponto estacionário de f , ou seja,∇ f (x∗) = 0, é minimizador def

uma vez que as condições dos Teorema 5 e 6 são satisfeitas.

Exemplo 2(Paraboĺoide) Considere a função

f(x) = (x1+1)2+(x2+2)2.

Mostre quex∗ = [−1 −2]T é oúnico minimizante local def .

Soluç̃ao: O processo de resolução consiste em verificar a existência de pontos crı́ticos,

x∗, a partir da Definiç̃ao 27 e, ainda, verificar se esses pontos são minimizadores locais, segundo

o Teorema 5, ou seja,∇2 f (x∗) é definida positiva.

A partir do ćalculo do gradiente def , tem-se:
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∇ f (x) =

[

2(x1+1)

2(x2+2)

]

com

∇ f (x) = 0⇔ x1 =−1 ex2 =−2 e, ent̃ao,x∗ = [−1 −2] é oúnico ponto estaciońario

de f .

Em seguida, verificando se a matrizé definida positiva, tem-se:

∇2 f (x∗) =









∂ 2 f
∂x1

2 (x1,x2)
∂ 2 f

∂x1x2
(x1,x2)

∂ 2 f
∂x2x1

(x1,x2)
∂ 2 f
∂x2

2 (x1,x2)









,

com

∂ 2 f
∂x1

2 =
∂ 2 f
∂x2

2 = 1 e ∂ 2 f
∂x1x2

= ∂ 2 f
∂x2x1

= 0.

Assim,∇2 f (x1,x2) =

[

1 0

0 1

]

.

Substituindo o ponto crı́tico:

x∗ = [−1 −2] ⇒ ∇2 f (−1,−2) =

[

1 0

0 1

]

.

ComoxTAx= [x1 x2]

[

1 0

0 1

][

x1

x2

]

=x2
1+ x2

2 > 0, ∀x1 e x2 ∈ R
n−{0}, pela

Definição 18, tem-se queA> 0.

Portando,A= ∇2 f (−1,−2) é definida positiva ex∗ é minimizador local def uma vez

que as condiç̃oes dos Teorema 5 e 6 são satisfeitas.

Exemplo 3(Minimização) Encontrar o ponto de mı́nimo da funç̃ao

min f (x1,x2) = x1
2−x1x2+x2

2−3x2.

Soluç̃ao: O processo de resolução desse exemplo será dado em duas etapas: a primeira

consiste em verificar, segundo o Teorema 4, os valores dex1 ex2 tais que

∇ f (x1,x2) = 0⇔

[

2x1−x2

−x1+2x2−3

]

=

[

0

0

]

⇔ x1 = 1 ex2 = 2.

Portanto,∇ f (x1,x2) = 0, ent̃aox1 = 1 ex2 = 2.
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A segunda parte consiste em verificar, segundo o Teorema 5, que ∇2 f (x∗)> 0.

∇2 f (x∗) =

[

a b

c d

]

=

[

2 −1

−1 2

]

> 0.

Desta formaa= 2> 0 , d = 2> 0 eac−bd= 3> 0.

Assim, todos os menores principais são positivos, então pela Definiç̃ao 22,∇2 f (x∗) é

definida positiva.

Logo,x1
∗ = 1 ex2

∗ = 2 s̃ao os pontos de ḿınimo global estrito.

3.2.3 UMA APLICAÇÃO: FUNÇÕES QUADRÁTICAS

Considere a funç̃ao

ax2+2bxy+cy2+dx+ey+g= 0 (11)

a qual pode ser descrita na forma matricial como

[

x y
]

[

a b

c d

][

x

y

]

+
[

d e
]

[

x

y

]

+g= 0.

Sejax =

[

x

y

]

,A =

[

a b

c d

]

,m=
[

d e
]

e w = g, ent̃ao a equaç̃ao quadŕatica

passa a ser

xTAx+bTzx+c= 0. (12)

Definição 28. Considere A∈ (Rnxn) uma matriz siḿetrica, b∈ R
n,c ∈ R. Define-se funç̃ao

quadŕatica f : Rn → R por f(x) = 1
2xTAx+bTx+c.

Note que, a Hessiana dessa funçãoé exatamente a matrizA. A forma quadŕatica deve

ser multiplicada por12 para simplificar os ćalculos devido a derivada (derivada de ordem 2).

Para exemplificar, considere os problemas a seguir.

Problema 1Considere o problema de minimização irrestrito (3), comf (x) = xTAx+

bTx, uma funç̃ao quadŕatica, onde

A=









6 1 1

1 2 0

1 0 4









.
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Soluç̃ao: O processo de resolução desse problema será dado em duas etapas: a primeira consiste

em verificar, segundo o Teorema 6, se a matriz Hessiana,A, é definida positiva. Para isso,

segundo Definiç̃ao 22, se os menores principais de uma matriz são positivos, então,A é definida

positiva, logo,A1 = 6> 0, A2 = 11> 0 eA3 = 42> 0. A segunda etapa consiste em verificar

sex∗ é um ponto estacionário de f , ou seja,∇ f (x∗) = 0, ent̃ao, tem-se

f (x) = xTAx+bTx⇔ (Ax2+bx)

∇ f (x) = 2Ax+b⇒ 2Ax+b= 0⇒ x∗ =−
1
2

A−1b.

Logo,x∗ =−1
2A−1b é o ponto de ḿınimo local estrito, pois a condição de suficîencia assegura

que f (x)> f (x∗), comx em uma vizinhança.

Problema 2Consideref : R2 → R tal que

f (x1,x2) = xT

[

1 0

0 1

]

x=
[

x1 x2

]

[

1 0

0 1

][

x1

x2

]

=x1
2+x2

2.

A partir do ćalculo do gradiente, tem-se:

∇ f (x1,x2) =

[

2x1

2x2

]

∇ f (0,0) =

[

0

0

]

.

−2 −1 0 1 2
−2

−1

0

1

2

*

Figura 1: Curvas de ńıvel do problema 2.

A Figura 1 ilustra as curvas de nı́vel da funç̃ao f . Note que as curvas de nı́vel s̃ao

circunfer̂encias de centro comum no pontoP1 = (0,0). A derivada da funç̃ao nesse pontóe

nula, portantóe ponto estaciońario. O gradiente aponta a direção de maior crescimento da

função, por isso, ao analisar a Figura 1 fica evidente que o pontoP1 é ponto de ḿınimo global

da funç̃ao.
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4 MÉTODO DO GRADIENTE

Esta seç̃ao descreve o ḿetodo do gradiente usado na resolução nuḿerica de problemas

de minimizaç̃ao de funç̃oes ñao lineares. O ḿetodo do gradiente consiste em procurar o mı́nimo

na direç̃ao de maior taxa de decrescimento da função objetivo a partir de uma solução inicial

dada. Algumas referências sobre o ḿetodo do gradiente são Izmailov e Solodov (2012) e Chapra

e Canale (2008).

4.1 MÉTODO DO GRADIENTE

Em muitos casos, se torna difı́cil e at́e mesmo impratićavel, obter uma candidata a

soluç̃ao analiticamente devidòa complexidade das expressões envolvidas. Em casos como

esses, precisa-se utilizar métodos nuḿericos, com os quaiśe posśıvel a obtenç̃ao de uma soluç̃ao

aproximada.

Para a resoluç̃ao nuḿerica do problema de PNL irrestrito descrito na seção anterior,

seŕa utilizado o ḿetodo cĺassico do gradiente, também chamado ḿetodo de Cauchy ou ḿetodo

de ḿaxima descida. A escolha desse método foi baseada na sua importância na resoluç̃ao de

problemas de minimização de funç̃oes e por ser uma estratégia baseada no ḿetodo de descida

Izmailov e Solodov (2012).

O método do gradientée um processo iterativo que a cada etapa faz uma busca linear

na direç̃ao do vetor gradiente da função objetivo no ponto corrente e, consiste em procurar o

mı́nimo na direç̃ao de maior taxa de decrescimento da função objetivo a partir de uma solução

inicial x0 dada.

Como o nome implica, o ḿetodo do gradiente usa explicitamente informação sobre a

derivada da funç̃ao f para gerar um algoritmo eficiente na localização do minimizador. Uma das

vantagens desse métodoé que a informaç̃ao da derivada da função permite alcançar o extremo

com menor ńumero de avaliaç̃oes da funç̃ao, ou seja, melhor eficiência computacional.

O método gradiente requer como entrada uma solução inicial x0 e um procedimento
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que calcula o gradiente da função a ser minimizada ou maximizada. Basicamente, o algoritmo

pode ser descrito como um processo iterativo em que novos pontosxk+1 são gerados a partir do

ponto atualxk

xk+1 = xk+αkdk (13)

ondedk é a direç̃ao de busca linear,αk representa o tamanho do passo a ser dado na direção de

busca ek é o ńumero de iteraç̃oes.

O algoritmo, ent̃ao, é dividido em duas etapas, a determinação da direç̃ao de busca

dk e a avaliaç̃ao do par̂ametroαk. Para isso,́e necesśarios utilizar o ḿetodo da Seç̃ao Áurea,

usada como estratégia na escolha do passoótimo e, tamb́em, o Crit́erio de Armijo, importante

na determinaç̃ao do minimizadorx∗ descritos em Izmailov e Solodov (2012).

4.2 DETALHES DE IMPLEMENTAÇ̃AO

A estrat́egia adotada para resolver o problema irrestrito (2)é, a partir de uma aproximação

inicial xk ∈ R
n da soluç̃ao do problema, encontrar um pontoxk+1 ∈ R

n tal que

f (xk+1)< f (xk). (14)

Tendo como objetivo encontrar o mı́nimo de f (x), ent̃ao, pode-se tomar como es-

trat́egia a direç̃ao contŕaria a do gradiente, ou seja,−∇ f (x) a direç̃ao ondef (x) mais decresce.

A proposiç̃ao a seguir enuncia esta relação.

Proposiç̃ao 1. Seja f : Rn → R uma funç̃ao diferencíavel. Ent̃ao, pode-se afirmar que

i. o vetor gradiente∇ f aponta para uma direç̃ao onde fé crescente,

ii. dentre todas as direç̃oes onde f cresce, a direção do gradiente∇ f é a de cresci-

mento mais ŕapido,

iii. o gradiente∇ f é perpendicular a superfı́cie de ńıvel que passa por x.

A partir da Proposiç̃ao 1, seŕa apresentado o ḿetodo iterativo do gradiente para locali-

zar o ḿınimo de uma funç̃ao, utilizando o vetor gradiente.

Para exemplificar o uso das superfı́cies de ńıvel, considere a funç̃ao f : D ⊂ R
2 → R,

ondeD é um ret̂angulo emR2. O problema de minimizarf pode ser enunciado como minimizar

f (x) na caixaD = [a b]× [c d] (veja Figura 2).

A Figura 2 ilustra o caso em quef é um paraboĺoide. Observe que cada cı́rculo no

planoxycorresponde a superfı́cie de ńıvel.
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Figura 2: Curvas de ńıveis.

Figura 3: Exemplo da trajetória “zig-zag” do método do gradiente.

Sejaxk um ponto qualquer emD ∈ R
n e suponha∇ f (x0) 6= 0. Pelo item ii. da

Proposiç̃ao 1 a escolha maiśobvia de uma direç̃ao de descidáe dada pordk =−∇ f (xk). Ent̃ao,

a estrat́egiaé caminhar nessa direção para encontrar o ḿınimo de f . Com isso, obt̂em-se uma

seqûencia{xk} para curvas de nı́vel da funç̃ao f (x) associadas a valores cada vez menores,

fazendo com que a sequência assim gerada possa convergir a uma solução do problema (em

geral, śo há garantia de convergência para pontos estacionários). Uma caracterı́stica desse tipo

de problemáe que as direç̃oes utilizadas nas iterações subsequentes são ortogonais. Por isso, a

seqûencia gerada{xk} pelo ḿetodo se aproxima da solução seguindo uma trajetória “zig-zag”.

A Figura 3 ilustra um exemplo das trajetórias que o ḿetodo do gradiente adota.

Definida a escolha da direção de descida como sendo o anti-gradiente−∇ f (xk), precisa-

se definir o comprimento do passoαk nessa direç̃ao. O comprimento do passoé calculado

observando o comportamento da função f ao longo da semi-reta a partir dexk na direç̃ao dk.

Observe que, pelo fato dedk pertencer ao conjunto de todas as direções de descida da função f

no pontox, um ńumeroαk > 0 satisfazendo (14) sempre existe. A escolha deαk é feita por uma

minimizaç̃ao local def (xk+αk∇ f (x)), com o uso da funç̃ao auxiliargk(αk)= f (xk+αk∇ f (x)).
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Observe quegk(αk) é uma funç̃ao de umáunica varíavel. Ent̃ao, pode-se fazer uso do método

da seç̃ao áurea para encontrar o seu mı́nimo. Ao aplicar o ḿetodo da seç̃ao áurea na funç̃ao

gk(αk) deve-se tomar o cuidado de restringirαk, de tal forma que o vetorxk+αkdk permaneça

emD. Assim, ao se minimizar a funçãogk(αk), encontra-se os valoresótimos deαk para cada

valor dexk em cada iteraç̃ao. Detalhes do ḿetodo da Seç̃aoÁurea s̃ao descritos em Izmailov e

Solodov (2012).

O processo segue até que a dist̂ancia entre os pontosxk exk+1 seja menor que um certo

δ fixado como crit́erio de parada, nesse caso será dado por‖xk+1−xk‖< δ . Tamb́em, pode-se

adotar como crit́erio de parada o próprio vetor gradiente, da seguinte forma‖∇ f (xk)‖< δ .

A seqûencia{xk} gerada pelo ḿetodo do gradiente converge quando o tamanho do

passoαk é calculado pela busca exata, nesse caso, faz-se uso do método da Seç̃aoÁurea para

encontrar o passóotimo em cada iteraçãok.

O Algoritmo 1 descreve o procedimento iterativo adotado em que novos pontosxk+1

são gerados a partir do ponto atualxk, baseado no ḿetodo do gradiente (13), usando as es-

trat́egias estabelecidas anteriormente.

Algoritmo 1: Rotina do Gradiente
Entrada: x0 ∈ R

n, f (x), δ > 0
Sáıda: Soluç̃aoótimax∗

1 Inicializek= 0;
2 REPITA enquanto‖xk+1−xk‖> δ ;
3 gk = ∇ f (x);
4 dk =−gk;
5 αk = mı́nimo da seç̃aoáurea tal quef (xk+αkdk)< f (xk);
6 xk+1 = xk+αkdk;
7 k= k+1;
8 retorna;
9 Soluç̃aoótima =x∗k

O Algoritmo 1 foi implementado em linguagem de programação com apoio do soft-

ware mateḿatico Matlab. No algoritmo implementado, a determinação do tamanho do passoαk

é obtido pela estratégia da Seç̃aoÁurea. Para validar os resultados, foram feitas comparações

de diversos problemas de PNL da literatura, usando como método de resoluç̃ao o ḿetodo do

gradiente estudado e o Optimization Toolbox do Matlab, o qual é uma coleç̃ao de funç̃oes que

estendem a capacidade do Matlab em resolver problemas de otimizaç̃ao.
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4.2.1 MÉTODO DA SEÇ̃AO ÁUREA

O método da Seç̃ao Áurea visa a otimizaç̃ao unidimensional. Em vista disso, eleé

frequentemente aplicado juntamente como o método do gradiente, pois, qualquer que seja a

dimens̃ao inicial do problema, quando o método j́a calculou a direç̃ao de busca,dk, ent̃ao, é

necesśario obter o passóotimo,αk.

Supondo quef seja unimodal. Sejaf (x) uma funç̃ao cont́ınua com uḿunico ḿınimo

no intervalo[a,b]. O método da Seç̃ao Áurea consiste em criar uma sequência I = xn que

converge para o ḿınimo da funç̃ao, sendoI = a+b
2 .

O Algoritmo 2 descreve a rotina da SeçãoÁurea utilizada para encontrar o passoótimo,

αk, o qualé necesśario para a implementação do ḿetodo do gradiente.

Algoritmo 2: Rotina da Seç̃aoÁurea
Entrada: a, b,δ
Sáıda: I = αk

1 Inicializek= 0;
2 REPITA enquanto|b−a|> δ ;
3 xa = b−0.618(b−a);
4 xb = a+0.618(b−a);
5 Se f (xa)< f (xb);
6 b= xb;
7 xb = a+0.618(b−a);
8 Señaoa= xa;
9 xa = b−0.618(b−a);

10 I = xa+xb
2 retorna;

Detalhes do Ḿetodo da Seç̃ao Áurea podem ser encontrados em Izmailov e Solodov

(2012).
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5 TESTES COMPUTACIONAIS

Nesta seç̃ao ser̃ao apresentados os resultados computacionais baseados no estudo de

funções da literatura, com o objetivo de se verificar a eficiência e converĝencia do ḿetodo do

gradiente estudado usando como ferramenta o software matemático Matlab.

5.1 RESULTADOS

Os testes computacionais são ferramentas que auxiliam na investigação da eficîencia

dos algoritmos na resolução de problemas de acordo com os critérios escolhidos. Além disso,

os crit́erios de parada são essenciais para constatar se um ponto estacionário foi alcançado ou

se o algoritmo fracassou após atingir um ńumero ḿaximo de iteraç̃oes.

Para a realizaç̃ao dos testes computacionais foi realizada a escolha de alguns problemas

da literatura a fim de verificar a eficiência e velocidade de convergência do ḿetodo do gradiente

descrito na Seç̃ao 4. Para validar os resultados utiliza-se a rotina de minimizaç̃ao f minunc

presente no Optimization Toolbox do Matlab.

Na Tabela 1 apresenta-se os problemas da literatura selecionados para os testes com-

putacionais, presentes em Moré et al. (1981).

Tabela 1: Problemas selecionados para análise.

f (x1,x2) Funç̃ao
f1 = (x1+1)2+(x2+2)2 Paraboĺoide
f2 = 100(x2−x2

1)
2+(1−x1)

2 Rosenbrock
f3 = (−13+x1+((5−x2)x2−2)x2)

2+(−29+x1)+((x2+1)x2−14)x2)
2 Freudenstein and Roth

f4 = (1.5−x1(1−x2))
2+(2.25−x1)(1−x2

2))
2+(2.625−x1)(1−x3

2))
2 Beale’s

Com o aux́ılio do software mateḿatico Matlab foi implementado o ḿetodo do gradi-

ente descrito no Algoritmo 1 para minimizar funções f (x1,x2) considerando o problema irres-

trito (2). O objetivo nesse momentoé verificar se o ḿetodo esta convergindo ao pontoótimo

utilizando a busca linear na direçãodk com escolha do passoótimoαk em cada iteraç̃aok. Onde
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0< αk < 1 é obtido pelo algoritmo da SeçãoÁurea.

O critério de parada adotado foi‖xk+1−xk‖ < δ ou atingir um ńumero ḿaximo de

iteraç̃oes, nesse caso, fixou-se 1000 iterações eδ = 0.0001. Denota-sex0 ponto inicial, k

número de iteraç̃oes,x∗ minimizador ef (x∗) valor da funç̃ao emx∗.

Tabela 2: Resultados obtidos com a rotina do gradiente, Algoritmo 1.
Funç̃ao x0 k x∗ f (x∗)

1 Paraboĺoide [4 5] 3 [−1.000 −1.999] 1.351×10−10

2 Rosenbrock [0.5 2] 36 [1.027 1.055] 7.383×10−4

3 Freudenstein and Roth[0.5 −2] 351 [11.359 −0.899] 4.898×101

4 Beale’s [1 1] 95 [2.992 0.497] 1.029×10−5

Na Tabela 2 s̃ao apresentados os resultados obtidos usando a rotina do gradiente des-

crita no Algoritmo 1. Optou-se por utilizar o Optimization Toolbox do MatLab afim de com-

parar os resultados obtidos e verificar a eficiência do ḿetodo do gradiente. O Optimization To-

olbox do MatLab, consiste em uma coleção de funç̃oes que estendem a capacidade do Matlab

em resolver problemas de otimização j́a pŕe-definidas. Para a resolução de problemas irrestritos

o Matlab possui a rotina minimização f minunc, usada para resolver problemas de otimização

sem restriç̃oes. A Tabela 3 ilustra resultados obtidos com a rotina do Matlab f minuncusando

as funç̃oes selecionadas para análise.

Tabela 3: Resultados obtidos com a rotina do Matlabfminunc.
Funç̃ao x0 k x∗ f (x∗)

1 Paraboĺoide [4 5] 2 [−1.000 −2.000] 1.806×10−13

2 Rosenbrock [0.5 2] 11 [1.000 1.000] 1.888×10−11

3 Freudenstein and Roth[0.5 −2] 19 [11.41 −0.89] 4.898×101

4 Beale’s [1 1] 15 [3 0.5] 2.35×10−12

Ao se analisar os resultados obtidos na Tabela 2, observa-seque o ḿetodo do gradiente

proposto resolveu todos os problemas de forma satisfatória, ou seja, todas as funções convergi-

ram, uma vez que a sequência geradaxk est́a se aproximando do ḿınimo de f (xk). Para validar

estes resultados foram resolvidos os problemas propostos usando a rotinafminuncpresente no

Matlab, com resultados reportados na Tabela 3. A partir da comparaç̃ao dos resultados obtidos

nas Tabelas 2 e 3, conclui-se que o método do gradiente convergiu satisfatoriamente em todos

os problemas analisados, uma vez que pontoótimo foi alcançado.

Para analisar os resultados obtidos foram utilizadas as curvas de ńıveis da funç̃ao com

o uso da ferramenta gráfica do Matlab. A seguir são descritos os resultados e gráficos obtidos

para cada uma das funções estudadas.
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Figura 4: (a) Função Paraboĺoide. (b) Curvas de ńıveis.

A Figura 4 ilustra o comportamento da função Paraboĺoide f (x)= (x1+1)2+(x2+2)2.

Pode-se observar que existe um ponto de mı́nimo emx∗ = [−1 −2]T . Pela ańalise das curvas

de ńıveisé posśıvel verificar que realmente a função Paraboĺoide apresenta um minimizador em

[−1− 2]T . Testando diferentes condições iniciais, percebe-se que a função Paraboĺoide con-

verge rapidamente para o pontox∗, e ainda, pode-se concluir que o pontox∗ é um minimizador

global.

Testando a rotina do gradiente apresentada no Algoritmo 1 para minimizar a funç̃ao

de Paraboĺoide e escolhendox0 = [4 5]T , o problemaé resolvido com apenas 3 iterações,

cujos valores da função e da norma do gradiente são dados na Tabela 4. A Figura 5 mostra os

gráficos gerados pela rotina do gradiente, para a variação da funç̃ao e da norma do gradiente,

denotado por| f (xk)| e ||g||, respectivamente, onde a norma do gradienteé descrita como||g||=
√

(x1)2+(x2)2, ao longo das iterações. Foi utilizado a escala logarı́tmica no eixo vertical para

uma melhor visualizaç̃ao.

Tabela 4: Valores da funç̃ao e da norma do gradiente obtidos com a rotina do gradiente para a
função Paraboĺoide.

k f ||g||
0 74 .00000×101 6.4031
1 6.17760×108 2.2363
2 1.35133×1010 2.2360

A função de Rosenbrockf (x) = 100(x2− x2
1)

2+(1− x1)
2 é ilustrada na Figura 6(a).

Observa-se que essa função apresenta um minimizante global emx∗ = [1 1]T . A Figura 6(b)

ilustra as curvas de nı́veis da funç̃ao de Rosenbrock.

Testando a rotina do gradiente apresentada no Algoritmo 1 para minimizar a funç̃ao
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Figura 5: (a) Evolução da módulo da função Paraboĺoide. (b) Evoluç̃ao do gradiente
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Figura 6: (a) Função Rosenbrock. (b) Curvas de ńıveis.

de Rosenbrock a partir da pontox0 = [0.5 2]T , o problemáe resolvido com 36 iterações, cujos

valores da funç̃ao e da norma do gradiente obtidos são dados na Tabela 5. A Figura 7 mostra

os gŕaficos gerados pela rotina, com a variação da funç̃ao e da norma do gradiente ao longo das

iteraç̃oes.

Uma observaç̃ao importante para esse tipo de problemaé que as estratégias adotadas

podem corresponder a um mı́nimo local. Esse fato pode ser observado na função de Rosen-

brock, a qual possui uḿunico minimizante globalx∗ = [1 1]T uma vez que que a condição

suficiente de segunda ordemé satisfeita, ou seja, a matriz Hessiana def (x) no pontox∗ é de-

finida positiva. Tomandox0 = [1.2 1.2]T , observe que o ḿetodo do gradiente convergiu para

o pontox∗ = [1 1]T com 43 iteraç̃oes. Poŕem, tomando-sex0 = [−1 2]T , o método do gradi-

ente ñao convergiu para o minimizante, poisx0 não se encontra na bacia de atração do ḿınimo

global. Esse fato, mostra que o método do gradientée senśıvel as condiç̃oes iniciais quando



36

utiliza-se funç̃oes ñao-convexas.

Tabela 5: Valores da funç̃ao e da norma do gradiente obtidos com a rotina do gradiente para a
função de Rosenbrock.

k f ||g||
0 3.065000000000000×102 0.020600000000000×102

1 0.000252895781668×102 0.017738881884331×102

2 0.000251902396495×102 0.017736543282180×102

...
...

...
34 0.000008703813623×102 0.014727695784690×102

35 0.000007390570247×102 0.014725671613558×102
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Figura 7: (a) Variação da funç̃ao Rosenbrock. (b) Variaç̃ao da norma do gradiente.

A comportamento da função de Freudenstein and Rothé ilustrada na Figura 8(a) e

da funç̃ao de Beale’s na Figura 8(b). Vale ressaltar que a função de Freudenstein and Roth

apresenta um minimizador global emx∗ = [5 4]T com valor da funç̃ao objetivo f (x1,x2) = 0

e um minimizador local emx∗ = [11.41 −0.8986]T com valor da funç̃ao objetivof (x1,x2) =

48.9842. J́a a funç̃ao de Beale’s apresenta umúnico minimizador global emx∗ = [3 0.5]T com

valor da funç̃ao objetivof (x1,x2) = 0.

Testando a rotina do gradiente para minimizar a função de Freudenstein and Roth a

partir da pontox0 = [0.5 −2]T , o problemáe resolvido com 351 iterações, cujos valores da

função e da norma do gradiente são reportados na Tabela 6. A Figura 9 mostra os gráficos

gerados pela rotina com a variação da funç̃ao e da norma do gradiente ao longo das iterações,

respectivamente. Observe que neste caso o método do gradiente obteve como minimizador

o pontox∗ = [11.359 −0.899]T , com a toler̂ancia desejada, que corresponde aoótimo local.

Testando para diferentes pontos iniciaisx0 o método ñao convergiu para óotimo global, nesse

caso o ḿetodo do gradiente apenas obteve o minimizador local. Isso mostra que o ḿetodo do
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Figura 8: (a) Função Freudenstein and Roth. (b) Funç̃ao de Baele’s

Tabela 6: Valores da funç̃ao e da norma do gradiente obtidos com a rotina do gradiente para a
função Freudenstein and Roth.

k f ||g||
0 0.400500000000000×103 1.272187182797976×103

1 0.031652629717962×103 0.034477639375029×103

2 0.081050487552624×103 0.008174433481515×103

...
...

...
349 0.048985840050098×103 0.000930914655352×103

350 0.048985406217656×103 0.000058338482239×103

gradiente possui algumas condições que devem ser melhoradas para um melhor desempenho do

método.

No caso da funç̃ao de Beale’s, o problemaé resolvido com 95 iterações, tomando como

ponto inicialx0 = [1 1]T o método convergiu para o pontóotimo x∗ = [2.992 0.497]T , com a

precis̃ao desejada. Os valores da função e da norma do gradiente são reportados na Tabela 7.

Na Figura 10 s̃ao apresentados os resultados obtidos via rotina com a variação da funç̃ao e da

norma do gradiente ao longo das iterações, respectivamente, mostrando um bom desempenho

do método uma vez que o valor da função est́a tendendo ao valor ḿınimo de f e a norma do

gradiente tende a zero. Vale ressaltar, que considera-se como crit́erio de parada‖xk+1−xk‖< δ ,

o qual poderia ser modificado como sendo a norma do gradiente sem perda de generalidade.

Portanto, pode-se verificar que cada mı́nimo local de uma funç̃ao diferencíavel possui

uma bacia de atração. Se o ḿetodo do gradiente for iniciado em um pontox0 não situado

na bacia de atração do ḿınimo global podem acorrer duas situações, o ḿetodo do gradiente

converge para um ḿınimo local associado a bacia de atração que estiver o pontox0 ou casox0

não esteja associado a nenhuma bacia de atração, ent̃ao o ḿetodo do gradiente não converge.
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Figura 9: (a) Variação da funç̃ao Freudenstein and Roth. (b)Variaç̃ao da norma do gradiente.

Tabela 7: Valores da funç̃ao e da norma do gradiente obtidos com a rotina do gradiente para a
função de Beale’s.

k f ||g||
0 14.203125000000 27.7534252725253
1 4.3685273537189 6.47938073465913
2 1.2405573559748 3.53502843421325
...

...
...

93 0.0000130769958 0.01831385026192
94 0.0000103401623 0.00265280832215
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Figura 10: (a) Variação da funç̃ao Beale’s. (b) Variaç̃ao da norma do gradiente.
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6 CONSIDERAÇÕES FINAIS

Neste trabalho foi apresentado o estudo de problemas de otimizaç̃ao irrestrita. Apresentou-

se o desenvolvimento teórico das condiç̃oes de otimalidade para problemas de otimização irres-

trito, bem como, o estudo das condições de exist̂encia de soluç̃oes, aĺem de apresentar o métodos

iterativos do gradiente utilizado para obter as soluções nuḿericas.

Vale destacar que os modelos de otimização irrestrita, surgem muitas vezes de algorit-

mos de problemas restritos, os quais podem ser modelados como problemas irrestritos a partir

da penalizaç̃ao das restriç̃oes e, com isso, podendo ser resolvido pelas definições apresentadas

no decorrer do trabalho. Portanto, o estudo de problemas de otimizaç̃ao irrestritos torna-se

fundamental para auxiliar na tomada de decisão de determinados processos.

Este trabalho proporcionou a relação entre os problemas irrestritos e sua representação,

afim de minimizar, obtendo soluçõesótimas, atrav́es do ḿetodo do gradiente, implementado no

Matlab.

O método do gradientée de primeira ordem, e em geral,é pouco eficiente para resol-

ver problemas pŕaticos. Mesmo assim, o estudo desse métodoé um passo importante para se

entender os fundamentos da otimização computacional.

O método do gradiente implementado apresentou convergência satisfat́oria uma vez

que seus resultados foram validados comparado com a rotinaf minuncpresente no Matlab.

Outro aspecto analisado foi a sensibilidade as condições iniciais a partir do estudo das bacias

de atraç̃ao, pois se o ḿetodo do gradiente for iniciado longe de uma bacia de atração do ḿınimo

local, o ḿetodo pode divergir e, ainda, vale destacar que para problemas que apresentam mais de

um minimizador, o ḿetodo do gradiente irá encontrar o minimizador local, devido a fragilidade

do método implementado.
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